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Prerrequisitos

Los estdiantes deberian tener conocimientos basicos de algebra lineal, inferencia estadistica, y modelos
lineales.

La experiencia previa con R y Python es recomendable.

Objetivos y contextualizacion

Hoy en dia se estan generando enormes cantidadesde datos en muchos campos, y el propdsito de este curso
es aprender a extraer informacion a partir de estos datos.

El objetivo de este curso es para aprender y aplicar varios métodos matematicos y estadisticos para el
descubrimiento de patrones enconjuntos de datos.

Cuando se trabaja con datasets grandes, los procedimientos matematicos tienen que ser escalables, asi que
nos ocuparemos de métodos que puedan ser escalados y/o paralelizados.

Competencias


https://sia.uab.cat/servei/ALU_TPDS_PORT_ESP.html

® "Aplicar el pensamiento légico/matematico: el proceso analitico a partir de principios generales para
llegar a casos particulares; y el sintético, para a partir de diversos ejemplos extraer una regla general."

® Analizar, sintetizar, organizar y planificar proyectos de su campo de estudio.

® Aplicar las técnicas de resolucién de los modelos matematicos y sus problemas reales de
implementacion.

® Concebir y disefar soluciones eficientes, aplicando técnicas computacionales, que permitan resolver
modelos matematicos de sistemas complejos.

® Extraer de un problema complejo la dificultad principal, separada de otras cuestiones de indole menor.

® Formular, analizar y validar modelos matematicos de problemas practicos de distintos campos.

® Resolver problemas complejos aplicando los conocimientos adquiridos a ambitos distintos de los
originales

Resultados de aprendizaje

1. "Aplicar el pensamiento l6gico/matematico: el proceso analitico a partir de principios generales para
llegar a casos particulares; y el sintético, para a partir de diversos ejemplos extraer una regla general."

2. Analizar, sintetizar, organizar y planificar proyectos de su campo de estudio.

3. Aplicar técnicas de Estadistica Bayesiana para predecir el comportamiento futuro de ciertos
fendémenos.

4. Extraer de un problema complejo la dificultad principal, separada de otras cuestiones de indole menor.

5. Identificar fendmenos reales como modelos de procesos estocasticos y saber extraer de aqui
informacion nueva para interpretar la realidad

6. Resolver problemas complejos aplicando los conocimientos adquiridos a ambitos distintos de los
originales

7. Resolver problemas reales de analisis de datos identificandolos adecuadamente desde la 6ptica de la
Estadistica Bayesiana.

8. Usar paquetes estadisticos y métodos bayesianos apropiados para solucionar problemas concretos.

Contenido
Text Mining

® Fundamentals of Text Mining - From text to numbers
® Data cleaning

® Tokenization

® Stemming

® | emmatization

® POS,NER

® Data chunking

Statistics

® The problem of multiple testing.

® Linear and Generalized linear methods: LASSO/BigLASSO, Ridge Regression and Elastic Nets.
Feature Selection.

® Summarising the information of large data sets: sufficient statistics. Application to linear models. The
Bigim package.

® Likelihood estimation problems for large data sets. Segmentation, analysis of chunks of data, and
methods based on meta-analysis. Applications to Generalised linear models.

Alternative topics:

® Functional Data Analysis: Observed functional data and its computational representation, descriptive
statistics and dimensionality reduction, depth measures for FD, the two-sample problem for FD,
functional linear models, and classification techniques.

® Gaussian Processes for Machine Learning



® Model Explainability
Deep Learning

® Fully Connected Neural Networks.
® Convolutional Neural Networks.

® Recurrent Neural Networks

® Keras and Tensorflow.

Metodologia
Ver la version de la guia en inglés.

Nota: se reservaran 15 minutos de una clase dentro del calendario establecido por el centro o por la titulacion
para que el alumnado rellene las encuestas de evaluacién de la actuacion del profesorado y de evaluacion de
la asignatura o modulo.

Actividades
Titulo Horas ECTS Resultados de aprendizaje
Tipo: Dirigidas
Clases tedricas 38 1,52 2,5
Ejercicios (problemas y programacion) 36 1,44 1,8

Tipo: Autébnomas

Estudio auténomo 20 0,8 5
Homework 44 1,76 1,2,4,5,6,8
Evaluacién

La evaluacioén constara de ejercicios propuestos a lo largo del curso sobre los diferentes topicos ( 60% de la
nota) y

Un proyecto de analisis de datos segun las instrucciones publicadas en el Campus Virtual.

Actividades de evaluacién continuada

Titulo Peso Horas ECTS Resultados de aprendizaje

Deep Learning 0.25 3 0,12 1,2,4,5,6,8

Homework Estadistica Part B 0.25 3 0,12 1,2,4,5,6,7,8




Homework Estadistica Parte A 0.25 3 0,12 1,2,3,4,5,6,7

Homework Text Mining 0.25 3 0,12 1,2,4,6,8
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