
ADVERTIMENT. Lʼaccés als continguts dʼaquesta tesi queda condicionat a lʼacceptació de les condicions dʼús
establertes per la següent llicència Creative Commons: http://cat.creativecommons.org/?page_id=184

ADVERTENCIA. El acceso a los contenidos de esta tesis queda condicionado a la aceptación de las condiciones de uso
establecidas por la siguiente licencia Creative Commons: http://es.creativecommons.org/blog/licencias/

WARNING. The access to the contents of this doctoral thesis it is limited to the acceptance of the use conditions set
by the following Creative Commons license: https://creativecommons.org/licenses/?lang=en



Predicció anatòmico-clínica del risc 

d’evolució desfavorable en el pacient 

amb trastorn mental 

cap a la medicina personalitzada 

PER  

ALEIX SOLANES FONT 

 

 

 

 

 

 

Tesi doctoral 

Programa de Doctorat en Psiquiatria 

Departament de Psiquiatria i Medicina Legal 

 

 

Universitat Autònoma de Barcelona 

Barcelona, Gener de 2023 

 

 

 

 

Dirigida per: 

Joaquim Raduà Castaño 

Eduard Vieta Pascual  

Tutoritzada i dirigida per: 

Albert Fernández Teruel

  



 

 



 i 
 

CERTIFICAT DE DIRECCIÓ 

 

 

certificat%20direccio/certificat_direccio_JR_signed.pdf


 ii 
 

 



 iii 
 

 

  



 iv 
 

AGRAÏMENTS 

Probablement, si m’haguessin dit una d’aquelles nits de carregar instruments i voltar pels 

pobles de Catalunya a fer concerts, que un dia em tocaria escriure uns agraïments per una 

tesi doctoral, no crec que ho hagués cregut. No ha entrat mai dins els meus plans vitals, però 

mai se sap quins trencalls pots anar trobant darrere de cada obstacle, i el més xocant, és que 

realment tot agafa sentit quan ho mires amb perspectiva. 

Vull començar els agraïments per les dues persones que em van donar la benvinguda a 

l’estrany món de la recerca, el Quim i l’Edith. Encara recordo la primera reunió on em parlaven 

del projecte sobre una cosa anomenada “neuroimatge”, la qual desconeixia i que sonava 

quasi a ciència-ficció. Gràcies a ells (o per culpa seva) estic aquí en aquesta etapa tan curiosa, 

sense oblidar la Laura Igual que després de moltes reunions i estones de parlar sobre 

tècniques diverses d’Intel·ligència Artificial i Matemàtiques va ser qui em va proposar per 

col·laborar en aquest nou projecte.  

Al Quim, a part, li he d’agrair tota la confiança, la paciència, l’ajuda, i totes les hores i hores 

que hem compartit debatent i estructurant tot el que ha acabat sent aquesta tesi. Les classes 

privades d’estadística, les lliçons sobre què és o hauria de ser la recerca, i també la seva 

vessant sempre positiva de tot plegat. Sempre hi ha algun article o alguna dada que pugui fer 

que la vida sigui bonica. 

Voldria agrair també a un altre membre de la meva ja família de recerca, l’Anton, qui em va 

descobrir un món nou en massa sentits (MASSA). Sempre a punt per rebatre qualsevol idea, 

però sempre amb un somriure i alguna idea política de fons que et fa veure que un món ideal 

potser no és possible, però que sempre hi ha motius per seguir creient que tot pot millorar. 

No parlaré dels five-fingers, el goat...(no ho acabo per si de cas) o del despacito a Vancouver. 

Al Miquel Àngel, amb qui sempre és un plaer compartir converses sobre qualsevol tema, o 

sobre bàsquet (encara que no sigui de l’equip correcte). Sempre ha estat disponible per tot, 

fins i tot en el seu moment va ser tutor d’aquesta tesi! Entre ell i el Quim crec que m’han 

ensenyat més sobre el món de la recerca que tot el que hagi pogut aprendre  de qualsevol 

altra banda. 



 v 
 

Al Daniel Vega i l’Albert Fernández, per la seva ajuda i disponibilitat com a tutors i  al Dr. 

Antoni Bulbena pels seus consells i l’ajuda durant tot aquest període. 

Seguint pel meu camí dins aquest món també vull agrair al Rai per totes les converses, 

discussions estadístiques junt amb el Quim, o les frases enginyoses que després de la rialla 

sempre et fan pensar. A l’Erick, amb qui les converses sobre com ens va la vida, o les vegades 

que he parlat sobre l’estat de la tesi no es poden ni comptar, i amb qui sempre hi guardaré 

una amistat especial per cada hora que vam compartir a FIDMAG. I parlant de FIDMAG no em 

vull oblidar de tots els amics que encara hi conservo, el Salva, la Mar amb la seva troupe, i 

tota la colla que hi vaig conèixer. 

I seguint pel recorregut, vull agrair a l’Eduard per l’acollida que ens va brindar quan ens vam 

mudar al Clínic. Una persona que amb un caràcter tan proper i sempre amb una broma apunt 

és d’agrair, especialment de persones amb la seva carrera. Seguint pel clínic, també agrair a 

tot el grup de trastorns bipolars i depressius, la calidesa i simpatia que heu mostrat sempre. 

A l’Íria, per sempre tenir unes paraules amables i per l’interès i consells especialment en la 

nostra arribada a l’IDIBAPS i que encara segueix, al Jose per la simpatia,.. i un llarg etc. Perquè 

si una hi ha en aquesta unitat, és una família àmplia. 

Per acabar amb el món de la recerca, vull agrair a tota una sala que ha fet que el dia a dia a 

l’IDIBAPS sigui un lloc ple de llum tot i estar en un  soterrani sense ni una finestra. A l’Eloy 

(amb les inacabables discussions sobre qualsevol cosa, o buscant les coses que fan que el món 

pugui ser un món millor), el Carlos (amb les primeres converses sempre agradables per 

començar el dia), la Lydia (gràcies per la teràpia i els ànims quan ha fet falta), el Jose i la seva 

simpatia, la Maria, l’Enric que tot just comença, i a tots i cadascun dels que dia a dia compartiu 

estones per fer el dia més agradable, ja sabeu qui sou. 

Per últim, a les persones més importants de totes, aquelles que m’han vist evolucionar (crec 

que ho he fet, tot i que no estic segur si cap a bé), als meus pares Josep i Fina, perquè m’heu 

recolzat en absolutament tot el que he volgut fer, i quan més ho he necessitat sempre hi heu 

estat. Aquesta tesi és en bona part culpa vostra! Al meu germà Xavi, que sempre ha estat a 

punt per burxar o fer broma, tot i que sé que en el fons sempre quan li he demanat consell, 

ajuda, o qualsevol cosa, sempre m’ha mostrat la seva estima. 



 vi 
 

I finalment,  a la persona sense la qual estic segur que no estaria on estic, gràcies, Carla. 

Sempre ha estat una persona que m’ha fet costat, m’ha ajudat en les etapes més difícils de la 

meva vida, i va fer que de cop i volta, dels problemes inicials acabés on estic ara, a punt de 

presentar una tesi doctoral. La persona a qui admiro més, i per molts motius. Sense el teu 

suport res seria possible. 

 

Sé que probablement m’he descuidat persones que mereixerien estar aquí, no m’ho tingueu 

en compte, si m’heu fet riure alguna vegada, el vostre nom en el fons també hi és present. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Bonus: Gràcies a la universitat per l’ajuda, la claredat i les facilitats que ha posat en tot 

moment. 



 

SUMARI 

Certificat de direcció ................................................................................................................... i 

Agraïments ................................................................................................................................ iv 

Llista de figures ......................................................................................................................... iv 

Prefaci ........................................................................................................................................ 1 

1. Introducció ............................................................................................................................. 2 

1.1. Primers episodis psicòtics......................................................................................... 5 

1.1.1. Possibles diagnòstics després d’un primer episodi psicòtic ....................... 6 

1.1.2. Importància de la predicció de les recaigudes ........................................... 7 

1.2. La ressonància magnètica ........................................................................................ 8 

1.3. Neuroimatge cerebral .............................................................................................. 9 

1.3.1. Preprocessat de les imatges de ressonància magnètica estructural ........ 10 

1.4. Aprenentatge Automàtic ........................................................................................ 15 

1.5. Aprenentatge Automàtic en neuroimatge ............................................................. 16 

1.5.1. Regressió de Lasso .................................................................................... 17 

1.5.2. Support vector Machines .......................................................................... 18 

1.5.3. Linear discriminant analysis ...................................................................... 19 

1.5.4. Arbres de decisió i bosc aleatori ............................................................... 20 

1.5.5. Xarxes neuronals i Aprenentatge Profund................................................ 21 

1.5.6. Anàlisi de supervivència ............................................................................ 22 

1.6. Errors comuns ......................................................................................................... 22 

1.6.1. Reproductibilitat i replicabilitat ................................................................ 22 

1.6.2. Biaix ........................................................................................................... 24 

1.6.3. Utilitat clínica ............................................................................................ 25 

2.Objectius ............................................................................................................................... 26 

3.Hipòtesis ............................................................................................................................... 28 



Sumari 

 

4.Mètodes i resultats: Resum i discussió global dels resultats ................................................ 29 

4.1. Article adjunt: Increased power by harmonizing structural MRI site differences with 

the ComBat batch adjustment method in ENIGMA ...................................................... 30 

4.1.1. Introducció ................................................................................................ 30 

4.1.2. Mètodes .................................................................................................... 31 

4.1.3. Resultats .................................................................................................... 33 

4.1.4. Conclusió ................................................................................................... 33 

4.2. Article 1: Biased accuracy in multisite machine-learning studies due to incomplete 

removal of the effects of the site .................................................................................. 34 

4.2.1. Introducció ................................................................................................ 34 

4.2.2. Mètodes .................................................................................................... 34 

4.2.3. Resultats .................................................................................................... 37 

4.2.4. Conclusió ................................................................................................... 38 

4.3. Article 2: Combining MRI and clinical data to detect high relapse risk after the first 

episode of psychosis ...................................................................................................... 39 

4.3.1. Introducció ................................................................................................ 39 

4.3.2. Mètodes .................................................................................................... 39 

4.3.3. Resultats .................................................................................................... 45 

4.3.4. Conclusió ................................................................................................... 46 

5. Articles inclosos en la tesi .................................................................................................... 47 

5.1. Article 1: Biased accuracy in multisite machine-learning studies due to incomplete 

removal of the effects of the site .................................................................................. 48 

5.2. Article 2: Combining MRI and clinical data to detect high relapse risk after the first 

episode of psychosis ...................................................................................................... 55 

6. Reptes i futures vies de treball ............................................................................................ 65 

6.1. Estudis longitudinals ............................................................................................... 65 

6.2. Mostres més grans ................................................................................................. 65 



Sumari 

 

6.3. Nous algorismes ..................................................................................................... 66 

6.3.1. Algorismes autodefinits ............................................................................ 66 

6.3.2. Combinar el coneixement d’altres fonts .................................................. 67 

6.3.3. Intel·ligència Artificial Interpretable ......................................................... 67 

6.3.4. Aprenentatge Federat ............................................................................... 68 

6.3.5. Un enfocament multimodal ...................................................................... 68 

7. Discussió ............................................................................................................................... 70 

8. Conclusions .......................................................................................................................... 75 

Bibliografia ............................................................................................................................... 77 

Material adjunt ........................................................................................................................ 92 

Article adjunt: increased power by harmonizing structural MRI site diferrences with the 

combat batch adjustment method in ENIGMA ............................................................. 92 

 

  



Llista de figures 

 

LLISTA DE FIGURES 

Figura 1. Concepte de vòxel. Cervell representat en vòxels. ..................................................... 9 

Figura 2. Imatge de RM cerebral previ al preprocessat. .......................................................... 10 

Figura 3. Exemples d’imatges cerebrals segmentades: imatge de matèria grisa (superior) i de 

matèria blanca (inferior). ......................................................................................................... 11 

Figura 4. Imatge sense modular (esquerra) i imatge un cop aplicada la modulació (dreta). .. 13 

Figura 5. Imatges amb tot el preprocessat aplicat de matèria grisa (superior) i matèria blanca 

(inferior). .................................................................................................................................. 14 

Figura 6. Esquema de la família de la Intel·ligència Artificial. Representació amb alguns dels 

principals algoritmes en relació a la IA. ................................................................................... 15 

Figura 7. Els diferents tipus d'ajustaments dels models a les dades. Infraajustament, 

ajustament òptim i sobreajustament. ..................................................................................... 17 

Figura 8. Resultats d'aplicar els diferents mètodes en dades simulades. A l’esquerra un gràfic 

en el cas que a les dades no hi hagi efectes reals; a la dreta en el cas que hi hagi efectes reals 

grans en els dos centres. .......................................................................................................... 37 

Figura 9. Software MRIPredict. Pàgina on definir el model, les variables i les seves 

característiques. ....................................................................................................................... 43 

Figura 10. Software MRIPredict. Pàgina on veure els resultats d’una validació creuada del 

model. ...................................................................................................................................... 44 

Figura 11. Software MRIPredict. Pàgina on veure els models utilitzats junt amb quines 

variables s’han utilitzat. ........................................................................................................... 44 

 



Prefaci 

 1 

 

PREFACI 

El meu interès per la recerca en neuroimatge aplicada als trastorns mentals va aparèixer en 

acabar el màster en Intel·ligència Artificial (IA). Tenia clara la gran potencialitat de les 

tècniques en IA i també que allò al qual volia dedicar-me fos algun camp de la IA que pogués 

repercutir en millorar la vida de les persones. No obstant això, ningú em va advertir com de 

difícil pot ser treballar amb dades de neuroimatge cerebral. Això fa que sigui un repte diari 

intentar entendre què podria explicar-nos el cervell respecte la nostra salut. 

La recerca en salut mental no s’entén ja sense un enfocament multidisciplinari. La combinació 

de diferents disciplines com ara psicòlegs, psiquiatres, físics, enginyers de camps diversos o 

informàtics poden donar una comprensió més completa i efectiva als trastorns mentals. Les 

diferents experiències personals amb familiars o coneguts que han viscut algun problema de 

salut mental en algun moment de la seva vida han servit per fer-me veure que no hi pot haver 

res més valuós que intentar ajudar perquè en un futur els trastorns mentals puguin ser més 

fàcilment tractables o predictibles.  

Aquesta tesi és el meu primer pas per intentar contribuir a fer que cada dia un nombre menor 

de persones hagi d’enfrontar-se a les dificultats derivades d’un trastorn mental. Espero que 

aquelles persones que la llegiu, hi trobeu alguna cosa que us faci gaudir-la ni que sigui la 

meitat del que m’ha costat fer-la. 
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1. INTRODUCCIÓ 

Els tres objectius principals en la teràpia en pacients amb trastorn mental són aconseguir una 

remissió simptomàtica, la recuperació social i reduir el risc de futures recaigudes. Poder 

estimar el risc que succeeixin aquests objectius serà, per tant, de màxima importància. Crear 

eines que permetin realitzar aquesta estimació podrà ajudar de moltes formes diferents als 

pacients: ajustar els fàrmacs implicaria als pacients amb major risc de pobra remissió 

simptomàtica poder beneficiar-se d’intervencions psicològiques 1, als pacients amb major risc 

de disfunció social rebre tractaments de rehabilitació funcional 2, als pacients amb risc de 

discontinuació de la medicació ser inclosos en iniciatives destinades a reduir la no adherència 

al tractament 3, o als pacients amb risc de recaiguda depressiva poder beneficiar-se de teràpia 

cognitiva-conductual, teràpia centrada en la família o psicoeducació 4.  I si bé, és important 

millorar els símptomes de l’episodi actual per tal d’aconseguir la remissió simptomàtica, és 

igualment important preveure el risc de recaiguda, ja que al voltant del 30% dels pacients 

amb un primer brot psicòtic recauran abans del primer any, i fins a un 80% ho faran en els 

propers 5 anys5. 

Tradicionalment, la majoria dels estudis de neuroimatge en psiquiatria s’han basat en 

enfocaments estadístics univariats. Per exemple, tècniques com la morfometria basada en 

vòxel (VBM) permeten avaluar les diferències entre pacients i controls en el volum regional o 

la composició tissular a partir d'estimacions de probabilitat de teixits. Aquests enfocaments 

són útils per detectar diferències de grup com poden ser les anomalies associades a certs 

trastorns. Així i tot, no permeten fer prediccions individualitzades (com ara de l’evolució de la 

malaltia). En els últims anys, l'interès pels mètodes d'intel·ligència artificial en neuroimatge 

ha augmentat a causa de la seva capacitat per manejar dades amb una alta dimensionalitat i 

de realitzar prediccions a nivell individual. 

L'ús d'algorismes d'aprenentatge automàtic com les màquines de vectors de suport (Support 

Vector Machines (SVM)) 6, la regressió regularitzada 7,8, els Boscos Aleatoris (Random Forests 

(RF)) 9 o, més recentment, l'aprenentatge profund (Deep Learning (DL)) 10 a diferents 

modalitats de neuroimatge ha ampliat les possibilitats d’anàlisi en imatges cerebrals molt més 

enllà de les tradicionals comparacions de grups cas-control. 
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Com a mostra d'en què s’està utilitzant els mètodes d’aprenentatge automàtic, molts 

investigadors han utilitzat dades basades en ressonància magnètica (RM) cerebral per 

detectar trastorns mentals. La majoria d’estudis s’han centrat a classificar controls sans i 

pacients 11–13. Alguns altres estudis han fet servir imatges de ressonància magnètica per a 

discriminar el diagnòstic en diferents trastorns mentals 14–16. En una revisió sistemàtica recent 

s’ha resumit la capacitat de predicció reportada en diferents estudis, concretament en 

classificar fent ús solament dades de RM cerebrals a pacients amb esquizofrènia respecte 

controls sans. D’entre 41 estudis, en 40 han reportat un rendiment dels models superior al 

70% (percentatge d’encerts en el diagnòstic). D’aquests 40, en 35 s’havia fet servir RM 

funcional (fMRI) i, en 5, imatges de RM del tensor de difusió (DTI) 17. Tot i que aquestes taxes 

de predicció poden semblar impressionants, la majoria d'aquestes eines de diagnòstic no 

s'han integrat encara a la pràctica clínica, ja que de moment la visita clínica ofereix un 

diagnòstic més acurat i fiable per l’especialista.  

S'ha fet menys recerca en aprenentatge automàtic aplicat a l’estimació del risc de 

desenvolupar episodis futurs de psicosi (és a dir, recaigudes) 18,19. Això és una llàstima perquè 

la detecció precoç podria endarrerir o fins i tot prevenir conseqüències futures greus 20.  Com 

a possibles variables predictores, alguns estudis han inclòs  dades clíniques, com ara la 

presència de símptomes maníacs i negatius 21–23, el diagnòstic a l'inici juntament amb altra 

informació sociodemogràfica i d’escales clíniques 24,25, o el consum de drogues 24,26,27.  Altres 

han analitzat el poder predictiu de la informació biològica, com ara biomarcadors basats en 

la sang 28,29, dades genètiques 30–32, o la combinació de dades clíniques i biològiques 33. 

Finalment, s'ha explorat encara menys l'ús de dades de RM per estimar quin pot ser el 

desenvolupament futur de la malaltia en un pacient, com poden ser els pacients en 

esquizofrènia. Només uns pocs estudis han pres aquest camí, utilitzant com a variables 

predictores els canvis en el volum cerebral durant el primer any després d'un primer episodi 

de psicosi (FEP) 34, anomalies anatòmiques cerebrals com ara el càvum septum pellucidum o 

hiperintensitats de matèria blanca 35,36, o dades basades en superfície cerebral o gruix cortical 

36. En tots aquests estudis han pres les variables, i han intentat estimar quina seria l’evolució 

del pacient, amb un encert d’entre el 60 i el 70%. 



Introducció 

 4 

 

Tot i que els resultats encara són humils, aquests esforços de segur estan construint una pinya 

sobre la qual les futures investigacions aniran pujant pisos i crearan eines valuoses que podran 

ajudar al metge. Per exemple, aquestes eines podrien ajudar a detectar subjectes en risc de 

patir alguna malaltia o complicació o predir el grau de resposta a diferents tractaments amb 

l'objectiu final de millorar el benestar del pacient37,38. 

Finalment, fer aquestes estimacions a nivell individual permetria adaptar cada tractament a 

cada pacient, el que se sol anomenar medicina personalitzada o psiquiatria de precisió, i així 

sortir del paradigma de “one size fits all”. Es podrien detectar, per exemple, grups de població 

amb necessitats especials per aconseguir una reducció més eficaç de símptomes, disfunció i 

recaigudes de pacients, aconseguint així una millora en la seva qualitat de vida. A més, això 

podria reduir el nombre d’hospitalitzacions relacionades amb les recaigudes (amb el 

consegüent estalvi econòmic pel sistema nacional de salut) i podria evitar la inclusió de 

pacients de baix risc en teràpies que són innecessàries per a ells (evitant, per tant, la 

iatrogènia farmacològica que malauradament encara és important en alguns contexts). 

En els propers apartats d’aquesta introducció, explicaré alguns dels temes clau de la tesi. 

Primer explicaré breument el concepte de primers episodis psicòtics, ja que els pacients de 

l’estudi principal eren persones que havien patit un primer episodi psicòtic i l’objectiu era 

predir-ne el risc de recaiguda. A continuació introduiré en què consisteix la neuroimatge 

cerebral, perquè juntament amb certes dades clíniques, van ser les variables predictores 

utilitzades per estimar el risc de recaiguda. Seguidament, situaré en context els mètodes més 

usats en neuroimatge i com s’ubiquen dins el món de la intel·ligència artificial, un tema en 

boca de tots, però que molta gent desconeix. Per últim, dins d’aquesta introducció parlaré 

d’alguns punts crítics a evitar quan es treballa amb aquest tipus d’algorismes i dades, com a 

mostra de la cura i estima que hem tingut per a realitzar aquest treball. 
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1.1. PRIMERS EPISODIS PSICÒTICS 

Un episodi psicòtic es defineix per la presència de símptomes com poden ser les idees 

delirants (ex., manté fermament creences infundades i considerades falses per la resta de 

persones de la seva subcultura), al·lucinacions (ex., la persona sent veus inexistents com a 

reals), llenguatge desorganitzat (ex., la seva parla és incoherent), i comportament catatònic o 

greument desorganitzat (ex., manté postures estranyes) durant un període de temps, 

generalment de setmanes o mesos. La psicosi és, per tant, una condició que afecta la forma 

en què el cervell processa la informació. Concretament, fa que es perdi el contacte amb la 

realitat, i es puguin percebre estímuls imaginaris com a reals. Els símptomes psicòtics solen 

classificar-se en positius o negatius. Els positius són aquells que s’afegeixen o distorsionen el 

funcionament normal de la persona, com poden ser els deliris, les al·lucinacions, o el 

pensament, llenguatge o comportament desorganitzat. Per contra, els símptomes negatius 

impliquen una reducció o pèrdua en el funcionament normal de la persona, com ara la falta 

d’interès o planificació, l’apatia, la manca de resposta emocional o l’aïllament social 39.  

El primer episodi psicòtic sol venir acompanyat de la por, la confusió i l’angoixa, ja que el 

contingut dels deliris i les veus sovint és negatiu (ex., amenacen i insulten a la persona), i a 

més és una situació desconeguda per la persona que ho pateix. Això no només suposa un 

estressor per al mateix pacient, que pot viure l’episodi com a un fet traumàtic 40, sinó que sol 

implicar problemes mentals tals com l’angoixa en els seus familiars o cuidadors més propers 

41. Els primers episodis solen aparèixer sobretot durant les últimes etapes de l’adolescència o 

durant els 20-30 anys 42,43.  

Després d’un primer episodi psicòtic (PEP) l’evolució pot variar des d’una remissió dels 

símptomes amb recuperació sostinguda, fins al desenvolupament de trastorns resistents al 

tractament antipsicòtic 44. La psicosi es pot veure en diferents trastorns mentals, com pot ser 

l’esquizofrènia o altres condicions de l’espectre esquizofrènic, el trastorn bipolar, o el trastorn 

depressiu major 45.  

 

 



Introducció 

 6 

 

1.1.1. POSSIBLES DIAGNÒSTICS DESPRÉS D’UN PRIMER EPISODI 

PSICÒTIC 

Després d’un primer episodi psicòtic, aquest pot acabar derivant en futurs diagnòstics. Els 

possibles diagnòstics després d’un primer episodi psicòtic poden incloure: 

• Trastorn psicòtic breu, trastorn esquizofreniform, i esquizofrènia: aquests trastorns es 

caracteritzen per la presència de símptomes psicòtics persistents (com ara 

al·lucinacions, deliris, pensament desorganitzat, discurs desorganitzat), que 

especialment en l’esquizofrènia també poden ser negatius (com ara aplanament 

afectiu o la pèrdua de motivació). Si hi ha símptomes afectius, no són clínicament 

significatius o són breus. Si el trastorn dura més d’un mes es parla de trastorn 

esquizofreniform, i si dura més de sis mesos, es parla d’esquizofrènia. 

 

• Trastorn delirant: aquest trastorn es caracteritza per la presència de deliris persistents 

i no bizarres, sense altres símptomes psicòtics com al·lucinacions. Si hi ha símptomes 

afectius, no són clínicament significatius o són breus. 

 

• Trastorns afectius (depressiu major o bipolar) amb símptomes psicòtics: quan també 

existeixen símptomes afectius clínicament significatius que compleixen totalment els 

criteris per un episodi d’alteració anímica. 

 

• Trastorn esquizoafectiu: quan hi ha símptomes psicòtics i afectius i, contrari a 

l’esquizofrènia, els símptomes psicòtics són clínicament significatius i no breus, i 

contrari als trastorns afectius amb símptomes psicòtics, els símptomes psicòtics no 

apareixen només en el context dels episodis afectius. 

 

• Trastorn psicòtic no especificat: aquest trastorn es dona quan els símptomes psicòtics 

no compleixen els criteris per a cap altre trastorn psicòtic específic. 
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• Trastorn psicòtic secundari a causa d’un altre trastorn mèdic o de substància: aquest 

trastorn es dona quan els símptomes psicòtics són causats per una condició mèdica o 

l'ús de substàncies. 

 

1.1.2. IMPORTÀNCIA DE LA PREDICCIÓ DE LES RECAIGUDES 

Si es parla de “primer” episodi psicòtic, és perquè és possible que no sigui l’únic. De fet, més 

de la meitat de persones que experimenten un primer episodi psicòtic n’experimentaran un 

altre abans de 3 anys 5,46 i fins a un 80% en els 5 anys vinents 5.  

El desenvolupament posterior d’aquests primers episodis és molt important, ja que s’ha 

demostrat que les recaigudes durant els primers anys després del primer episodi són un factor 

important per predir l’evolució clínica i funcional a llarg-termini del pacient 47. A més, cal tenir 

en compte que el fet de no tractar a temps la psicosi està associat amb una mala evolució tant 

dels símptomes negatius com dels positius, una reducció de les opcions que pugui remetre, i 

un empitjorament del funcionament social 48,49. 

Per tal de poder considerar que hi ha una recaiguda en un pacient, primer ha d’haver-hi hagut 

un període de remissió sense símptomes. En aquesta tesi, seguint el criteri d’Andreasen et al. 

2005, s’ha definit la remissió com l’absència de puntuacions superiors a 3 en els ítems de la 

Positive and Negative Syndrome Scale (PANSS)50 P1, P2, P3, N1, N4, N6, PG5 i PG9 durant com 

a mínim 6 mesos; i recaiguda com la presència d’una puntuació superior a 3 en un d’aquests 

ítems durant com a mínim una setmana51. Aquests ítems corresponen a la presència de deliris 

(P1), desorganització conceptual (P2), conducta al·lucinatòria (P3), embotiment afectiu (N1), 

retraïment social (N4), falta d’espontaneïtat/fluïdesa a la conversa (N6), manierismes 

(moviments o postures artificials, PG5), i continguts inusuals del pensament (PG6). 
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1.2. LA RESSONÀNCIA MAGNÈTICA 

La ressonància magnètica (RM) és una tècnica d'imatge mèdica no invasiva que utilitza ones 

de radio i un camp magnètic per produir imatges detallades dels teixits del cos. Utilitza 

propietats magnètiques dels teixits del cos per produir imatges que poden mostrar diferents 

tipus de teixits, com els ossos, els músculs, els tendons i els teixits del cervell. Aquestes 

imatges es poden utilitzar per diagnosticar i monitoritzar moltes condicions mèdiques, com 

ara tumors, malalties del cervell, malalties dels ossos i dels músculs, i malalties dels vasos 

sanguinis.  

La RM funciona basant-se en els principis físics de la ressonància magnètica nuclear (RMN). El 

funcionament bàsic de la RM implica l'ús d'un gran camp magnètic per alinear els protons dels 

teixits del cos, especialment els protons d’hidrogen. Aquesta alineació es pot alterar aplicant 

una ona de radio de freqüència específica, que fa que els protons es desplacin fora de 

l'alineació. Quan els protons es tornen a alinear, emeten una senyal electromagnètica que es 

pot capturar i processar per produir imatges. La RM és capaç de produir imatges de diferents 

tipus de teixits del cos, ja que els teixits tenen diferents nivells de protons d’hidrogen i 

diferents temps de relaxació, el que fa que les imatges siguin diferents. Això permet que els 

metges puguin veure detalls precisos en una gran varietat de teixits i així ajudar en el 

diagnòstic de moltes malalties. 

La informació provinent d’una imatge de ressonància magnètica es pot estructurar en vòxels. 

Un vòxel és una unitat tridimensional de dades en una imatge de volum, com ara una imatge 

de ressonància magnètica (MRI). Els vòxels són els elements bàsics d'una imatge 

tridimensional i són similars als píxels en una imatge bidimensional, de fet la paraula vòxel és 

una combinació de “volum” i de “píxel”. Cada vòxel té una intensitat de senyal associada, que 

pot ser utilitzada per representar diferents característiques de l'estructura o la funció del 

cervell. Els vòxels es poden utilitzar per analitzar les dades de neuroimatge i permeten 

quantificar les diferencies en la intensitat de la senyal en diferents regions del cervell. 
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Figura 1. Concepte de vòxel. Cervell representat en vòxels. 

 

1.3. NEUROIMATGE CEREBRAL 

La neuroimatge és un terme genèric que es refereix a qualsevol metodologia que permet tenir 

una visualització estructural, funcional o farmacològica del sistema nerviós. En aquesta tesi 

em centraré en l’exploració cerebral mitjançant ressonància magnètica (RM). De forma 

general, podem classificar les tècniques de neuroimatge en dades de RM en dos tipus: 

estructural i funcional. 

La RM cerebral estructural és una tècnica especialitzada en l’anàlisi i visualització de les 

característiques anatòmiques del cervell. Es pot utilitzar per exemple per a detectar dany 

cerebral o anomalies anatòmiques. En canvi, la RM  funcional permet mesurar l’activitat 

cerebral detectant els canvis associats al flux de sang durant un període de temps.  

Per aquesta tesi ens centrarem en les imatges de ressonància magnètica estructural. 

Concretament, plantejarem que les característiques anatòmiques del cervell podrien aportar 

informació rellevant sobre el desenvolupament futur d’una malaltia, en aquest cas el risc de 

recaure després d’un primer episodi psicòtic. 

A continuació presentaré alguns dels principals passos de preprocessat estàndard que s’han 

de realitzar prèviament a utilitzar les imatges de ressonància magnètica estructural. En les 
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dades utilitzades a la tesi, aquest processat ha estat realitzat utilitzant el software Statistical 

Parametric Mapping 12 (SPM12) (https://www.fil.ion.ucl.ac.uk/spm/). 

 

1.3.1. PREPROCESSAT DE LES IMATGES DE RESSONÀNCIA 

MAGNÈTICA ESTRUCTURAL 

Inspecció visual (control de qualitat) 

El primer pas, abans de prosseguir amb altres etapes del processament, consisteix a fer un 

control de qualitat de les imatges crues obtingudes de l’escàner. Així podrem detectar 

imatges que serien inútils pels nostres interessos posteriors. Cal comprovar que les imatges 

s’hagin guardat bé (a vegades només es guarda una part de la imatge), detectar artefactes de 

moviment (deguts al fet que la persona mogui excessivament el cap durant l’adquisició de la 

imatge), o comprovar que les imatges estan correctament orientades (ex., el lòbul frontal a 

davant i l’occipital a darrere). 

 

Figura 2. Imatge de RM cerebral previ al preprocessat. 

Segmentació 

La segmentació consisteix a classificar els vòxels cerebrals en diferents grups que representen 

diversos tipus de teixit: substància grisa, substància blanca, líquid cefalorraquidi (LCR), i altres 

no cerebrals (crani, tendons/teixit tou i aire/fons). Aquesta classificació es fa mirant el senyal 

de cada vòxel en la seqüència T1 original. El procés pot incorporar alguns factors de correcció 

que milloren el resultat final, com pot ser tenir en compte la seva localització o els vòxels veïns 

per tal d’assignar un tipus de teixit o un altre. Com que els diferents teixits tenen uns valors 

https://www.fil.ion.ucl.ac.uk/spm/
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d’intensitat diferents, al final obtindrem sis imatges corresponents a cadascun dels teixits 

cerebrals (substància grisa, blanca, i LCR) i als no cerebrals (crani, tendons/teixit tou i 

aire/fons). 

És important esmentar que en la majoria de casos els algoritmes de segmentació no 

classifiquen cada vòxel de manera excloent en una sola categoria de teixit cerebral. De fet, 

els algoritmes de segmentació assignen una probabilitat a cada vòxel de pertànyer a cadascun 

dels teixits, per la qual cosa cada vòxel (i, per tant, cada regió cerebral) estarà representat 

mitjançant un valor probabilístic en les imatges corresponents als diferents teixits cerebrals. 

 

 

 

Figura 3. Exemples d’imatges cerebrals segmentades: imatge de matèria grisa (superior) i de matèria blanca (inferior). 
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Normalització espacial 

La forma i la mida global dels cervells de les persones són diferents, per això, per fer 

comparacions estadístiques entre grups de subjectes, s'han d’eliminar aquestes diferències 

abans de l'anàlisi estadística. Els algoritmes de normalització ho fan deformant cada cervell 

per portar-los a un espai estereotàctic comú, així les diferències en forma i mida global 

desapareixen, però es mantenen les diferències interindividuals de cada teixit cerebral.  

Els atles més usats per realitzar aquesta normalització són l'atles de Talairach, basat en un sol 

cas, i l'atles de l'Institut Neurològic de Mont-real (MNI) basat en 305 cervells. La normalització 

permet generalitzar la localització anatòmica dels resultats, així només cal reportar les 

coordenades x, y i z i l'atles utilitzat per saber la zona cerebral de la qual es parla. 

 

Modulació 

El procés de normalització, tanmateix, té un efecte no desitjat sobre la interpretació de les 

dades. Quan es deformen les imatges a un espai comú, si bé es mantenen els valors de 

probabilitat per a cadascun dels teixits cerebrals derivats de la segmentació, es perd 

informació sobre les diferències volumètriques regionals dels individus. Com que aquesta 

informació pot ser rellevant, es pot afegir al processament de dades un apartat de modulació, 

que consisteix a multiplicar cada vòxel per un valor que representa la deformació que ha patit 

el vòxel en qüestió durant la normalització. Així les regions que s’han expandit en la 

normalització veuen el seu valor reduït, i els vòxels que s’han empetitit veuen el seu valor 

augmentat. D’aquesta forma reincorporem la informació volumètrica perduda durant la 

normalització espacial, i en aquest moment, el valor ja no només indica la probabilitat de 

pertànyer a un teixit o un altre, sinó el volum original del teixit (ex., ml de substància grisa). 
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Figura 4. Imatge sense modular (esquerra) i imatge un cop aplicada la modulació (dreta). 

 

Suavitzat 

Després de la segmentació, normalització i modulació, les imatges són finalment suavitzades. 

Aquest suavitzat (o smoothing) s'aconsegueix fent una mitjana ponderada del valor de cada 

vòxel amb els dels seus vòxels més pròxims. Així obtenim uns valors més coherents al llarg de 

l’estructura en qüestió, i a més desapareixen els valors que podrien ser soroll o artefactes i 

només apareixen en un sol vòxel. Això a més implica que el valor del vòxel ja no solament 

representa aquest vòxel de forma singular, sinó que incorpora informació dels vòxels veïns i, 

per tant, és representatiu del volum d’una esfera al voltant del vòxel inicial. Després d'aplicar 

el suavitzat, les imatges podran ser analitzades estadísticament. Normalment, per fer el 

suavitzat es fa servir un kernel Gaussià amb una amplitud màxima en el punt central (o en 

anglès full width at half maximum -FWHM-) d'entre 4 i 12 mm. Per consegüent, aquest 

suavitzat contribueix a fer que les dades tinguin una distribució normal de les dades, cosa que 

facilita la seva anàlisi estadística. 
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Figura 5. Imatges amb tot el preprocessat aplicat de matèria grisa (superior) i matèria blanca (inferior). 
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1.4. APRENENTATGE AUTOMÀTIC 

L’Aprenentatge Automàtic (AA), o Machine Learning en anglès, és un dels principals subcamps 

de l’especialitat anomenada Intel·ligència Artificial (IA). Abans d’entrar en termes més 

concrets, ubiquem breument com es relacionen. 

La Intel·ligència Artificial és un terme que fa referència a la capacitat d’un sistema a 

interpretar dades externes, aprendre d’aquestes dades, i posteriorment utilitzar aquest 

aprenentatge per aconseguir un objectiu final, ja sigui predir un valor, classificar en categories 

o interpretar dades no estructurades. 

 

 

Figura 6. Esquema de la família de la Intel·ligència Artificial. Representació amb alguns dels principals algoritmes en relació a la IA. 

 

Hi ha tres principals categories d’aprenentatge automàtic: l’aprenentatge supervisat, 

l’aprenentatge no supervisat i l’aprenentatge per reforç. 

En l’aprenentatge supervisat el model aprèn basant-se en la informació que li passem. És 

com si a un nen petit li volem ensenyar a distingir gossos de gats. Primer li ensenyarem un 

gos i li direm que allò és un gos. Seguidament, també li ensenyarem un gat i li direm que allò 
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que veu és un gat. El nen (que en aquesta analogia faria el paper de model, ja que ell aprèn 

partint d’unes dades, igual que un model) acabaria podent dir-nos si aquell animal que veu és 

un gos o un gat. 

En l’aprenentatge no supervisat el model intenta entendre les dades pel seu compte amb 

una intervenció mínima de la persona que dissenya l’algorisme. Seguint amb l’exemple dels 

gats i els gossos, aquí seria com si li ensenyéssim diferents animals al nen i ell entengués pel 

seu compte que hi ha dos tipus d’animals diferents i creés les seves normes internes per a 

diferenciar-los. Al final el nen (que ja he dit que fa el paper de model) ens podria dir que ell 

veu dos tipus diferents d’animals i ens diria quins són quins, tot i que no sabria dir-nos quin 

nom té cadascun. 

En l’aprenentatge per reforç tal com diu el nom el model rep informació només sobre si el 

que està fent és correcte o incorrecte. Per enèsima vegada, seguint amb el nen i els animals, 

aquí el procés seria que el nen, mirant els animals, anés dient “això és un gos”, “això és un 

gat”, i un agent li aniria dient si aquell seguit de decisions i afirmacions que va fent estan bé 

o no, i li donaria un “premi”. El nen en aquest cas intentaria optimitzar els beneficis d’aquest 

premi, anant reajustant les característiques del model que li permeten aconseguir una 

resposta per tal de maximitzar els beneficis finals. 

A continuació en veurem alguns dels principals, centrant-nos en la seva aplicabilitat a la 

neuroimatge en psiquiatria, i més concretament a trastorns relacionats amb els primers 

episodis psicòtics i l’esquizofrènia. 

 

 

1.5. APRENENTATGE AUTOMÀTIC EN NEUROIMATGE 

El camp de l'aprenentatge automàtic engloba una extensa llista d'algorismes, cadascun amb 

els seus punts forts i febles. Cadascun d'aquests algorismes s'hauria d'ajustar per obtenir una 

compensació entre el model que no s'ajusta prou bé a les dades, el que s'anomena 

infraajustament (underfitting), i l'ajust excessiu de les dades d'entrenament, anomenat 

sobreajustament (overfitting). Un model poc adaptat no aconsegueix capturar la relació entre 
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les dades de ressonància magnètica i la resposta, per la qual cosa funciona malament fins i 

tot en les dades d'entrenament. El sobreajustament es produeix quan el model troba 

relacions entre les dades de la ressonància magnètica i el resultat que només es basen en 

detalls aleatoris i particulars de les dades d'entrenament i, per tant, el seu rendiment és pobre 

en noves dades. Sobre la gran selecció d'algorismes, revisarem només els més comuns en 

neuroimatge. 

 

Figura 7. Els diferents tipus d'ajustaments dels models a les dades. Infraajustament, ajustament òptim i sobreajustament. 

 

1.5.1. REGRESSIÓ DE LASSO 

La regressió de Lasso (acrònim de Least Absolute Shrinkage and Selection Operator) és un 

tipus de regressió regularitzada que en els seus models tendeix a contreure els coeficients 

d’aquelles variables que no contribueixen gaire en la predicció, fins i tot fent que es descartin 

completament algunes variables en el model final 52. Això implica que els models que s’acaben 
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obtenint solen ser senzills i amb menys paràmetres que els que obtindríem amb una regressió 

lineal normal per exemple. Aquest tipus de model, és especialment útil per dades que 

mostren alts nivells de multicol·linealitat o també en processos on ens interessa poder 

seleccionar aquelles variables més útils (un procés anomenat selecció de variables o feature 

selection en anglès).  

Tot i ser un algorisme senzill, ha donat resultats positius per detectar subjectes amb risc molt 

alt de desenvolupar episodis psicòtics o esquizofrènia i fins i tot ha funcionat millor que 

algorismes més complexos 53. En una comparativa entre models en predicció utilitzant dades 

de neuroimatge, Salvador et al. van avaluar el poder discriminador d'alguns dels algorismes 

més utilitzats en l'ISR per a la predicció en psicosi. Van comparar sistemàticament els diferents 

algorismes i, entre ells, els classificadors Ridge, LASSO i Elastic Net van tenir un rendiment 

similar, si no lleugerament millor, que altres classificadors 54.  

 

1.5.2. SUPPORT VECTOR MACHINES 

La màquina de vector de suport (SVM) és un mètode de classificació discriminatori supervisat 

que crea hiperplans que fan de frontera i permeten separar òptimament les dades en 

diferents grups, és a dir que intenta que la distància entre les dades d’entrada i l’hiperplà 

frontera siguin tan grans com sigui possible. Es poden utilitzar tant per a tasques de 

classificació com de regressió.  Un punt fort de l'algorisme és la capacitat de realitzar 

classificacions no lineals. Això es fa convertint les dades de l’espai d’entrada, que tenien una 

dimensió baixa, i es converteixen a un espai de dimensió superior per tal que l’hiperplà pugui 

separar les classes de forma òptima. Per millorar la generalització del model i evitar el 

sobreajustament, s'ha de considerar una compensació entre maximitzar el marge entre les 

classes i minimitzar el nombre de classificacions errònies.  

Els algorismes SVM s’han establert com a poderoses eines per a trobar biomarcadors 

neuroanatòmics objectius, ja que poden manejar dades d'alta dimensionalitat de manera 

molt eficaç, considerar correlacions interregionals entre diferents regions cerebrals i fer 

inferències a un nivell d'un sol subjecte amb un resultat de classificació decent 55.  
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Probablement, és un dels algorismes de classificació d'aprenentatge automàtic més utilitzats 

en dades de neuroimatge. Un enfocament comú ha estat l'ús de SVM per a classificar els 

subjectes amb risc ultra alt de psicosi respecte de controls sans 56–58. A causa de la seva 

capacitat per a tractar dades d'alta dimensionalitat, també s'ha aplicat per a classificar entre 

depressió d'inici recent i psicosi d'inici recent fent servir tant informació neuroanatòmica com 

dades clíniques 59, per a trobar subtipus neurocognitius basats en el rendiment cognitiu i 

alteracions neurocognitives en la psicosi d’aparició recent 60,61, per identificar pacients amb 

esquizofrènia en funció de regions subcorticals 62 o dades de connectivitat funcional de xarxes 

63. Es va provar un enfocament multimodal que combinava ressonància magnètica 

estructural, imatges de tensors de difusió i dades de ressonància magnètica funcional en estat 

de repòs per classificar pacients amb esquizofrènia crònica vs. pacients amb PEP comparant 

diferents algorismes com Random Forest (RF), regressió logística, Linear Discriminant Analysis 

(LDA), K-Nearest Neighbor classification (KNN) i SVM, resultant aquest últim com el model 

amb millor rendiment 64. Steardo et al. en una revisió sistemàtica recent, van analitzar 22 

estudis que utilitzaven SVM sobre RM funcional fent servir diferents biomarcadors per 

classificar entre pacients amb esquizofrènia i controls sans, on 19 dels 22 estudis van reportar 

una prometedora precisió >70% 65.  

La popularitat de les SVM i la compensació entre rendiment i simplicitat són els seus principals 

punts forts. És fonamental tenir en compte que el seu rendiment depèn en gran manera dels 

hiperparàmetres escollits, i aquests solen ajustar-se mitjançant un mètode de cerca en 

quadrícula (grid search) 66. 

 

1.5.3. LINEAR DISCRIMINANT ANALYSIS 

De manera similar a SVM, l'anàlisi discriminant lineal (LDA) implica transformar la 

dimensionalitat de les dades. Però contràriament a SVM, en els LDA, les dades es projecten 

en un espai de dimensions inferiors on els diferents grups de dades es poden separar 

òptimament utilitzant un nucli (o kernel) no lineal 67.  

S'ha utilitzat en tasques de classificació com l'esquizofrènia d'inici recent (ROS) vs. HC 68, 

pacients amb PEP vs. HC 69–71 o pacients amb esquizofrènia (SZ) vs. HC 72–75 amb precisions 
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superiors al 70%.  Winterburn et al. van utilitzar tres conjunts de dades independents per 

validar el poder discriminador de l'LDA per classificar els pacients amb SZ de HC, utilitzant 

diferents dades de neuroimatge. Van comparar dades de grossor cortical, mapes de corbes i 

VBM modulades, i van resultar que, utilitzant el seu conjunt de dades més gran, la precisió va 

ser lleugerament inferior en comparació amb articles anteriors, on hi havia conjunts de dades 

més petits 76. 

La principal fortalesa de l'LDA és que no és tan propens a patir sobreajustament i que sol tenir 

cost computacional baix, mitjançant la reducció de l'espai dimensional. Malgrat això, el seu 

principal inconvenient és que requereix assumir que la matriu de covariància en els grups de 

dades és idèntica, cosa poc freqüent en dades del món real. 

 

1.5.4. ARBRES DE DECISIÓ I BOSC ALEATORI 

Els arbres de decisió són mètodes d'aprenentatge supervisat no paramètrics que s'utilitzen 

tant per a la classificació com per a la regressió. Poden predir valors mitjançant l'aprenentatge 

de regles de decisió senzilles inferides a partir de les característiques de les dades. Aquests 

algorismes tendeixen a sobreajustar-se i, per tant, a no generalitzar-se bé a noves dades. Per 

superar aquesta limitació, existeix una variació sobre aquest algorisme anomenada Bosc 

Aleatori (Random forest, RF). Es tracta simplement d'una col·lecció d'arbres de decisió els 

resultats dels quals s'agreguen en un únic resultat al final. Els RF incorporen interaccions entre 

predictors en el model, detectant relacions tant lineals com no lineals. 

S'ha utilitzat per a classificar grups, com ara pacients amb esquizofrènia d'inici infantil i 

controls sans 77 o esquizofrènia, trastorn bipolar i controls sans 78,79. 

És un algorisme que generalment proporciona una alta precisió i un equilibri entre la 

compensació biaix-variància. Els seus principals inconvenients són que tendeix a ser 

computacionalment intens en grans conjunts de dades. A més, pot ser difícil interpretar-ne 

els resultats, ja que és difícil analitzar-ne tots els coeficients. 
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1.5.5. XARXES NEURONALS I APRENENTATGE PROFUND 

Les Xarxes Neuronals Artificials (ANN) són una família d'algorismes d'aprenentatge automàtic 

inspirats en el funcionament biològic del cervell. De forma aproximada al que fa el nostre 

cervell, aquests algoritmes tenen neurones que reben un senyal, el processen, envien un 

senyal a la següent neurona connectada, etc. fins a obtenir un resultat final. Per ajustar les 

capacitats d'aprenentatge del model, cada neurona i sinapsi pot tenir pesos per augmentar o 

disminuir la força del senyal. Les neurones s'agreguen en capes i, quan augmenta el nombre 

de capes, l'algorisme es coneix com a Deep Learning. Aquests models avançats poden 

extreure característiques latents complexes de dades originals mínimament preprocessades 

mitjançant transformacions no lineals. Per evitar el sobreajustament, existeix un mètode 

anomenat Dropout. El Dropout és un mètode de regularització que ignora o "deixa caure" 

aleatòriament alguns nodes de la capa, cosa que és similar a afegir soroll al procés 

d'entrenament. Això millora la generalització del model i redueix el sobreajustament. 

L'aprenentatge profund s'utilitza sovint per classificar, predir valors o fins i tot detectar o 

segmentar regions del cervell.  

L’aprenentatge profund (o Deep Learning) és un camp molt ampli, que ha augmentat el 

rendiment en alguns problemes de classificació/predicció a causa de trobar patrons 

complexos en dades altament complexes. Tot i ser àmpliament utilitzat per a detectar 

automàticament tumors 80 o detectar lesions d'esclerosi múltiple 81 en imatges d'RM cerebral, 

encara no s'utilitza àmpliament en la detecció de trastorns de salut mental o en l'estimació 

de riscos d’una futura evolució de la malaltia en salut mental. 

Un dels problemes que té l’aprenentatge profund sol ser la interpretabilitat dels models, o el 

que se sol anomenar el problema de la caixa negra. Per a superar aquesta problemàtica en 

xarxes neuronals artificials, s'estan desenvolupant diferents enfocaments, com la creació de 

mapes de calor utilitzant Layer-Wise Propagation per a identificar les característiques més 

importants implicades en les decisions que pren l'algorisme 82,83. 
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1.5.6. ANÀLISI DE SUPERVIVÈNCIA  

L’anàlisi de supervivència és un conjunt de tècniques que permeten estudiar el temps que 

passa fins a un esdeveniment. En la recerca mèdica, originàriament, aquest esdeveniment 

solia ser la mort d’un subjecte, i d’aquí n’hi ve el nom. Però a la pràctica, aquest tipus d’anàlisi 

es pot aplicar a qualsevol esdeveniment, tal com pot ser l’objectiu d’aquesta tesi, la recaiguda 

d’un pacient que havia remès els símptomes d’un primer episodi psicòtic. Aquest tipus 

d’estudi és especialment útil en situacions en què hi poden haver censures, per exemple quan 

tenim subjectes que l’únic que sabem és que passat un temps no ha desenvolupat 

l’esdeveniment estudiat (ja sigui perquè hi ha hagut una pèrdua de seguiment o perquè s'ha 

arribat al final de l’estudi i el pacient no ha recaigut). 

Un model d’especial interès dins de l’anàlisi de supervivència, i que és el que hem utilitzat en 

l’article principal de la tesi, és el model de regressió de Cox, altrament conegut com a model 

de riscos proporcionals. És un model que permet tenir en compte diferents variables a la 

vegada i que analitza la relació entre la distribució de supervivència i aquestes variables 84. Ha 

estat utilitzat, per exemple, per investigar si els trastorns del son prediuen la conversió a 

psicosi en els dos anys vinents des que es diagnostica el trastorn 85.  

 

1.6. ERRORS COMUNS 

Ara que hem vist els principals fonaments de la tesi, permeteu-me que expliqui alguns dels 

punts especialment importants que hem tingut en compte a l’hora de realitzar l’article 

principal, i que permeten entendre millor el procés en la presa de decisions metodològiques 

de l’estudi.  

 

1.6.1. REPRODUCTIBILITAT I REPLICABILITAT 

La reproductibilitat (reproducibility en anglès) usualment es refereix al fet d’obtenir 

(aproximadament) els mateixos resultats d’un article si utilitzem els mateixos procediments 

que en l’article sobre les mateixes dades. En canvi, la replicabilitat (replicability) sol implicar 
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que usant els mateixos procediments que en el mètode original, es puguin aconseguir 

resultats consistents sobre noves dades. 

En els estudis de neuroimatge normalment s’han de prendre moltes decisions durant els 

processos de control de qualitat de les imatges, el preprocessat o les anàlisis estadístiques. A 

més, en els mètodes d’aprenentatge automàtic, cada algorisme té diferents paràmetres que 

els autors han de definir per tal de trobar la millor aproximació a les seves anàlisis. 

Per aconseguir la reproductibilitat, totes les decisions preses amb relació al processament de 

les imatges i els paràmetres dels models han de ser detallades i compartides pels autors. 

Idealment, els articles haurien de reportar totes aquestes dades. Addicionalment, fer públics 

els models, codi i dades hauria de ser una pràctica comuna per tal de permetre a terceres 

parts examinar tot el procés de l’anàlisi a fons i així facilitar reproduir tot el procés que s’hagi 

aplicat en un estudi. Tot i això, les dades, especialment quan parlem de dades mèdiques, solen 

no poder-se compartir per motius de privacitat. 

En canvi, per aconseguir la replicabilitat, s’hauria d’encoratjar la realització d’estudis 

independents de replicació. Desafortunadament, una limitació comuna que prevén 

l’aplicabilitat de molts algorismes reportats en estudis és la seva baixa replicabilitat, la baixa 

generalització dels mètodes. Molts models solen ser desenvolupats en mostres petites o en 

dades provinents d’un sol centre a causa de la dificultat tant en temps com en diners d’obtenir 

mostres més grans. De fet, per molt que aquests models fets amb mostres petites o d’un sol 

centre tinguin un bon rendiment sobre la mateixa mostra, el sobreajustament al que ha estat 

exposat el model fa que aquest rendiment baixi quan s’apliquen les tècniques a noves dades. 

Com en l’aprenentatge humà, com més exemples vegi un algorisme, més serà capaç 

d’extrapolar el seu aprenentatge a noves dades  86. Per exemple, recentment, alguns autors 

han provat d’avaluar alguns models publicats utilitzant dades neuropsicològiques i clíniques 

per tal de predir la transició a psicosi en diferents subjectes en alt risc clínic de psicosi. Quan 

aquests models van ser aplicats sobre mostres noves, els models que havien estat publicats 

amb alts índex d’èxit, sobre les noves dades han estat incapaços de predir o han mostrat 

nivells insuficients de predicció 87,88. 

No és infreqüent en l’aprenentatge automàtic de fer una bateria de tests classificadors o 

regressors i acabar reportant aquell que ha tingut un millor rendiment. Tanmateix, la ciència 
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hauria d’intentar evitar basar els resultats en l’anomenada “fal·làcia de prova incompleta” o 

“cherry Picking” en anglès, és a dir evitar escollir només aquells resultats profitosos pel mateix 

estudi. Hi poden haver excepcions i en alguns casos pot ser la millor forma de procedir, però 

en general això pot portar fàcilment a un sobreanàlisi de les dades. 

 

1.6.2. BIAIX 

Qualsevol model o representació de dades és susceptible de tenir algun biaix, ja que 

aconseguir. En crear o validar models d’aprenentatge automàtic hi ha diferents passos que 

poden ser fonts de biaix 89. 

Per exemple, molts estudis utilitzen un enfocament dividit en dues parts. La primera part 

consisteix a crear un model (per exemple seleccionar quines variables prediuen millor una 

resposta). La segona part sol ser la validació d’aquest model (com pot ser aplicar el model per 

estimar com de bé funciona el model creat). Desgraciadament, si els investigadors fan servir 

les mateixes dades per crear el model i validar-lo, el rendiment estimat estarà inflat 90. És per 

això que per a fer la validació i la creació del model (fins i tot en l’etapa de la selecció de 

variables) sol ser molt recomanable fer servir unes dades diferents. 

Un altre exemple, important per a aquesta tesi, és l’ús de dades multicèntriques. Donada la 

dificultat d’obtenir grans bases de dades mèdiques, és habitual la col·laboració entre centres. 

Cada centre pot tenir certs biaixos en les seves dades, en el cas de ressonàncies magnètiques 

la mateixa màquina pot tenir diferències entre un centre i un altre, entre un model de 

màquina i una altra, les actualitzacions de programari que tinguin, els paràmetres... És per 

això que si no es tenen en compte aquestes diferències entre centres, els models 

d’aprenentatge automàtic podrien utilitzar de forma “fraudulenta” les diferències que troba 

entre centres per a predir una resposta. Aquests potencials efectes del centre s’han de 

controlar cautament, ja que ignorar-los podria produir un rendiment inflat, fins i tot encara 

que els models no prediguin de forma correcta 91,92. 

Una forma de controlar els efectes derivats del centre en neuroimatge és utilitzar alguna 

tècnica d’harmonització de les dades. Un dels mètodes que es poden fer servir, i el qual ha 



Introducció 

 25 

 

estat utilitzat en aquesta tesi, és el ComBat1. Tot i no formar part de l’estructura formal de la 

tesi, com a coautor l’explicaré de forma breu a l’apartat de mètodes per tal d’aclarir com hem 

gestionat el fet de tenir dades de diferents centres. 

 

1.6.3. UTILITAT CLÍNICA 

Una preocupació comuna entre professionals clínics és la dubtosa utilitat clínica de molts 

models d'aprenentatge automàtic recentment desenvolupats 93,94. D'una banda, 

l'aprenentatge automàtic en dades mèdiques ha demostrat ser una eina impressionant per 

replicar i automatitzar processos humans, com ara la detecció automàtica per ordinador 

(CAD) de lesions en exploracions cerebrals, exploracions corporals o mamografies 95. No 

obstant això, estudis consistents en detectar si una imatge d'RM pertany a un pacient o a un 

control sa poden tenir una utilitat clínica limitada 76. Si bé, s’ha de reconèixer que aquests 

estudis són realment valuosos com a prova de concepte, hem d'assegurar-nos 

progressivament que els metges puguin trobar-los útils, és a dir, que la pregunta a la qual 

dona resposta el model estigui en línia amb les necessitats clíniques. 

En aquest sentit, és essencial mantenir una distinció entre el que és un "model" i el que és 

una "eina". Un model pot ser necessari per a una investigació posterior o amb finalitats 

metodològiques. Per contra, una eina hauria de ser útil, factible i segura per a la presa de 

decisions clíniques en entorns del món real 94.  

  

 

1 L’article de l’adaptació del mètode per a dades de neuroimatge estructural es pot trobar 
com a article adjunt a aquesta tesi.  
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2. OBJECTIUS 

L’objectiu general d’aquesta tesi va ser la creació i validació d’un model d’estimació del risc 

de recaiguda després d’un primer episodi psicòtic a partir de dades clíniques i de ressonància 

magnètica cerebral estructural, usant dades de diferents centres de l’estat. 

Abans d’abordar aquest objectiu, però, vam decidir resoldre dues qüestions metodològiques 

importants: a) vam voler analitzar si, quan es crea un model de predicció usant dades 

multicèntriques, el fet de combinar dades de diferents centres pot esbiaixar l’estimació de la 

precisió del model, encara que s’hagin usat mètodes per eliminar les diferències entre 

centres; i b) vam voler determinar quines són les característiques de la ressonància magnètica 

cerebral estructural i els paràmetres de les anàlisis que poden optimitzar la precisió d’un 

model de predicció. 

Per aquests motius, els principals objectius d’aquesta tesi han estat els següents: 

1. Comprovar si, quan es crea un model de predicció usant dades multicèntriques, 

existeixen efectes del centre que poden esbiaixar l’estimació de la precisió del 

model, encara que s’hagin usat mètodes per eliminar les diferències entre centres. 

[article 1] 92 

 

2. Si fos aquest el cas, trobar mètodes perquè puguin evitar aquest biaix. [article 1]92 

 

3. Trobar les característiques de la ressonància magnètica cerebral estructural i els 

paràmetres de les anàlisis que millorin la precisió d’un model de predicció. [article 

2]96 

 

4. Crear i validar un model de predicció per estimar el risc de recaiguda després d’un 

primer episodi psicòtic a partir de les dades de ressonància magnètica cerebral 

estructural i les dades clíniques. [article 2] 96 

 

5. Observar si la combinació de dades de ressonància magnètica cerebral estructural 

i dades clíniques augmenta la precisió de les prediccions, en comparació a models 
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basats només en dades de ressonància magnètica o basats només en dades 

clíniques. [article 2] 96 

A més a més, també teníem com a objectius proporcionar obertament a la comunitat 

científica: 

6. Un software per estimar de forma fàcil la precisió d’un model de predicció amb 

dades multicèntriques evitant el possible biaix relacionat amb els efectes del 

centre. [article 1] 92 

 

7. Un software per crear de forma fàcil un model de predicció per estimar el risc de 

recaiguda (o altres variables d’interès clínic) a partir de les dades de ressonància 

magnètica cerebral estructural i les dades clíniques amb les possibles 

optimitzacions trobades durant la tesi. [article 2] 96 

 

8. El model de predicció per estimar el risc de recaiguda després d’un primer episodi 

psicòtic creat a aquesta tesi, per tal de facilitar-ne la validació externa, és a dir, que 

pugui ser validat per tercers en noves mostres de pacients. [article 1] 92 
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3. HIPÒTESIS 

Les hipòtesis principals que hem seguit són: 

1. Quan es creen models de predicció amb dades de diferents centres, existeixen 

efectes del centre que esbiaixen l’estimació de la precisió del model, encara que 

s’hagin usat mètodes per eliminar les diferències entre centres. [article 1]92 

 

2. Existeixen mètodes que eviten aquest biaix. [article 1]92 

 

3. Durant la creació d’un model de predicció basant en dades de ressonància 

magnètica cerebral estructural, existeixen característiques de les dades i 

paràmetres de les anàlisis que milloren la precisió del model. [article 2]96 

 

4. Es pot crear un model de predicció que estimi exitosament el risc de recaiguda 

després d’un primer episodi psicòtic a partir de les dades de ressonància 

magnètica cerebral estructural i les dades clíniques [ article 2]96 

 

5. La precisió de les prediccions és major en aquest model, que combina dades de 

ressonància magnètica cerebral estructural i dades clíniques augmenta la precisió 

de les prediccions, que en els models basats només en dades de ressonància 

magnètica o basats només en dades clíniques. 

Els objectius 5-7 no tenen hipòtesis associades ja que consistien en proporcionar resultats del 

treball a la comunitat científica. 
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4. MÈTODES I RESULTATS: RESUM I DISCUSSIÓ GLOBAL DELS 

RESULTATS 

Aquesta tesi està formada formalment per un article adjunt del que n’he sigut coautor, sobre 

els mètodes per eliminar els efectes del centre en estudis de ressonància magnètica 

multicèntrics, i que per tant guarda una forta relació amb els articles principals i l’enfocament 

general de la tesi: 

• Increased power by harmonizing structural MRI site differences with the ComBat 

batch adjustment method in ENIGMA. Neuroimage 218, (2020) 91 

I per dos articles principals: 

• Article 1: Biased accuracy in multisite machine-learning studies due to incomplete 

removal of the effects of the site. Psychiatry Res. Neuroimaging 314, 111313 (2021) 92 

 

• Article 2: Combining MRI and clinical data to detect high relapse risk after the first 

episode of psychosis. Schizophr. Heidelb. Ger. 8, 100 (2022) 96 

A continuació en faré un breu resum de cadascun dels tres. Els dos articles de la tesi estan 

adjunts estan adjunts a la secció 5. L’article adjunt es troba a la secció Material adjunt al final 

de la tesi. 
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4.1.  ARTICLE ADJUNT: INCREASED POWER BY HARMONIZING 

STRUCTURAL MRI SITE DIFFERENCES WITH THE COMBAT BATCH 

ADJUSTMENT METHOD IN ENIGMA 

 

4.1.1. INTRODUCCIÓ 

És comú, que en els estudis de neuroimatge s’utilitzin dades de diferents centres per intentar 

solucionar la problemàtica que té obtenir mostres grans. Una de les opcions que han sortit 

darrerament per tal de facilitar aquesta col·laboració entre centres són els consorcis, com ara 

el “Enhancing Neuro Imaging Genetics through Meta-Analysis” (ENIGMA) Consortium. No 

obstant això, aquesta compartició de moltes dades provinents de molts centres diferents 

implica un augment de l'heterogeneïtat deguda a les diferències dels dispositius i les 

seqüències emprades.  

En l’estudi, vàrem comparar el mètode ComBat-Mega respecte a l’ús de dues altres tècniques 

molt utilitzades pel mateix fi, el metaanàlisis d’efectes mixtos (RE-Meta) i utilitzar el centre 

com a un factor aleatori dins un model lineal d’efectes mixtos (ME-Mega). 

L’ús de dades agregades per centre en l’estimació i control de l’heterogeneïtat pot ser 

subòptim en el RE-Meta 97. I en el ME-Mega, com també al RE-Meta s’assumeix que l’error 

segueix una distribució normal igual en tots els centres, cosa que no acostuma a passar, ja 

que solen tenir diferents errors de variàncies. A més, aquests dos mètodes estimen 

l’heterogeneïtat de les diferents regions d’interès de forma separada, mentre que és probable 

que totes les regions comparteixin algun nivell d’heterogeneïtat. Per intentar millorar les 

limitacions dels mètodes esmentats vam provar l’ús del ComBat 98, un mètode utilitzat 

originàriament en dades genòmiques i que ja havia estat provat amb èxit en mostres petites 

de centres (<7 centres) 99. 

En aquest article, hem provat l’ús del mètode d’ajustament per lots (batch adjustment 

method), ComBat, en una gran mostra de dades del consorci ENIGMA per tal de reduir 

l’heterogeneïtat relativa al centre i com a conseqüència augmentar-ne el poder estadístic.   
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4.1.2. MÈTODES 

Dades 

Per aquest estudi es van utilitzar dades de grossor cortical, àrea superficial i volums 

subcorticals de 33 centres de l’ENIGMA Schizophrenia Working Group. Concretament, vam 

usar dades individuals de 2897 pacients diagnosticats amb esquizofrènia (mitjana d’edat de 

34 anys, i un 34% de sexe femení) i 3141 controls sans (mitjana d’edat de 33 anys, i un 49% 

de sexe femení). 

Les dades van ser processades amb el programari FreeSurfer100 seguint els protocols 

establerts pel consorci ENIGMA, disponibles a https://enigma.ini.usc.edu/protocols/imaging-

protocols/ . Per a les regions d’interès corticals, aquests protocols suposaven estimar 

estadístiques corticals a nivell de vèrtex (cortical vertex-wise statistics), l’extracció dela 

grossor cortical i l’àrea superficial de 70 regions de l’atles Desikan-Killiany (DK) 101 i els 

respectius controls de qualitat. Per les regions d’interès subcorticals, es van haver de fer 

estimacions de volum subcortical i controls de qualitat 102. 

Metodologia  

Vàrem realitzar comparacions de dades de RM entre individuals amb esquizofrènia i controls 

sans per tal de trobar la significació estadística, el poder estadístic i el familywise error rate 

(FWER) dels mètodes RE-Meta, ME-Mega i ComBat-Mega. Concretament, vàrem mirar si el 

mètode ComBat-Mega augmenta la significació estadística (utilitzant un test de 

permutacions) i el poder (utilitzant una estratègia de petits subgrups, és a dir repetint vàries 

vegades les anàlisis amb un nombre petit de centres) en les diferències entre persones amb 

esquizofrènia i controls sans atenuant els efectes del centre. 

Comparació de les dades MRI entre subjectes diagnosticats amb esquizofrènia i controls: 

Per a RE-Meta primer vam comparar els valors de cada ROI entre pacients i controls 

mitjançant models lineals estàndard amb edat i sexe com a covariables separadament per 

cada centre. Llavors vam convertir la diferència trobada a efectes Hedges G i la seva variància. 

A continuació vam fer un metaanàlisi d’efectes aleatoris per cada efecte Hedges G i vam 

corregir els valors p amb un mètode de múltiples comparacions de Holm. 

https://enigma.ini.usc.edu/protocols/imaging-protocols/
https://enigma.ini.usc.edu/protocols/imaging-protocols/
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Per ME-Mega, vam comparar els valors de les ROI entre grups mitjançant models lineals 

d’efectes mixtos, amb l’edat i el sexe com a covariables i amb el centre com a factor aleatori. 

Llavors vam dividir la diferència per la desviació estàndard i vam corregir pel biaix de mostres 

petites fins a obtenir un efecte Hedges G i la seva variància, i vam corregir també els valors p 

mitjançant múltiples comparacions de Holm. 

Pel ComBat-Mega, primer vam extreure els efectes del centre utilitzant funcions de ComBat 

(modelant els efectes del diagnòstic, el sexe i l’edat) i comparant els valors de cada ROI entre 

grups mitjançant un model lineal amb edat i sexe com a covariables. Encara que el mètode 

ComBat faci servir covariables per estimar millor els efectes del centre, aquest no n’extreu els 

efectes de les covariables de les dades. Finalment, vam seguir els mateixos passos que pels 

dos anteriors, vam convertir les diferències a efectes Hedges G i la seva variància, vam corregir 

els valors p amb el mètode de múltiples comparacions de Holm. 

Comparació de la significació estadística: Per fer la comparació estadística, vam fer un test 

de permutacions basat en el mètode de Draper-Stoneman, ja que és un dels mètodes que 

millor controla el FWER 103. Concretament, vàrem assignar aleatòriament els subjectes a 

pacient o control aleatòriament 1000 vegades, i després vam mirar les diferències entre els 

p-valors (transformada logit perquè sigui més sensible a p-valors petits).  

Avaluació del poder estadístic:  Per mirar si el ComBat-Mega incrementava el poder estadístic 

vam utilitzar una estratègia de petites submostres. Concretament, vam repetir 500 vegades 

les anàlisis incloent cada vegada només les dades de 10 centres. Llavors vam comptar el 

nombre de vegades que aquestes anàlisis amb la submostra de 10 centres eren capaces de 

detectar diferències entre pacients i controls. 

Determinació empírica del FWER: utilitzant les dades del test de permutacions anterior, vam 

comptar la proporció de permutacions en què com a mínim una ROI tenia un p-valor <0,05.  
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4.1.3. RESULTATS 

Comparació de les dades MRI entre subjectes diagnosticats amb esquizofrènia i controls:  

De mitjana, amb el ComBat-Mega, els subjectes amb diagnòstic esquizofrènia van mostrar un 

còrtex més prim i una àrea superficial més petita en quasi totes les ROIs. Aquest grup de 

pacients també van mostrar de mitjana volums més petits de tàlem bilateral més petit, 

l’hipocamp, l’amígdala i  l’acumbent dret. Volums més grans bilateralment en el ventricle 

lateral, el putamen i el pàl·lidum.  

Comparació de la significació estadística: L’estimació de la mida de l’efecte, calculat en 

Hedges g, per les diferències va ser similar entre els diferents mètodes, però la significació 

estadística va ser millor en el ComBat-Mega. 

Avaluació del poder estadístic: Fent servir el mètode de petites submostres, el poder 

estadístic pel ComBat-Mega va ser de 83,5%, superior al RE-Meta (poder estadístic del 53,7% 

amb Wilcoxon p-valor < 0.001) i al ME-Mega (poder estadístic del 80,4% amb Wilcoxon p-

valor <0.001). 

Determinació empírica del FWER: El FWER va ser <=0,05 en tots els mètodes (RE-Meta: 0.024; 

ME-Mega: 0.027; ComBat-Mega: 0.025). 

 

4.1.4. CONCLUSIÓ 

En aquest estudi vam testar l’ús del ComBat-Mega en dades del consorci ENIGMA 

Schizophrenia Working Group. En la comparació entre grups de les dades de MRI els resultats 

van ser similars a estudis anteriors realitzats amb altres mètodes diferents. L’ús del ComBat 

va augmentar la significació estadística, amb intervals de confiança més estrets i valors p 

inferiors, en les diferències entre pacients diagnosticats amb esquizofrènia i controls. Els 

resultats en el FWER van ser similars en tots els mètodes, i els resultats de l’avaluació de poder 

estadístic també van ser superiors en el ComBat. 
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4.2. ARTICLE 1: BIASED ACCURACY IN MULTISITE MACHINE-LEARNING 

STUDIES DUE TO INCOMPLETE REMOVAL OF THE EFFECTS OF THE 

SITE  

 

4.2.1. INTRODUCCIÓ 

Tal com he mencionat anteriorment, en estudis multicèntrics és comú tenir en compte la 

procedència del centre per tal d’extreure’n els efectes durant la fase d’entrenament dels 

models, per exemple amb l’ús del ComBat, que treu l’efecte de les diferències en la mitjana i 

la variància  relatives a les imatges de RM de diferents dispositius o centres. El que no és tan 

freqüent i que també s’ha de tenir en compte, és que en estimar el rendiment d’un model, 

encara queden efectes que potencialment poden esbiaixar els resultats, normalment inflant-

los, tot i que en algun cas pot reduir-ne falsament l’eficàcia. 

En aquest estudi posem alguns exemples per demostrar que és un problema real, i alhora 

proposem una metodologia per a poder extreure aquests efectes de forma senzilla.  

A més, proporcionem un paquet d’R (“multisite.accuracy”) per tal de poder extreure aquests 

efectes de forma fàcil. 

 

4.2.2. MÈTODES 

Hem provat dos mètodes diferents de controlar aquests efectes, i que ambdós es troben en 

el paquet: un mètode basat en metaanàlisis i un altre covariant pel centre. 

Un estudi diferent per cada centre (mètode basat en meta-anàlisis) 

Aquest primer mètode consisteix a crear un algorisme d’aprenentatge automàtic diferent per 

cada centre. Aquest enfocament implica tenir suficients dades per cada centre per a poder 

ajustar correctament un model d’aprenentatge automàtic, cosa difícil en la majoria d’estudis 

de neuroimatge. 
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Per a estimar el rendiment els autors només han d’utilitzar les mètriques comunes en estudis 

d’un sol centre: 

• Resposta binària: rendiment balancejat (Balanced Accuracy), sensitivitat i 

especificitat, l’Àrea sota la curva ROC... 

• Resposta continua: correlació entre la predicció del model i el valor real, l’error mitjà 

al quadrat (MSE) entre variable predita i valor real.. 

• Estudis de supervivència: Un model de cox per tal d’extreure el perill relatiu (HR), que 

es pot interpretar com la correlació entre el valor predit de supervivència i el real. HR 

= 1 vol dir que no hi hauria correlació. 

Un cop calculades les mètriques per cada estudi, les combinem utilitzant metaanàlisis per 

obtenir una sola mètrica conjunta. Per meta-analitzar estimacions de variables binàries entre 

centres, els analistes primer hauran de convertir les proporcions de rendiment en sensitivitat 

i l’especificitat, és a dir en variables contínues. Per fer-ho poden usar la transformació logit i 

arcsin. Nosaltres incloem la transformació logit. 

Per a meta-analitzar MSE hem adaptat les fórmules de Nakagawa et al., 2015 104. Per a 

correlacions es pot utilitzar la transformació de Fisher. I per HR es pot transformar amb la 

funció log. 

Estimar el rendiment del model afegint el centre com a covariable (mètode de la covariable) 

Aquest mètode, estima una sola mètrica de rendiment per tota la mostra, incloent-hi el centre 

com a covariable en la fórmula. Els passos detallats per diferents mètriques es poden trobar 

a l’article original a la propera secció. Per fer simple el resum d’aquest mètode mencionaré 

de forma breu tres exemples de com n’hem calculat les mètriques: 

Sensitivitat: 

𝑆𝑒 = logistic([𝛽0 in 𝑚])   on   𝑚 = Firth([𝑦𝑝𝑟𝑒𝑑𝑖𝑡𝑎 == 1] ~ 𝐟𝐚𝐜𝐭𝐨𝐫(𝒄𝒆𝒏𝒕𝒓𝒆) ) 

Error mitjà al quadrat:  

𝑀𝑆𝐸 = mitjana([𝑒 in 𝑚]2)   on   𝑚 = LM(𝑦 ~ offset(𝑦𝑝𝑟𝑒𝑑𝑖𝑡𝑎) + 𝒇𝒂𝒄𝒕𝒐𝒓(𝒄𝒆𝒏𝒕𝒓𝒆)) 

Correlació: 
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𝑟 =
1

√1+
𝑑𝑓

[𝑡1 in 𝑚]2

   on   𝑚 = LM(𝑦 ~ 𝑦𝑝𝑟𝑒𝑑𝑖𝑡𝑎 + 𝒇𝒂𝒄𝒕𝒐𝒓(𝒄𝒆𝒏𝒕𝒓𝒆)) 

Firth: Regressió logística de biaix reduït de Firth 

LM: model lineal 

Se: sensitivitat 

Y: resposta real 

ypredita : resposta predita 
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4.2.3. RESULTATS 

Dades simulades 

Per provar els mètodes hem utilitzat dos grups de dades, el primer consisteix en unes dades 

simulades. En el cas en què no hi ha efectes reals a les dades, tots els models van retornar un 

rendiment balancejat al voltant de 0,5 si tampoc no hi havia efectes del centre o era un efecte 

petit (Figura 8 a l’esquerra). Quan l’efecte del centre era gran, només el mètode de la 

covariable i del metaanàlisi seguia mostrant un rendiment proper al 0,5, mentre que si no es 

controlava aquest efecte, s’obtenia un rendiment inflat proper a 0,7. 

En el cas en què l’efecte real era molt gran en tots els centres (Figura 8 a la dreta), tots els 

mètodes van retornar un rendiment al voltant de 0,84 si no hi havia efectes del centre o si 

eren petits. Quan l’efecte del centre era molt gran, els mètodes seguien amb un rendiment 

similar, mentre que l’absència de control portava a una reducció del rendiment. 

Per tant els mètodes eren capaços de controlar correctament els efectes del centre en les 

situacions provades. 

 

Figura 8. Resultats d'aplicar els diferents mètodes en dades simulades. A l’esquerra un gràfic en el cas que a les dades no hi hagi efectes 

reals; a la dreta en el cas que hi hagi efectes reals grans en els dos centres. 

Dades reals de RM 

Per comprovar el comportament dels mètodes en dades reals de RM, vam utilitzar dues bases 

de dades públiques (OASIS i IXI,  https://www.oasis-brains.org/  i https://brain-

development.org/)105). Després de preprocessar les dades vam definir una resposta que no 

https://www.oasis-brains.org/
https://brain-development.org/
https://brain-development.org/
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fos substancialment diferent entre centres i fortament correlacionada amb les diferències de 

la RM entre centres. També vam assegurar-nos que no tingués cap relació amb l’edat o el 

sexe dins de cada centre perquè aquestes variables no eren d’interès aquí. És a dir que en 

aquestes dades els efectes provenien fortament de les pròpies diferències entre centres. 

Seguint un enfocament d’aprenentatge automàtic de validació creuada de 10 folds, vam 

treure en la fase d’entrenament efectes d’edat, sexe i centre de les dades de RM, i després 

aplicar aquests estimats a les mostres de test. La resposta va ser calculada com a error mitjà 

al quadrat. 

En aquestes dades, sense controlar l’efecte del centre en estimar el rendiment del model, el 

model de Machine learning va obtenir un MSE=5.3, estadísticament millor que per atzar 

(MSE=6.8 i wilcoxon test p = 0.004). 

Controlant l’efecte del centre, el MSE del model va ser de 1.5, estadísticament pijtor que per 

atzar (MSE=0.5, wilcoxon test p = 0<0.001). Per tant aquest model no era capaç de predir, tal 

com era esperable, i només afegia soroll. 

 

4.2.4. CONCLUSIÓ 

En aquest article, vam mostrar com controlar els efectes del centre en el moment d’estimar 

el rendiment d’un model. Vam provar dos mètodes diferents, un basat a fer un estudi per 

separat per cada centre i tractar-ho com un metaanàlisi, i l’altre basat a afegir el centre com 

a covariable. A més, facilitem un paquet d’R per tal de facilitar-ne el seu ús. També proveïm 

el codi i totes les instruccions per tal de replicar tots els càlculs. 

Aquest estudi demostra que utilitzant qualsevol dels dos mètodes els biaixos del centre eren 

menors i substancialment més petits que els biaixos observats quan no es controlaven els 

efectes. Per tant, podem concloure que el control dels efectes del centre en estudis 

d’aprenentatge automàtic pren importància també en l’estimació del rendiment dels models.  
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4.3. ARTICLE 2: COMBINING MRI AND CLINICAL DATA TO DETECT HIGH 

RELAPSE RISK AFTER THE FIRST EPISODE OF PSYCHOSIS  

 

4.3.1. INTRODUCCIÓ 

S’han demostrat associacions entre algunes mesures de RM i trastorns mentals, i això obre la 

porta a la cerca de biomarcadors basats en la RM 106. Les noves tècniques d’aprenentatge 

automàtic han incrementat les possibilitats d’obtenir eines que puguin ajudar al clínic, tot i 

que de moment estiguin lluny de ser perfectes 87. Aquestes eines podrien ser útils per ajudar 

en el diagnòstic, la predicció de resposta a un tractament o estimar el risc de tenir una mala 

evolució, permetent un ajustament de la intervenció segons cada subjecte. 

En aquest estudi, hem investigat si les dades estructurals cerebrals de RM podrien ajudar a 

detectar els pacients amb un primer episodi de psicosi en alt risc de recaiguda (HRR-FEP). Per 

dur a terme aquesta tasca, hem creat una eina que permet detectar de forma senzilla aquells 

pacients en HRR-FEP. A més, reportem també els mètodes que hem utilitzat per tal de trobar 

la configuració òptima de paràmetres d’aprenentatge automàtic relatius a la RM. Per a 

l'optimització de paràmetres ho hem fet en dues mostres independents exclusives per 

aquesta tasca. 

Finalment, també proporcionem de forma lliure i gratuïta un programari basat en tècniques 

d’aprenentatge automàtic per tal que altres grups puguin desenvolupar els seus propis 

mètodes de detecció, i a més proporcionem una pàgina web on poder estimar de forma 

senzilla el risc HRR-FEP per tal d’ajudar a altres grups a replicar independentment els nostres 

mètodes. 

 

4.3.2. MÈTODES 

Participants 

La cohort incloïa 227 pacients amb un primer episodi psicòtic (PEP) de 7 hospitals diferents 

d’Espanya, alguns provinents d’un estudi multicèntric anterior, seguits prospectivament 
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durant 2 anys. Vam estimar el grandària mostral fent servir una meta-anàlisi anterior en què 

la ràtio de recaiguda a dos anys era d’un 37%. Amb aquesta estimació, la mostra necessària 

per poder detectar un risc de perill (hazard ratio (HR)) de 2 entre pacients amb HRR-FEP i 

pacients en un risc baix de recaiguda eren 190 subjectes. Per compensar possibles pèrdues 

de seguiment prematures vam incloure un 20% més de subjectes. 

La mitjana d’edat era de 24,2 anys (SD 7.4), 78 eren dones (34,4%). 

Vàrem definir una recaiguda com un empitjorament dels símptomes durant com a mínim una 

setmana i amb almenys un d’entre 8 ítems de l’escala PANSS (P1, P2, P3, N1, N4, N6, G5 I G9) 

puntuant per sobre de 3 51. Per contra, la remissió va ser definida com a puntuar per sota de 

3 en tots els 8 ítems abans mencionats. La recaiguda només va ser considerada després de 6 

mesos des de la remissió. 

Per cada participant vam obtenir una seqüència T1 de RM. Vam utilitzar un pipeline de 

preprocessat basat en morfometria basada en vòxels (VBM), ja que en un estudi previ havíem 

detectat millors resultats de rendiment utilitzant dades de VBM 54. 

Preprocessat de les dades 

Extracció dels efectes del centre: Aquest estudi contenia dades provinents de diferents 

centres, i això pot incrementar el soroll o donar resultats confusos. Això pot ser per exemple 

per culpa de les diferències en l’obtenció de les dades de RM entre diferents màquines. Per 

tal de treure aquests efectes, vàrem utilitzar el mètode ComBat, detallat com a article adjunt 

de la tesi. 

Els paràmetres del mètode ComBat van ser calculats exclusivament utilitzant la mostra 

d’entrenament, i posteriorment van ser aplicats a la mostra de test. 

A més, els efectes del centre d’obtenció també van ser controlats en estimar el rendiment del 

model (utilitzant el mencionat a “Article 1: Biased accuracy in multisite machine-learning 

studies due to incomplete removal of the effects of the site”). 

Optimització dels paràmetres dels mètodes d’aprenentatge automàtic basats en RM: Els 

paràmetres dels mètodes d’aprenentatge automàtics van ser calculats utilitzant dos mostres 
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de dades independents. La principal raó va ser que volíem evitar qualsevol mena de filtració 

de dades entre les dades principals de l’estudi i el càlcul dels paràmetres.  

La primera mostra contenia 120 subjectes sans, i vam utilitzar la seva RM per predir una 

variable continua, l’edat. La segona mostra contenia 255 subjectes, la meitat amb diagnòstic 

d’esquizofrènia i l’altra meitat controls sans, i vam fer servir la seva RM per predir una variable 

binària, entre si tenien diagnòstic d’esquizofrènia o no. 

Els paràmetres per defecte que vam considerar van ser: σ = 4 mm (que correspon a un FWHM 

= 9,5 mm) i una mida de vòxel de 3 × 3 × 3 mm³. A partir d’aquests paràmetres vam provar si 

el rendiment dels models depenia de: 

• Afegir més informació: 

o Dades de RM de matèria grisa i blanca 

o Imatges modulades i no modulades, ja que aporten més informació 

volumètrica 

o El volum global de matèria grisa i el volum global cerebral 

o Anomalies cerebrals centrals (el càvum septum pellucidum i l’absència de 

adhesion inthertalamica) reportats prèviament com a bons predictors en PEP  

• Modificar la mida del kernel de suavitzat (entre σ = 2 i 6 mm, corresponent a FWHM ≈ 

5.3–15.8 mm) 

• Utilitzar mètodes d’aprenentatge per conjunt (ensemble learning), que són mètodes 

que pretenen millorar el rendiment combinant diferents models. 

• Augmentar la mida del vòxel, per tal de reduir el cost computacional (3x3x3 mm3, 

6x6x6mm3 i 12x12x12mm3) 

• Limitar les anàlisis a només vòxels estadísticament significatius 

Creació i validació dels models de detecció de HRR-FEP 

Vàrem utilitzar un esquema de validació creuada per a crear i validar els models. Això vol dir, 

que específicament vam dividir la mostra en 10 grups diferents (o folds) intentant preservar 

un nombre similar de recaigudes a cada fold. Primer vam crear un model utilitzant dades de 

subjectes dels grups 2 al 10 (la mostra d’entrenament), i vam estimar el risc de recaiguda 

sobre els subjectes del grup 1 (la mostra de test). Successivament vam repetir el procediment 
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posant com a mostra de test cada un dels diferents grups. D’aquesta manera mai vàrem 

utilitzar els mateixos subjectes per a crear el model que per validar-lo. 

Per crear els models, en els passos d’entrenament vam ajustar un model de regressió 

múltiple.  

Variable dependent: temps fins a la recaiguda.  

Variables independents: Dades clíniques (escales PANSS, GAF, MADRS, YMRS, el diagnòstic i 

si el pacient prenia un tractament d’antipsicòtics injectables de llarga durada o no) i els valors 

de les dades de RM pre-processades. 

Abans de la regressió vam treure els efectes d’edat i sexe de les dades de RM utilitzant models 

lineals estàndard. Igual que tots els passos descrits anteriorment, l’efecte del sexe i l’edat va 

ser estimat en la mostra d’entrenament i aplicat a la mostra de test de forma separada. Vam 

escalar les variables clíniques a un rang de [0-1] per tenir una distribució similar a la dels 

vòxels. Per evitar el sobreajustament vam utilitzar la regressió de Lasso (descrit a la 

introducció 1.5.1 Regressió de Lasso), que automàticament selecciona uns quants regressors 

penalitzant la suma del valor absolut dels coeficients i que ha estat demostrat que és capaç 

de manejar dades amb una alta dimensionalitat i tot i així aconseguir models amb un alt 

rendiment 107. El valor de regularització defineix el grau de penalització, entre 0 (cap 

penalització, com a una regressió lineal simple) i infinit (màxima penalització). Aquest 

paràmetre va ser trobat mitjançant una validació creuada interna dins de la mostra 

d’entrenament. Tots aquests paràmetres estimats en la mostra d’entrenament, 

posteriorment han estat aplicats a la mostra de test per tal de validar el rendiment del model. 

Resumint, vàrem trobar un model d’estimació de risc en la mostra d’entrenament, i 

posteriorment ho vàrem aplicar en una mostra de test per trobar el seu risc de recaiguda.  

Per a determinar si un pacient estava considerat com a pacient de risc HRR-FEP vam 

multiplicar cada coeficient del model de lasso pel valor de la variable del pacient en qüestió i 

finalment vam sumar aquestes multiplicacions. Si la suma era >0 (corresponent a un HR > 1) 

vam considerar que el pacient estava en alt risc de recaiguda (HRR-FEP). Per contra, si la suma 

era igual o inferior a 0 (corresponent a un HR<=1) vam considerar el pacient en baix risc de 

recaiguda. 
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Finalment, per mirar si els pacients en risc de HRR-FEP tenien estadísticament més recaigudes 

que els pacients en baix risc, vam utilitzar el paquet d’R “multisite.accuracy” creat i publicat 

arrel del primer article de la tesi (4.2 Article 1: Biased accuracy in multisite machine-learning 

studies due to incomplete removal of the effects of the site). Aquest paquet té en compte 

l’efecte dels diferents centres per a estimar el rendiment del model. Concretament vam 

utilitzar un model de regressió de perills proporcionals de Cox d’efectes mixtos (mixed-effects 

Cox proportional hazards regression). La variable dependent va ser el temps fins a la recaiguda 

i la variable independent va ser el risc estimat (alt risc de recaiguda vs. Baix risc de recaiguda) 

i el centre va ser considerat un efecte aleatori de no interès. 

Eines disponibles 

Hem facilitat una web on altres centres poden afegir les dades dels seus pacients per tal de 

calcular amb el nostre model el risc de recaiguda (https://www.mripredict.com/hrr-fep/). 

També hem creat un software (un paquet d’R i una interfície gràfica per facilitar-ne l’ús) que 

pot ser utilitzat per altres investigadors per a crear els seus models amb els seus subjectes i 

les seves pròpies preguntes d’investigació, disponible gratuïtament a https://mripredict.com.

 

Figura 9. Software MRIPredict. Pàgina on definir el model, les variables i les seves característiques. 

https://www.mripredict.com/hrr-fep/
https://mripredict.com/
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Figura 10. Software MRIPredict. Pàgina on veure els resultats d’una validació creuada del model. 

 

Figura 11. Software MRIPredict. Pàgina on veure els models utilitzats junt amb quines variables s’han utilitzat. 
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4.3.3. RESULTATS 

Fase d’optimització de paràmetres 

En la fase d’optimització vam trobar que la millor combinació de dades i paràmetres per a la 

predicció era l’ús de dades de RM de substància grisa, blanca, modulada grisa, modulada 

blanca i l’ús de tècniques d’ensemble learning. Els altres paràmetres provats no van millorar 

respecte dels per defecte. Sí que vam optar per incrementar la mida dels vòxels a 

12x12x12mm3 per reduir el cost computacional i perquè el rendiment en les mostres 

d’optimització van donar resultats similars a la mida original de vòxel. 

Detecció de pacients en risc de recaiguda 

La regressió de Cox del temps de recaiguda comparant pacients classificats com a HRR-FEP vs. 

baix risc de recaiguda va donar resultats clínicament rellevants (HR = 4,58), és a dir que els 

pacients classificats com a HRR-FEP tenien vora 5 vegades més de risc de recaiguda que els 

classificats amb risc baix, amb una significació estadística límit amb una p = 0.048, Z=1,98, HR 

95% interval de confiança = 1,01-20,74. 

En els 114 pacients classificats com a subjectes amb alt risc de recaiguda hi va haver 13 

recaigudes reals, representant una ràtio de recaigudes del 14,8% al cap de 24 mesos. En canvi, 

entre els 113 subjectes classificats amb risc baix de recaiguda només hi va haver 3 recaigudes, 

que representa una ràtio de recaigudes del  2,9% al cap de 24 mesos. 

Vam calcular que el poder estadístic d’obtenir un HR de 4,58 amb 16 recaigudes a la mostra 

era de 72%. 

Les variables seleccionades automàticament per la regressió de Lasso per crear l'eina de 

detecció HRR-FEP van ser: el diagnòstic de trastorn esquizoafectiu, la dificultat en el 

pensament abstracte i un mal control dels impulsos, i l'augment o disminució de substància 

grisa i blanca no-modulada i modulada en diverses regions cerebrals (el model exacte es pot 

trobar a l’article original adjuntat a la següent secció). 
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4.3.4. CONCLUSIÓ 

En aquest article vam crear una eina per tal de detectar els pacients amb un primer episodi 

psicòtic en alt risc de recaiguda utilitzant una cohort de 227 subjectes. El model va mostrar 

índex de rendiment satisfactori per detectar els subjectes HRR-FEP. El risc de recaiguda va ser 

4,58 vegades superior en els individus classificats com a HRR-FEP. 

Hem facilitat l’ús del model creat en aquest estudi mitjançant una plataforma web, i hem 

obert gratuïtament el nostre codi en forma de paquet i interfície de fàcil ús sota la web 

https://mripredict.com. 

Aquesta eina, que en estudis posteriors hauria de ser validada i ampliada sobre una mostra 

més gran de pacients, podria ser una eina útil en un futur per al clínic, ja que per establir els 

pacients que es troben en HRR-FEP els metges solen necessitar vàries recaigudes. Aquesta 

eina podria, per tant, ajudar a ajustar el tractament del pacient, sempre seguint el principi “el 

primer és no perjudicar”, car en la nostra mostra el 85% dels pacients estimats com a HRR-

FEP no van recaure. No obstant això, aquest estudi pot servir per a demostrar la potencial 

utilitat clínica d’una eina basada en aprenentatge automàtic sobre dades de RM per tal 

d’ajudar al clínic proveint-lo d’una informació addicional. 

 

  

https://mripredict.com/
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5. ARTICLES INCLOSOS EN LA TESI 

Aquesta tesi està composta per dos articles, i un article adjunt2 els quals estan inclosos a 

continuació: 

• Increased power by harmonizing structural MRI site differences with the ComBat 

batch adjustment method in ENIGMA (Article adjunt) 91 

o DOI: 10.1016/j.neuroimage.2020.116956 

o Publicat a NeuroImage; Factor d’impacte l’any 2020: 7 

 

• Biased accuracy in multisite machine-learning studies due to incomplete removal of 

the effects of the site 92 

o DOI: 10.1016/j.pscychresns.2021.111313 

o Publicat a Psychiatry Research: Neuroimaging; Factor d’impacte l’any 2021: 3.2 

 

• Combining MRI and clinical data to detect High Relapse Risk after the First Episode of 

Psychosis 96 

o DOI: 10.1038/s41537-022-00309-w 

o Publicat a NPJ Schizophrenia; Factor d’impacte l’any 2021: 5.04 

 

  

 

2 L’article adjunt (Increased power by harmonizing structural MRI site differences with the 
ComBat batch adjustment method in ENIGMA91) no forma part dels articles estructurals de la 
tesi per qüestions burocràtiques. Però es troba com a material adjunt per la seva estreta 
relació amb el contingut i l’importància que té per a l’article principal (Combining MRI and 
clinical data to detect High Relapse Risk after the First Episode of Psychosis96). 

https://doi.org/10.1016/j.neuroimage.2020.116956
https://doi.org/10.1016/j.pscychresns.2021.111313
https://doi.org/10.1038/s41537-022-00309-w
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5.1. ARTICLE 1: BIASED ACCURACY IN MULTISITE MACHINE-LEARNING 

STUDIES DUE TO INCOMPLETE REMOVAL OF THE EFFECTS OF THE 

SITE  
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5.2. ARTICLE 2: COMBINING MRI AND CLINICAL DATA TO DETECT HIGH 

RELAPSE RISK AFTER THE FIRST EPISODE OF PSYCHOSIS  

  



Articles inclosos en la tesi 

 56 

 

 

 

  



Articles inclosos en la tesi 

 57 

 

  



Articles inclosos en la tesi 

 58 

 

  



Articles inclosos en la tesi 

 59 

 

   

 

 

  



Articles inclosos en la tesi 

 60 

 

 

  



Articles inclosos en la tesi 

 61 

 



Articles inclosos en la tesi 

 62 

 

  



Articles inclosos en la tesi 

 63 

 

  



Articles inclosos en la tesi 

 64 

 

 

 

 

  



Reptes i futures vies de treball 

 65 

 

6. REPTES I FUTURES VIES DE TREBALL 

En aquesta tesi he estat treballant en un mètode per tal de poder estimar el risc de recaure 

en pacients amb un primer episodi psicòtic mitjançant certes dades clíniques i imatges de RM. 

A més també he parlat de mètodes per tal de poder manejar dades multicèntriques en aquest 

tipus d’estudis, i d’aquesta forma possibilitar aconseguir mostres més grans, un dels grans 

requisits per millorar els models actuals. 

Vist això, en aquesta secció introduiré algunes de les vies de futur treball per tal de poder 

seguir millorant en els estudis d’aprenentatge automàtic per tal de permetre’n algun dia la 

seva translació clínica.  

 

6.1. ESTUDIS LONGITUDINALS 

Els mètodes basats en dades d'un sol punt de temps poden ser útils. Tot i això, els canvis amb 

el pas del temps poden proporcionar informació rellevant per crear models del que pot passar 

(per exemple, si el pacient respondrà al tractament o tindrà alguna complicació). Per exemple, 

se sap que els pacients amb un primer episodi de psicosi mostren una disminució en el temps 

de la substància grisa cortical en comparació amb els controls sans 108, o que la reducció 

progressiva del volum de substància grisa en el gir temporal superior s'associa a una baixa 

millora dels símptomes de psicosi positiva 109. Tenir un conjunt de dades recollides de 

centenars o milers de persones amb condicions similars durant un període prolongat 

permetrà trobar patrons més complexos. Aquests patrons permetran una millor predicció de 

resultats futurs. Per tant, els estudis longitudinals seran crucials per millorar la fiabilitat i el 

rendiment de les eines de suport a la presa de decisions en salut mental. 

 

6.2. MOSTRES MÉS GRANS 

Un dels primers passos habituals a l'hora de preprocessar dades de neuroimatge és la 

reducció de la dimensionalitat, mitjançant la selecció de característiques dissenyada per 

experts o l'extracció de característiques. Aquest procés augmenta el rendiment dels 

algorismes, però elimina la informació de les dades d'entrada. Per contra, algorismes 
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moderns com l'aprenentatge profund poden utilitzar dades d'entrada mínimament 

preprocessades i aprofitar els patrons subtils que normalment es retiren durant el 

preprocessament 110. No obstant això, tot i que ja s'usa en algunes tasques de detecció 

d'anomalies cerebrals, l'aprenentatge profund encara no s'ha aplicat àmpliament per 

detectar subjectes precoços amb risc de desenvolupar un trastorn o un resultat rellevant. Una 

raó crítica per no fer servir algorismes d'aprenentatge profund és que requereixen, en 

general, conjunts de dades substancialment més grans que altres enfocaments 

d'aprenentatge automàtic.   

Els conjunts de dades de neuroimatge solen ser difícils d'adquirir. Així i tot, consorcis 

emergents, com el consorci ENIGMA (http://enigma.ini.usc.edu/), ja estan permetent fer 

anàlisis sobre grans conjunts de dades d'una altra manera impossibles de reclutar 91. De fet, 

una mostra multisite més gran no només millora la potència estadística dels estudis i permet 

l'ús de l'aprenentatge profund, sinó que també millora la generalitzabilitat dels models a 

noves dades.  

 

6.3. NOUS ALGORISMES 

Els algoritmes i mètodes evolucionen cada dia, així que potser la millor eina per detectar 

subjectes en risc encara està per aparèixer. En aquesta secció, només ratllarem la superfície i 

revisarem alguns dels mètodes més prometedors en aprenentatge automàtic.  

 

6.3.1. ALGORISMES AUTODEFINITS 

Hi ha molts algorismes d'aprenentatge automàtic possibles per aplicar a una pregunta 

concreta. El problema és quin algorisme o hiperparàmetres són els millors per a cada 

plantejament. Una nova metodologia anomenada AutoML consisteix en tècniques que poden 

seleccionar automàticament el model adequat i els seus hiperparàmetres associats per 

optimitzar el rendiment i la fiabilitat de les prediccions resultants 111. Que l'algoritme 

s'autodefineixi, pot proporcionar un model humà-agnòstic que no sigui propens als biaixos i 

supòsits lligats a cada decisió que ha de prendre l'expert a l'hora de definir un model. Ja s'ha 
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provat amb èxit en la identificació de mesures de fenotipat digital més rellevants per als 

símptomes negatius en trastorns psicòtics 112. 

 

6.3.2. COMBINAR EL CONEIXEMENT D’ALTRES FONTS  

En altres dominis, com en la visió per computador, existeixen grans conjunts de dades per a 

propòsits generals, com ara ImageNet 113. Però en neuroimatge no és tan fàcil aconseguir un 

conjunt de dades d’aquesta mida. Aquí és on apareix una tècnica anomenada Aprenentatge 

per Transferència. Aquest enfocament pot extreure informació obtinguda de grans conjunts 

de dades de propòsit general i utilitzar aquesta informació per millorar la creació de petits 

models sobre petites bases de dades 92. Aquesta tècnica ja s'ha provat per millorar la 

classificació de la malaltia d'Alzheimer 114. Així i tot, ara com ara, pràcticament no s'ha fet 

servir en molts altres dominis com pot ser l'estimació de riscos.  

 

6.3.3. INTEL·LIGÈNCIA ARTIFICIAL INTERPRETABLE 

Algorismes nous com l’Aprenentatge profund (Deep Learning) se solen considerar "caixes 

negres" perquè les decisions de les xarxes no són fàcilment interpretables pels humans. La 

intel·ligència artificial Explicable (XAI) busca proporcionar una solució fàcilment 

comprensible. Per exemple, en xarxes neuronals altament complexes utilitzades per a la 

classificació basada en ressonància magnètica, no és fàcil saber quins vòxels s'han utilitzat per 

classificar entre grups; XAI proporcionaria un mapa de calor indicant quines eren les zones o 

vòxels més rellevants utilitzats en la classificació, proporcionant informació sobre el 

funcionament de la xarxa 115. Un enfocament és la propagació de la rellevància per capes 

(LRP), que produeix mapes de calor de la contribució de cada vòxel al resultat final de la 

classificació per cada subjecte. Quan es va provar en la malaltia d'Alzheimer, els vòxels 

reportats en el mapa de calor concordaven amb zones que se sap que solen tenir anomalies 

en aquesta malaltia 82. També s'ha aplicat a l'esclerosi múltiple, on les lesions es distribueixen 

per tot el cervell. Els mapes de calor individuals corresponien a les mateixes lesions i a zones 

de substància grisa i blanca no lesionada com el tàlem, que són marcadors de ressonància 
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magnètica convencionals 83. En un estudi on els autors van fer servir mapes de 

característiques de textura per classificar els participants amb SZ, pacients amb MD i HC, LRP 

va mostrar quines zones van contribuir a la classificació de l'algorisme d'aprenentatge 

profund 116. Un altre enfocament interessant per determinar quines regions contribueixen 

més a la classificació consisteix a substituir les regions cerebrals per altres sanes generades 

mitjançant autoencodificadors variacionals i després veure com canvia el rendiment 117.  

Disposar d'eines comprensibles per als humans facilitaria que els investigadors, els metges i 

la població general hi creguessin. 

 

6.3.4. APRENENTATGE FEDERAT 

Un obstacle en la compartició de dades per crear conjunts de dades més grans de ressonància 

magnètica és la preocupació per la privadesa i la confidencialitat. I una altra limitació és que 

tot i tenir grans bases de dades d'imatges, moltes imatges no estan etiquetades i, per tant, 

limiten l’aprenentatge del model. Per a etiquetar les imatges, un radiòleg format ha 

d'inspeccionar les imatges, cosa que pot requerir molt de temps. Tots dos problemes es 

poden resoldre mitjançant l'aprenentatge federat, ja que permet entrenar algoritmes sense 

que les dades hagin de sortir de cada centre. Es proporciona un algorisme a tots els centres i 

s'aplica localment a cada lloc. Un cop l'algoritme extreu la informació, aquest coneixement 

s'ajunta. Mitjançant aquest enfocament, no es comparteixen dades privades i tots els centres 

poden ajudar en el procés, fins i tot si la seva base de dades etiquetada és petita. 

L'aprenentatge federat és una tècnica prometedora que defensa la privacitat dels pacients i 

facilita la cooperació entre centres sanitaris 118.  

 

6.3.5. UN ENFOCAMENT MULTIMODAL 

Se sap que l'esquizofrènia i altres trastorns mentals són causats per una combinació de factors 

genètics, anatòmics i ambientals. Per tant, les prediccions de resultats futurs o la detecció 

precoç de subjectes en risc poden beneficiar-se d'enfocaments multimodals, per exemple, 

combinant factors genètics i neuroanatòmics. De fet, molts estudis ja utilitzen un enfocament 
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multimodal 119.  No obstant això, el principal problema és que encara no està clar quina 

combinació de factors prediuen millor el resultat i com combinar-los. 
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7. DISCUSSIÓ 

Aquesta tesi està centrada en un article principal (Article 2) 96, que tenia per objectiu 

desenvolupar un mètode per poder combinar dades clíniques i dades de RM cerebral per 

poder obtenir una estimació del risc que pot tenir un pacient a recaure d'acord amb la 

informació basal. Com que l’obtenció de dades clíniques suposa un esforç tan de temps com 

econòmic molt grans, s’ha de recórrer a col·laboracions multicèntriques, i és per això que per 

a aquest estudi les dades provenen de diferents centres. Les dades multicèntriques tenen un 

biaix potencial associat al centre, i és per això que l’altre article principal (Article 1) 92 

juntament amb l’article adjunt 92 pretenen reduir al màxim aquest biaix. El primer article de 

la tesi (Article 1) 96 se centra a reduir el biaix residual que pot quedar en calcular el rendiment 

dels models, mentre que l’article adjunt 91 pretén gestionar l’efecte multicèntric harmonitzant 

les dades en el moment previ a la creació dels models. 

Article 1: Biased accuracy in multisite machine-learning studies due to incomplete removal 

of the effects of the site 

En aquest primer estudi 92, que complementa al segon 96, hem mostrat dues formes de 

controlar l’efecte del centre en estudis multicèntrics. En aquest cas, però, no en l’etapa de la 

creació del model, sinó en el moment d’estimar com de bé funciona. Hem inclòs dos mètodes 

per a fer-ho, el primer que consisteix a tractar les dades de cada centre com si fossin estudis 

diferents i llavors fer una metaanàlisi o el segon, que és incloure la variable del centre com 

una covariable. En l’estudi, també proporcionem diferents indicacions en funció de la mesura 

de rendiment utilitzada, i també facilitem un paquet d’R per a aplicar-ho de forma simple. 

Per mostrar-ne la importància i també com es pot utilitzar, hem ofert simulacions que altres 

investigadors podrien utilitzar per comprovar-ne el funcionament, i també un exemple amb 

dades de RM reals d’una base de dades disponible a internet. 

En l’estudi, vam demostrar com utilitzant qualsevol dels dos mètodes, els efectes del centre 

eren menors i força més petits que els biaixos observats en el cas on no es controlaven. En els 

exemples en dades simulades, vam poder mostrar que treure aquest efecte pot tenir 

comportaments diferents en funció de com siguin les dades. En alguns casos podria ser que 

l’efecte del centre condicioni la pregunta que pretenem respondre amb el model, i, per tant, 
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podria ser que estiméssim un rendiment superior al real, pel simple fet que les principals 

diferències vinguin de l’origen d’aquestes dades. També pot passar el cas contrari, que un 

model tingui un rendiment correcte, però el fet de no tenir en compte el centre, faci que el 

rendiment estimat acabi essent inferior al que té realment. En l’article hem explicat pas a pas 

i de forma pretesament pràctica com es poden produir aquests efectes i les diferents formes 

de tractar-los.  

Com a limitació, podríem considerar que centrar l’efecte a només el centre, pot limitar la 

representativitat del model a la població general, ja que només tindrà en compte les 

diferències calculades en aquests centres. En alguns casos podria ser necessari controlar a 

més per altres efectes. Una altra limitació és que seria possible que els efectes del centre i els 

efectes reals a les dades siguin col·lineals, cosa que faria que la separació d’aquests efectes 

seria impossible amb els nostres mètodes mostrats. 

Per acabar, voldria remarcar la importància que pot tenir el fet de controlar els efectes del 

centre en l'etapa d’estimació del rendiment del model. I si bé en l'àmbit teòric és impossible 

extreure tots els efectes potencials que pot tenir el centre, sí que és altament recomanable 

extreure el màxim possible d’efecte per tal de poder proporcionar estimacions més realistes. 

Precisament per això, per fer el pas més senzill, hem creat un paquet de molt fàcil ús i que 

permet fer aquest ajustament de forma molt ràpida, el paquet anomenat 

“multisite.accuracy”. 

 

Article 2: Combining MRI and clinical data to detect high relapse risk after the first episode 

of psychosis 

En aquest estudi, vam crear una eina d’aprenentatge automàtic basada en imatges de RM 

cerebral per tal de detectar aquells pacients amb un risc alt de recaiguda després de patir un 

primer episodi psicòtic. Per a fer-ho vam utilitzar una cohort de 227 subjectes que havien patit 

un PEP. El model va ser capaç de detectar correctament els pacients en alt risc de recaiguda. 

El perill de recaiguda va ser 4,58 vegades superior en subjectes estimats d’estar en alt risc en 

comparació als que havien estat detectats com a baix risc. És per això que aquest estudi va 

aconseguir l’objectiu de crear una eina que pugui ajudar al professional aportant-li una 
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informació extra que pot ser valuosa. Aquesta informació és especialment útil en les etapes 

primerenques de la malaltia, ja que permet al professional clínic tenir una eina que li indiqui 

una informació que li permetria ajustar el tractament profilàctic, que d’altra manera només 

es podria ajustar després de diverses recaigudes del pacient. Si la prevenció prèvia a 

l’ajustament correcte del tractament és dèbil, això podria implicar que els pacients en un risc 

alt de recaiguda podrien experimentar diverses recaigudes; per contra, els pacients que 

estiguin classificats com a baix risc podrien experimentar efectes adversos a la medicació si 

s’utilitzés un tractament preventiu massa fort. De totes maneres, qualsevol ajustament del 

tractament sempre hauria de seguir el principi de “primer no perjudicar”, especialment tenint 

en compte que en la nostra cohort el 85% dels pacients estimats com a alt risc, no van recaure. 

Tot i que els resultats són esperançadors, vull fer un incís, ja que aquesta eina desenvolupada 

per a la tesi, caldria ser sotmesa a una validació extensa prèviament a qualsevol recomanació 

per ser utilitzada en la pràctica clínica. Desafortunadament, és comú que els resultats d’un 

estudi no es puguin replicar quan es pretén aplicar a unes noves dades 120, i el nostre estudi 

podria patir el mateix problema. Per a poder facilitar aquesta replicació i seguint les 

recomanacions d’estudis previs 121, hem decidit proporcionar una eina en línia senzilla per a 

facilitar a altres investigadors comprovar els resultats en les seves pròpies dades. Dit això, 

crec que aquest estudi pot proporcionar un nou pas cap a una potencial aplicació de les 

tècniques basades en l’aprenentatge automàtic en la pràctica clínica, sempre entesa com a 

una eina de suport a l’especialista. 

També és important, tenir en compte que podria ser útil complementar aquesta eina que 

proporcionem amb altres tècniques que permetin actualitzar el risc de recaiguda durant el 

seguiment, ja que per exemple en un estudi previ ja s’ha demostrat que en altres trastorns, 

com ara el trastorn bipolar, els subjectes en què en un any no han tingut cap recaiguda, el seu 

risc de recaure a un any vista és molt inferior a altres subjectes 122. 

Un fet diferencial d’aquest estudi que crec que cal tenir en compte, és que ens hem centrat a 

detectar els pacients amb un primer episodi psicòtic que es troben en un alt risc de recaiguda. 

La majoria d’estudis fins ara s’havien centrat a trobar controls sans amb risc de tenir algun 

episodi psicòtic 88,123. I més concretament, d’estudis centrats a utilitzar dades de RM cerebral 
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per predir el risc de recaiguda en pacients amb un primer episodi psicòtic no se n’han realitzat 

que coneguem.  

En la població general, tal com he mencionat, sí que s’han realitzat molts estudis per tal de 

detectar aquells subjectes en risc incrementat de patir psicosi, i algunes eines requereixen 

introduir poca informació per tal de fer una avaluació inicial. N'és un exemple l’eina de 

detecció Psychosis Polirisk Score (PSS) 124 que només demanant pocs factors de risc ja ha 

demostrat en un estudi pilot de proporcionar un funcionament adequat per al món real 125. 

En aquest estudi, vàrem seguir un pas previ per a escollir els paràmetres de l’algorisme 

d’aprenentatge automàtic. Per a fer-ho, vam optar per agafar dues bases de dades 

completament separades de les dades on aplicaríem el model final. D’aquesta manera 

aconseguíem que la decisió dels paràmetres quedés completament al marge de les dades 

usades finalment. Aquests paràmetres consistien en incorporar dades de substància grisa i 

blanca, conjuntament amb les seves imatges modulades, amb un suavitzat amb un nucli 

σ=4 mm, i fer servir un procés d’“ensemble learning” a nivell de vòxel. A més, vam considerar 

augmentar la mida del vòxel per reduir la complexitat dels càlculs i així reduir el temps de 

processat, i vam poder constatar que aquesta reducció no afectava especialment el 

rendiment dels models, però sí que contribuïa a una millora important en el temps de 

processament dels models. Aquest pas, també crec que és rellevant remarcar-lo, ja que els 

paràmetres trobats són extrapolables a altres estudis centrats en la predicció on s’utilitzin 

tècniques d’aprenentatge automàtic sobre dades de RM. 

Tot i l’alegria que ens desperten els resultats trobats, aquest estudi no està exempt de tenir 

limitacions importants. Primer de tot, tot i que és comú de qualsevol estudi on s’hagi de fer 

un mostreig de pacients, cal remarcar que la mostra obtinguda pot variar de la mostra de 

pacients  al món real, ja que no s’han inclòs aquells pacients que no han volgut participar en 

l’estudi o que no complien els requisits d’inclusió. Segon, per molt que tinguem una mostra 

de 227 pacients seguits durant entre 18 i 24 mesos, només hi ha hagut 16 recaigudes. Això és 

inferior a estudis anteriors 122,126,127. Hem pogut comprovar que la diferència en el 

percentatge de recaigudes és degut al fet que el criteri que hem seguit per definir una 

recaiguda és més estricte que els estudis anteriors, on consideraven com a recaiguda una 

hospitalització. Hem intentat replicar aquest criteri de recaiguda, però no ens ha estat 
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possible aconseguir la informació de les hospitalitzacions per a tots els centres de la nostra 

mostra. Tercer, la significació estadística és limitada, i això ve probablement donat pel 

nombre limitat de recaigudes en la mostra. Hem calculat, malgrat això, que el poder estadístic 

per detectar un risc de recaiguda de 4,5 tal com hem assolit nosaltres seria d’un 72%, força 

propera al 80% que se sol requerir en el moment de calcular la mida de mostra. Quart, 

algorismes més avançats com els basats en xarxes neuronals podrien detectar patrons més 

complexos en les dades, però aquests solen necessitar mostres més grans per tal de tenir un 

rendiment acceptable. Cinquè, el llindar que hem considerat per classificar pacients en alt o 

baix risc ha estat tenir HR superior o inferior a 1 respectivament. Aquest llindar l’hem escollit 

per simplicitat, però podria variar en futurs estudis de validació, i situar-se en un altre valor 

més bo. Per últim, no hem pogut incloure alguna informació que podria ser rellevant per a la 

predicció, com és l’adherència a la medicació, el funcionament premòrbid o el temps que 

passa entre els primers símptomes psicòtics i l’inici del tractament (DUP). 

Finalment, aquest estudi representa un pas més cap a l’aplicació translacional dels mètodes 

de neuroimatge en salut mental. Contràriament a la tendència majoritària de fer servir els 

models de predicció en neuroimatge per classificar entre diagnòstics, nosaltres ens hem 

centrat més en la utilitat clínica que podria tenir un mètode per estimar l’evolució individual 

d’un pacient, més concretament el risc que torni a patir un brot psicòtic. Aquesta eina, en lloc 

de trobar biomarcadors robustos, se centra principalment a ser útil, és a dir en proporcionar 

una eina al professional clínic que li pugui ser útil per als seus pacients. I tal com diu el títol de 

la tesi, els resultats d’aquest treball poden permetre fer un pas més cap a la medicina 

personalitzada en els trastorns mentals. 
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8. CONCLUSIONS 

 

1. Quan es crea un model de predicció amb dades que provenen de diferents centres, 

existeixen efectes del centre que esbiaixen l’estimació de la precisió del model, encara 

que s’hagin usat mètodes per eliminar les diferències entre centres. 

 

2. Existeixen com a mínim dos mètodes per evitar aquest biaix: un basat a estimar la 

precisió separadament per a cada centre i després meta-analitzar, i un altre basat a 

incloure el centre com a covariable en l’estimació de la precisió. 

 

3. Proporcionem a la comunitat científica un paquet d’R amb aquests dos mètodes per 

tal que altres grups puguin estimar la precisió dels seus models de predicció amb 

dades multicèntriques sense el biaix relacionat amb els efectes del centre. 

 

4. Es pot aconseguir un augment de precisió dels models de predicció basats en dades 

de ressonància magnètica cerebral estructural mitjançant la combinació de substància 

blanca i grisa modulada i no modulada, així com mitjançant l’ús de mètodes de mitjana 

de meitats del cervell (voxel-based ensemble). 

 

5. En els models de predicció basats en dades de ressonància magnètica cerebral 

estructural, el submostreig de vòxels disminueix substancialment el cost 

computacional sense afectar la precisió. 

 

6. Proporcionem a la comunitat científica un paquet d’R per a crear fàcilment models de 

predicció a partir de dades clíniques i de ressonància magnètica cerebral estructural 

amb les optimitzacions descrites. 

 

7. En aquesta tesi s’ha creat un model de predicció que permet estimar el risc de 

recaiguda després d’un primer episodi psicòtic a partir de dades clíniques i de 

ressonància magnètica cerebral estructural. 
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8. La precisió de les prediccions és major en aquest model, que combina dades de 

ressonància magnètica cerebral estructural i dades clíniques augmenta la precisió de 

les prediccions, que en els models basats només en dades de ressonància magnètica 

o basats només en dades clíniques. 

 

9. Per tant, l’anatomia cerebral i la clínica aporten informació sobre l’evolució futura 

d’una persona que ha sofert un primer episodi psicòtic. 

 

10. Proporcionem a la comunitat científica les fórmules i una web per facilitar la replicació 

del model de predicció creat en aquesta tesi per altres grups. 

 

11. En cas que el model de predicció fos exitosament replicat, podria esdevenir una eina 

útil en la pràctica clínica en aportar de forma precoç informació que podria ajudar a 

individualitzar i optimitzar el tractament. 

 

12. Aquesta tesi pretén, per tant, ser un pas més cap a la medicina personalitzada en salut 

mental i la psiquiatria de precisió.  
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