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Aplicació de transformers en la detecció
d’atacs epilèptics a partir de dades

d’electroencefalograma (EEG)

Esteve Soler Arderiu

Resum– L’epilèpsia és un trastorn neurològic que afecta a més de 50 milions de persones a tot
el món i pot arribar a causar la mort. Aquests atacs queden reflectits en els senyals d’electroen-
cefalograma (EEG). Hi ha diverses bases de dades que recullen EEG de pacients, sense i amb
atacs epilèptics. Aquest treball es centra a analitzar la base de dades d’EEG [5] per tal de veure
patrons que serveixin per classificar els EEG entre senyals en els quals hi ha un atac i senyals en
què no. Per fer-ho, per una banda, s’ha creat un entorn per crear transformers i poder ajustar els
seus paràmetres. Per altra banda, s’han analitzat les dades que tenim i s’han vist que els canals que
ens donen millors resultats són tant la mitjana com els canals C3 i C4 depenent del pacient i que els
classificadors s’han de fer de manera individual, és a dir, s’han d’aprendre els comportaments de
cada pacient per separat.

Paraules clau– Epilèpsia, transformers, medicina, recerca, xarxes neuronals, anàlisi de dades,
classificació d’EEG.

Abstract– Epilepsy is a neurologic disorder that affects more than 50 million people worldwide and
may even cause death. Seizures are reflected on the electroencephalogram (EEG) signals. There
are multiple databases about patientwise epilepsy EEG data, both with and without seizures. This
article focuses on analyzing the database [5] to find patterns that are useful for classifying the signals
containing seizures from those that do not. To that end, an environment has been developed to allow
for easy implementation and adjustment of transformer networks. At the same time, the provided
database has been analyzed, and it has been found out that the most useful channels are either an
average of every channel or channels C3 and C4 depending on the patient, and the classification
models must be tailored to the patient, that is, each patient needs its model to be trained from its
own data.

Keywords– Epilepsy, transformers, medicine, research, neural networks, data analysis, EEG
classification.

✦

1 INTRODUCCIÓ - CONTEXT DEL TREBALL

ELS atacs epilèptics són condicions d’activitat anor-
mal dins del cervell, que causen des de períodes
curts d’absència fins a convulsions a tot el cos, i

en alguns casos poden arribar a causar la mort de la vícti-
ma [1]. Com més freqüents siguin aquestes, més risc hi ha
de patir de més severs. L’Organització Mundial de la Salut
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(OMS) estima que actualment hi ha més de 50 milions de
persones a tot el món que pateixen atacs epilèptics.

Segons la literatura, aquests atacs queden reflectits a par-
tir de senyals d’electroencefalograma (EEG) [2] obtinguts
dels pacients. Aquests es corresponen directament amb els
senyals aconseguits del cervell i, per tant, inclouen la infor-
mació tant dels patrons com de la seva intensitat.

Un sistema de detecció d’atacs epilèptics té les següents
parts: la recopilació de dades, el seu processament, l’aplica-
ció dels sistemes de machine learning als EEG i finalment
l’avaluació dels resultats. Aquests sistemes es poden cen-
trar en dos objectius: predicció o classificació. En el cas de
la predicció, el model hauria d’aprendre a detectar quan el
pacient està a punt de tenir un atac, mentre que en classifi-
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car només cal determinar si el senyal del cervell que es rep
es correspon a un atac epilèptic o no.

A la literatura s’han utilitzat diversos mètodes per classi-
ficar EEG i trobar els atacs epilèptics: les ANN, les SVM,
els arbres de decisió i els random forests com s’explica a la
referència [3]. Nosaltres ens centrarem en els transformers
[4].

Quan volem classificar les dades d’EEG amb la finali-
tat de determinar si un pacient està patint un atac ens topem
principalment amb dos problemes: el desequilibri en les da-
des i els períodes d’activitat anormal abans i després dels
atacs, que referirem com a preqüeles i seqüeles respectiva-
ment. Els atacs epilèptics són esdeveniments poc habituals
i, per tant, requereixen moltes dades per a obtenir unes po-
ques mostres útils. A part, aquests solen tenir un període
d’hores abans i després de l’atac on l’activitat del cervell,
tot i no ser considerada un atac, no és la mateixa que hi
hauria en condicions de funcionament usuals. A més a més,
cada pacient pot tenir patrons d’atacs epilèptics completa-
ment diferents model separat per cada pacient, o conjunt de
pacients amb patrons similars. Tot això dificulta fer un sis-
tema autodidàctic que pugui classificar o predir si el pacient
pateix o no un atac.

L’objectiu d’aquest treball és determinar si els senyals
EEG d’un pacient en un moment donat es consideren un
atac o no. Per fer-ho necessitem, per una banda, analitzar
les dades de l’EEG: comparar diferents pacients i diversos
espais de representació (com per exemple la transformada
de Fourier); i per altra analitzar quin resultat dona l’aplica-
ció d’un transformer [4] com a eina de classificació.

Aquest article està organitzat de la següent manera. En la
secció 2 es presenten els objectius d’aquest treball. La sec-
ció 3 mostra la planificació que s’ha seguit. Dins la secció
4 s’analitzen les dades proveïdes en el dataset. A continua-
ció, la secció 5 descriu els transformers, l’estat de l’art, les
seves característiques i la implementació d’aquesta empra-
da en aquest treball. Seguidament, la secció 6 presentarà
els resultats aconseguits. Finalment, les seccions 7 i 8 ex-
pliquen les conclusions i possibles treballs futurs derivats
d’aquest article respectivament.

2 OBJECTIUS

L’objectiu d’aquest treball és determinar si un pacient està
patint un atac epilèptic a partir de les dades d’EEG obtingu-
des de la base de dades «CHB-MIT Scalp EEG Database»
[5]. Per fer-ho necessitem:

1. Analitzar les dades de diferents pacients per determi-
nar si es comporten iguals, diferents o hi ha grups amb
patrons similars.

2. Analitzar els diferents canals de l’EEG per determinar
si alguns són més o menys representatius.

3. Analitzar els espais de representació alternatius, com
per exemple la transformada de Fourier.

Volem determinar si els transformers són bones eines per
classificar els senyals d’EEG d’un pacient i decidir si està
patint un atac. Això implica:

4. Aprendre el funcionament dels transformers.

5. Implementar un transformer adaptat a les necessitats
d’aquest problema.

6. Interpretar els resultats obtinguts a partir d’aquesta im-
plementació.

Els propòsits d’aquest treball també inclouen:

7. La redacció de l’article final.

8. La preparació de la presentació.

3 PLANIFICACIÓ

La primera fase consisteix a crear un sistema per a poder
modificar de manera eficient el model de la xarxa sense ha-
ver de canviar massa codi. Aquest sistema ha de ser genèric,
no només aplicable a aquest treball, de manera que es pugui
reaprofitar més endavant si es considera necessari o útil.

Després de la primera fase hi haurà la recerca sobre els
models de xarxes transformer, que es correspon al punt 4
dels objectius. En acabar aquesta fase es coneixerà el funci-
onament bàsic d’aquest tipus de xarxes, i permetrà entendre
i modificar correctament la implementació de referència.

La tercera fase implica la familiarització amb la imple-
mentació de referència. Aquesta està formada per diverses
parts: l’anàlisi del codi original i una versió minimalista
d’aquesta feta manualment per a comprovar que realment
s’han entès les parts essencials que formen una xarxa trans-
former.

La següent fase consisteix en l’anàlisi de les dades ori-
ginals, és a dir, els punts 1, 2 i 3 dels objectius. Aquesta
inclou el processament d’aquestes abans d’utilitzar-les com
a dataset a l’entrenament de la xarxa neuronal, i també la
generació de les sortides esperades.

En la cinquena fase s’adaptarà el model de referència de
la tercera fase per a funcionar amb les dades obtingudes des-
prés del processament de la fase anterior (punt 5). El mo-
del s’implementarà de manera que funcioni amb el software
creat a l’inici del treball, perquè sigui més fàcil de modificar
els paràmetres o les capes d’aquest.

Seguidament, durant la sisena fase s’avaluaran els resul-
tats aconseguits (punt 6) i com han afectat les dades d’entra-
da a aquests. Aquí entra també la redacció prefinal d’aquest
article.

Per acabar, es polirà l’informe i es prepararà la presenta-
ció final que serà el suport digital per a la defensa d’aquest
treball. Aquestes últimes tasques es corresponen als punts
7 i 8 dels objectius.

4 DADES

Existeixen diferents datasets que proporcionen dades refe-
rents a l’epilèpsia, i més concretament a les dades d’atacs
provinents de dispositius d’EEG. En el nostre cas hem fet
servir el dataset «CHB-MIT Scalp EEG Database» [5].

El dataset «CHB-MIT Scalp EEG Database» és un re-
copilatori de dades d’EEG provinents de 24 pacients. De
totes les dades disponibles ens hem centrat en les seccions
que contenen atacs epilèptics. Aquestes s’han obtingut a
partir de la configuració d’elèctrodes que es veu a la figu-
ra 1, on cadascun dels 21 canals de dades es corresponen
a la diferència de potencial mesurada entre dos elèctrodes.
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Per exemple, els valors del canal 6 es corresponen a la di-
ferència entre el canal F3 menys el C3. En proporcionar la
diferència entre els dos valors, i no el valor absolut s’evi-
ta haver de definir un voltatge de referència, que podria no
ajustar-se bé al rang de tots els elèctrodes alhora.

Fig. 1: Topologia del sistema d’EEG.
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Fig. 3: Format de les dades proporcionades.

A la figura 2 es pot veure que en el dataset les dades s’-
han generat a una freqüència de 256Hz escanejant els 21
canals en paral·lel. En el nostre cas les dades rebudes s’han
reduït a 128Hz seleccionant una de cada dues mostres i s’ha
seleccionat una sola etiqueta per cada grup de 128 mostres

(1s) segons si hi ha o no atac epilèptic, de forma que quedin
les dades tal com estan representades en la figura 3, on ca-
da grup d’aquests s’ha anomenat paraula. Les dades sobre
les quals hem fet aquest treball són les obtingudes un cop
aplicades totes aquestes transformacions, és a dir, el que es
veu a la figura 3 a on tenim 21 canals per cada paraula (128
mostres en 1 segon). Per tant, cada paraula és una matriu de
128 mostres per 21 canals, i va lligada amb una data ano-
menada «etiqueta» que indica si la paraula representa o no
un atac.

Com que els transformers treballen amb seqüències de
paraules (frases) s’han d’extreure o generar aquestes d’al-
guna forma a partir del dataset. Per a fer-ho s’ha implemen-
tat una finestra lliscant (vegeu figura 4) sobre les paraules de
forma que es generin tantes frases com paraules hi hagi al
dataset menys la longitud de la frase. En el nostre cas, totes
les frases s’han generat amb una longitud de 5 paraules, ja
que segons la literatura, tots els atacs epilèptics tenen una
separació mínima entre ells de 5 segons [6]. D’aquesta ma-
nera generem tantes frases com sigui possible, totes amb la
mateixa longitud de 5 paraules.

Dataset Frases generades
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Fig. 4: Implementació de la finestra lliscant.

En generar les frases pot passar que les etiquetes asso-
ciades a les paraules que formen una frase no siguin totes
iguals. Per exemple, al llindar entre activitat normal i un
atac hi haurà un punt on la frase estarà formada per dues
paraules considerades normals seguides de tres etiquetades
com a atac, mentre que en acabar-se passarà el contrari.

Per això les classes de les frases són diferents de les de
les paraules individuals, i són les presentades a la taula 1, on
s’indica l’etiqueta de cada paraula amb un 0 o un 1 segons
si està classificada com a activitat normal o atac respectiva-
ment. Podem veure que en els períodes de 5 paraules que
hem triat només són possibles les combinacions descrites a
continuació.

Com es pot veure, els períodes on totes les paraules coin-
cideixen comparteixen la mateixa etiqueta que les paraules
individuals (reanomenant «atac» com a «total» per raons
explicades més endavant), mentre que a les interseccions
s’han creat dues classes extra: inici i final. Les opcions
marcades com a «altres» no tenen etiqueta definida perquè
com hem indicat abans, segons la literatura no són possi-
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TAULA 1: Etiquetes de les frases.

0 0 0 0 0 Normal
0 0 0 0 1 Inici
0 0 0 1 1 Inici
0 0 1 1 1 Inici
0 1 1 1 1 Inici
1 1 1 1 1 Total
1 1 1 1 0 Final
1 1 1 0 0 Final
1 1 0 0 0 Final
1 0 0 0 0 Final

Altres N/A

bles a causa de la duració mínima entre atacs epilèptics. En
processar aquestes dades hem comprovat que efectivament
no hi ha una sola frase amb cap etiqueta invàlida.

4.1 Model generic vs personaltizat
Un dels objectius d’aquest treball és comparar els models
generalitzats amb els personalitzats per pacient. Per això
cal analitzar les dades en conjunt i per pacient. Si analitzem
les dades en conjunt, ens trobem que hi ha el balanç mostrat
a la taula 2 en la fila inicial.

TAULA 2: Equilibri de les dades

Balanç Normal Inici Total Final
Inicial 98,24% 0,11% 1,54% 0,11%

Expandit 31,12% 5,30% 59,33% 4,25%

Com es parlava en la introducció, hi ha un desequilibri
(98.24% vs. 1.76%) i ambigüitat (preqüeles i seqüeles) en
les classes del dataset que fa que sigui complicat, si no im-
possible, d’entrenar alguns models a partir de dades d’a-
questa naturalesa.

En el model genèric no hi ha problema massa gran grà-
cies a la quantitat de paraules que hi ha en total, però al
separar les dades per pacient ens trobem que alguns models
només tenen unes 20 mostres en les classes d’inici i final.
En aquests casos s’ha ampliat el conjunt de dades aplicant
una finestra lliscant a les seqüències contigües de parau-
les amb labels anormals (inici, total i final). Un exemple
d’aquest mètode es pot veure en la figura 5, on es veu l’ex-
pansió d’un període d’inici, total i final (no a escala). Un
cop aplicada la generació de paraules queda el balanç que
es mostra en la taula 2 a la fila expandida.

Tot i això, encara existeix un desequilibri important que
cal adreçar abans d’enviar les dades al model per entrenar-
lo. Si no ho féssim, la xarxa aprendria que en classificar tot
com a la classe dominant obtindrà millor puntuació que en
intentar classificar-ho correctament i, per tant, no entrenarà
res. Això es pot fer amb les tècniques habituals utilitza-
des en machine learning, com ho són l’oversampling [7],
l’undersampling [7] o generació de dades a partir de l’algo-
risme SMOTE [8].

La tècnica d’oversampling consisteix a duplicar elements
del dataset fins que estigui més o menys equilibrat. L’avan-
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Fig. 5: Exemple de generació de frases extra. Cada requa-
dre representa una paraula. Els requadres grisos són les da-
des originals.

tatge que té és que no perds dades del dataset, però el desa-
vantatge principal és que s’acaba amb un dataset molt més
gran que l’original sense aportar cap informació de més, a
part de córrer el risc que el model s’aprengui de memòria
les mostres minoritàries (overfitting).

En canvi, l’undersampling consisteix a fer el contrari,
és a dir, treure elements del dataset fins que estigui més
o menys equilibrat. A part que es perd informació, en el
nostre cas hauríem de descartar el 99.56% de les dades del
dataset.

L’algorisme SMOTE genera mostres que no s’hagin vist
a partir de les dades ja existents. L’avantatge és que no
hi ha duplicats i, per tant, totes les mostres són vàlides,
mentre que els inconvenients són els mateixos que amb
l’oversampling a més del perill de generar mostres que no
s’adaptin bé als patrons reals a causa de la falta de dades
suficients.

D’entre totes aquestes tècniques no hi ha cap que s’ajusti
bé al nostre cas d’ús per les raons explicades anteriorment.
Aquesta tècnica aplicada consisteix a passar-li als models el
pes que té cada classe sobre el total de forma que el mateix
model s’ajusti a cada classe. Com que hem aplicat aquests
pesos a les dades d’entrenament, també les hem aplicat a les
dades amb les quals hem fet les proves per tal d’obtenir uns
resultats justos.

Per poder classificar les dades per pacient, primer hem
intentat classificar els pacients en grups amb un comporta-
ment similar. Un possible factor determinant en la classi-
ficació dels patrons d’entrada són els quartils obtinguts a
partir de totes les mostres, és a dir, el punt mitjà de les da-
des i els que fan 25% i 50% per cada banda (sense comptar
els outliers) de forma que el total sumi el 100%. En general
s’han pogut identificar tres grups de patrons:

(a) Durant l’atac epilèptic es detecta una diferència subs-
tancial en un o més canals.

(b) Durant l’atac epilèptic els patrons es comporten a la
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(a) (b) (c)

Fig. 6: Exemples dels quatre patrons. Les barres blaves indiquen activitat normal, mentre que les taronja es corresponen
amb atacs epilèptics.

inversa que al grup (a).

(c) Es detecten anomalies com per exemple una asimetria
visible a ull nu.

A la figura 6 es pot veure un exemple per cada grup de
patrons on es veu clar que fer un model generalitzat és com-
plicat, si no impossible. Cada pacient té atacs epilèptics
d’una manera diferent que moltes vegades no es correspon
amb la resta de casos [9]. De fet, alguns patrons considerats
com a atac epilèptic per a un pacient són etiquetats com a
activitat normal en d’altres. De totes maneres s’ha intentat
obtenir un model generalitzat per als 24 pacients.

4.2 Senyals d’entrada
En la literatura hi ha diverses teories sobre quins elèctrodes
són els més rellevants per als atacs epilèptics. En alguns
llocs s’indica que la mitjana ja serveix, mentre que en d’al-
tres es mencionen els elèctrodes C3 i C4 (canals 6 i 7 pel
C3, 10 i 11 pel C4) [10].

Si examinem de nou la figura 6 podem veure que en els
patrons (a) sí que hi ha una diferència significativa en els
canals 6-7 i 10-11, encara que la diferència es veu clara en
tots els canals. En el grup (c) passa com en el primer grup:
hi ha una diferència visible a simple vista.

En canvi, en el grup (b) no es veu cap diferència a simple
vista, per tant, deduïm que per aquest grup serà complicat
aconseguir resultats en el model. De fet, cap canal presenta
una variació suficient. En aquest cas és quan possiblement
calgui canviar l’espai de representació per facilitar la feina
a la xarxa.

4.3 Espais de representació
Una altra forma de veure les dades fàcilment és pensar en
les dades com un fitxer d’àudio amb vint-i-un canals, on
cada canal d’aquests escolta una part diferent del cervell.

Fig. 7: Activitat normal vs 2 atacs epilèptics.

En analitzar el dataset des d’aquest punt de vista podem
distingir fàcilment entre atacs epilèptics i activitat normal,
tant escoltant les mostres originals com a àudio com exa-
minant l’espectrograma de la figura 7 que genera el mateix
fitxer.

Qualsevol àudio està format per un sumatori d’ones si-
nusoidals. Aquestes defineixen les freqüències del so, així
com les fases d’aquestes. Si considerem que els senyals
elèctrics del cervell són anàlegs als sons, aleshores té sen-
tit extreure les freqüències de les mostres d’entrada, ja que
en teoria representen la mateixa informació, però mostrada
d’una forma diferent. Aquesta descomposició es correspon,
efectivament, a la transformada de Fourier. Sabent això s’-
han generat les transformades de Fourier a partir de cada
una de les paraules d’entrada de manera que es manté par-
cialment la dimensió temporal.

A la figura 8 hi ha representades les freqüències i inten-
sitats dels 21 canals de dades dels mateixos pacients que en
la figura 6. Aquí es poden veure les diferències entre l’ac-
tivitat habitual i els períodes epilèptics, on queda demostrat
que no només varia la desviació estàndard, sinó que també
ho fa la freqüència en menor mesura.
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(a)

(b)

(c)

Fig. 8: Transformades de fourier de les mateixes dades que
a la figura 6.

En canviar l’espai de representació al de les freqüències
tenim aparentment el mateix problema que en el domini del
temps, i és que pel grup (b) segueix sense haver-hi una di-
ferència òbvia entre els patrons normals i d’atac. Amb això
cal pensar que potser no obtindrem millors resultats a partir
de les dades en aquesta representació.

4.4 Conclusions de les dades

A la següent secció veurem com s’ha fet la implementació
dels models a partir de les dades analitzades. Segons els
resultats de l’anàlisi podem fer un model generalitzat i un
per cada pacient (hi ha 24). A part, per cada model es crearà
un altre en l’espai de representació alternatiu; i cada model

d’aquests es provarà, tant amb la mitjana de tots els canals,
com amb només amb C3 i C4. En total hi haurà 100 models
diferents.

5 TRANSFORMERS

Les xarxes neuronals de tipologia transformer s’originen
principalment en la traducció automàtica de texts. Aquest
tipus de xarxes accepten generalment com a entrades se-
qüències ordenades de dades amb un significat coherent,
com ho són clarament les sentències del llenguatge natu-
ral; i generen una seqüència ordenada de sortida, com es
veu a la figura 10. Les parts encarregades de transformar
aquestes seqüències a la representació interna i viceversa
són l’encoder i el decoder respectivament. A la figura 9,
aquestes capes es corresponen als grups de subcapes que es
veuen requadrats a l’esquerra per l’encoder i la dreta pel
decoder.

D’entre les capes principals hi ha les capes anomena-
des d’embedding i de codificació posicional, que es troben
abans de l’encoder i el decoder i s’encarreguen de transfor-
mar la seqüència d’entrada a la representació interna de la
xarxa, que en el cas de la traducció automàtica es corres-
pondria al significat i les relacions entre les paraules i els
altres elements de la frase.

En el nostre cas el decoder no genera una seqüència, si-
nó simplement una sola sortida indicant la classe a la qual
pertany. L’encoder en canvi, sí que hauria d’acceptar se-
qüències de mida variable, ja que no tots els atacs tenen
la mateixa durada, però per simplicitat només s’han agafat
seqüències de mida fixa. Aquest tipus de model de trans-
former s’anomena un transformer de seqüència-vector.

És per això que interessa tenir les dades totes seqüenci-
alment, retallades a trossos de mides vàries, i classificades
segons hi hagi un atac epilèptic present o no. Seguint amb
l’analogia del llenguatge natural, cada ítem generat es pot
considerar com una paraula o frase d’entrada.

Això suposa un problema bastant gran en la primera capa
de la xarxa neuronal: l’embedding. A aquesta capa, les da-
des d’entrada es transformen de manera que cada paraula
de la frase d’entrada es converteix en un vector on cada po-
sició és una possible paraula del vocabulari. És a dir, que
si cada mostra (float32) es considera una paraula, hi hauria
232 possibilitats i, per tant, cada paraula en el batch genera-
ria 16GiB de dades. Si considerem que una frase són 128
mostres la qüestió empitjora exponencialment, fins a arribar
a l’ordre de 101300 GiB.

Una solució parcial és reduir els float32 a bfloat16 de ma-
nera que ocupin la meitat, i generar frases més llargues amb
paraules formades per una sola mostra, obtenint així un em-
bedding amb dimensió 65536. Aquesta solució no és bona
perquè genera moltes dades innecessàries per al funciona-
ment de la xarxa.

La solució correcta ha estat adonar-se que les dades ja
estan en un espai continu i, per tant, la capa d’embedding no
té sentit. Aquesta s’ha de canviar per una capa linear, sobre
la qual s’han hagut d’aplicar unes transformacions extra per
a ajustar les dimensions dels tensors com si es tractés de
l’embedding original.

En generar vectors, i no seqüències, la part del decoder
no és necessària i s’ha eliminat, simplificant així el model
de la xarxa considerablement. En fer això s’ha hagut de
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connectar directament les sortides del encoder a les capes
finals de la xarxa, que normalment estarien connectades al
decoder.

5.1 Estructura

Fig. 9: Model original dels transformers. Els grups de la es-
querra i la dreta són l’encoder i el decoder respectivament.

El model utilitzat comença amb la capa d’embedding,
que per les raons comentades anteriorment s’ha canviat a
una capa linear. En un model orientat a la traducció del
llenguatge natural, aquesta capa s’encarrega d’assignar el
significat a cada paraula de la frase d’entrada. Aquesta capa
té la gran majoria dels paràmetres de la xarxa.

Seguidament, hi ha una capa de codificació posicional,
que relaciona el significat obtingut anteriorment amb la po-
sició en què es troba, de manera que es manté el significat
derivat de l’ordre de les paraules.

Després d’aquesta capa hi ha l’encoder del transformer.
Aquí és on hi ha el multihead attention i el funcionament
intern dels transformers.

Internament, el transfomer fa servir el mecanisme de self-
attention per a relacionar paraules que individualment tenen
un significat determinat, però que en aparèixer juntes creen
una nova paraula. Per exemple, la frase «banc de peixos»
està formada per les paraules «banc» i «peixos». La paraula
«Banc», per separat té diferents significats: banc financer,
banc per asseure’s, i d’altres menys comuns com ho són
els bancs de peixos, o bancs de sorra. Sense cap mena de
context per a seleccionar el significat correcte la xarxa triarà
el més comú, és a dir el banc financer, que en aquest cas és
incorrecte. El mecanisme d’atenció s’encarrega que això no
passi relacionant uns valors al significat de cada paraula que
aconsegueixen fixar el significat correcte en cada cas.

En la figura 9 podem veure que el model de transformer
té les sortides correctes també com a entrada. Això es fa per
a agilitzar el procés d’entrenament. En tenir les entrades i

Fig. 10: Exemple d’ús dels transformers en traducció.

les sortides es pot fer el que es coneix com a teacher for-
cing, que consisteix a entrenar en paral·lel cada una de les
paraules de sortida a partir de totes les paraules correctes
que les precedeixen. És a dir, que cada paraula s’entreni a
partir de la seqüència correcta que la precedeix, i no amb la
generada per la xarxa. D’aquesta manera s’evita la cadena
de dependències que genera la seqüencialitat del llenguatge
natural, o en el nostre cas les dades temporals.

Finalment, com que la modalitat de seqüència-vector no
té decoder com a tal, la sortida està formada directament
per les capes finals del transformer original, que són una
capa linear seguida d’un log-softmax.

5.2 Implementació
Per a poder fer proves i modificar la xarxa fàcilment s’ha
implementat una capa de software que a partir d’un fitxer de
configuració i un codi font auxiliar genera el model, i pro-
porciona una interfície des de la línia d’ordres per a mostrar
l’estructura interna i iniciar l’entrenament. A l’annex 2 es
pot veure una configuració d’un dels models utilitzats en
aquest treball.

El fitxer de configuració accepta unes quantes directives,
les quals defineixen el model en si, cada una de les capes,
i les accions a executar en la funció forward de la xarxa.
L’entrenament de la xarxa necessita un fitxer auxiliar on hi
ha d’haver la funció que implementa tot el procediment del
train.

Tota l’estructura del fitxer de configuració que el gene-
rador de models no ha reconegut es passa a la funció de
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train per a proporcionar una forma senzilla de configurar el
procés d’entrenament.

6 RESULTATS

En la taula 3 es poden veure els resultats obtinguts per ca-
da model si s’ajunten les classes d’«inici», «total» i «final»
en una anomenada «atac». Els resultats complets es poden
veure a les taules 4 i 5 ubicades en l’annex 1.

Com hem mencionat abans, hi ha quatre branques: la
mitjana i els canals C3-C4, i per cada un d’aquests la ver-
sió amb les dades en el domini del temps i la versió amb
la transformada de Fourier. Tots els resultats dels models
individuals s’han aconseguit a partir de les dades esteses
explicades a la secció de dades (4).

Tots aquests resultats s’han obtingut a partir de la mitjana
de les matrius de confusió resultants després d’entrenar els
models amb la tècnica K-fold on K = 5.

Sigui vclasse la puntuació de cada classe; i siguin n, i,
a, f les classes «normal», «inici», «total» i «final» respec-
tivament, i amb subindex K, cada columna de cada pacient
està definida de la següent manera:

vn =

∑5
k=0 nk

5

vi =

∑5
k=0 ik
5

va =

∑5
k=0 ak
5

vf =

∑5
k=0 fk
5

Si definim nclasse
k com el percentatge de mostres clas-

sificades com a «normal» tot i pertànyer a classe alesho-
res, la columna que combina les tres sortides no-«normal»
(«atac») es pot definir com:

vn = 1−

∑5
k=0

[
ni
k + na

k + nf
k

]
5

En les taules de l’annex hi ha diverses puntuacions infe-
riors al 25% en les classes d’«inici», «total» i final. Aques-
tes puntuacions indiquen que pels elements que pertanyen a
aquesta classe és més efectiu generar nombres aleatoris que
no pas fer servir aquests models.

6.1 Models generalitzats
Inicialment, s’ha entrenat un model amb les dades originals
de tots els pacients per comprovar si realment val la pena
generar models genèrics o no. Aquest model ha resultat
tenir molt baix rendiment, cosa que reafirma el fet que les
dades varien molt entre pacients, i els patrons classificats
com a «atac» d’un pacient poden ser benignes en un altre.

Si només classifiquéssim segons si alguna paraula té atac
o no (és a dir, fent servir la columna d’«atac»), aleshores

1Un o més epochs no ha retornat resultats a alguns valors. Aquests
valors s’han calculat com a inexistents i, per tant, la puntuació mostrada
pot ser lleugerament diferent de la real.

2El model ha resultat ser massa gran per a entrenar-lo en la màquina
proporcionada i, per tant, no tenim resultats sobre aquest.

té aproximadament el mateix rendiment que els models in-
dividuals per la classe «atac», però el problema ve a l’hora
de classificar correctament les frases on no hi ha cap atac,
on els resultats baixen fins a un 30% (el mínim de l’altra
etiqueta és de 75%), que és per sota del llindar sota el qual
és millor generar nombres aleatoris en una classificació bi-
nària (50%).

Aquest model s’ha entrenat amb les dades originals, sen-
se expandir-les. Això pot ser un factor important en el ren-
diment del model, però expandir totes les dades disponibles
generaria un model que no seria factible d’entrenar per cul-
pa del temps que trigaria, de l’ordre d’una setmana.

6.2 Models individuals
En dividir les dades per pacient per a entrenar els models
individuals, trobem que les categories d’inici i final es que-
den amb només unes 20 mostres per a tot el model (tant
train com test). Per això, tots els models individuals s’han
entrenat amb les dades esteses.

En analitzar els resultats obtinguts en els models perso-
nalitzats descobrim que les puntuacions varien molt entre
un pacient i l’altre (36% vs. 96%). Segons la classificació
anterior dels tres tipus de patrons podem pensar que cada un
d’aquests es correspon a un grup de resultats més o menys
semblant, i precisament aquest ha resultat ser el cas.

Els patrons de la classe (b), per exemple, tenen tots bas-
tant mala puntuació (entre 36% i 81% segons la classe),
però no es pot validar que sigui un resultat generalitzat pel
fet que només hi ha tres pacients en aquest grup.

Dins del grup (c) passa una cosa semblant: la puntuació
és de les millors assolides (de 96% i 90%), cosa que té sen-
tit, ja que la diferència és clara en tenir rangs asimètrics en
paraules marcades com a «atac». En aquest grup s’accen-
tua més el problema del grup anterior perquè només hi ha
un sol pacient.

Passant al grup (a), trobem que tots els models acon-
segueixen uns resultats similars. Classificant només entre
«normal» i «atac» trobem que les puntuacions oscil·len en-
tre 75% i 90% per la classe «normal» i entre 85% i 95% per
l’altra classe, si descartem els outliers.

Si comparem els resultats obtinguts amb les dades origi-
nals respecte als models entrenats amb les transformades de
Fourier, podem veure que en la majoria dels casos la pun-
tuació és inferior (baixant fins a un 27%), tot i que no és
constant entre pacients ni entre classes dins del mateix pa-
cient.

Com que la transformada de Fourier inclou tant les fre-
qüències com les fases, no hi ha pèrdua d’informació apa-
rent, com a mínim dins de les paraules individuals. Com
que es tracta d’una seqüència contínua aleshores pot pas-
sar que entre una paraula i la següent desaparegui part de la
informació.

Hi ha un nombre de casos contats on la transformada
ha donat més bon resultat que les dades originals (com per
exemple el pacient n. 10), però aquests marges són en gene-
ral prou petits per a tractar-se d’efectes secundaris de l’en-
trenament de la xarxa.

Si entrenem els models amb els canals relacionats amb
els elèctrodes C3 i C4 trobem que passa el mateix que amb
la transformada de Fourier, és a dir, els models tenen ge-
neralment pitjor puntuació. En aquest cas, però, sí que hi
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TAULA 3: Resultats obtinguts en els models entrenats. La última fila es correspon al model genèric.

Grup Num. Mitjana Mitjana FFT C3-C4 C3-C4 FFT
patr. paci. Normal Atac Normal Atac Normal Atac Normal Atac
(a) 1 90.78% 90.39% 80.32% 80.23% 82.49% 97.82% 88.97% 97.63%
(a) 2 72.67% 95.40% 70.69% 90.94% 61.46% 82.15% 65.94% 88.84%
(a) 3 74.80% 89.68% 68.90% 85.37% 75.43% 86.91% 87.73% 86.97%
(a) 4 82.67% 90.94% 85.45% 89.54% 80.76% 81.15% 92.43% 77.75%
(a) 5 84.18% 93.15% 81.11% 85.56% 55.26% 77.88% 86.18% 89.54%
(a) 7 89.09% 93.71% 91.11% 92.60% 93.45% 87.88% 95.24% 89.94%
(a) 8 76.18% 89.84% 81.54% 81.38% 70.18% 77.18% 95.17% 77.70%
(a) 9 93.58% 94.41% 94.16% 87.64% 85.14% 85.69% 91.40% 91.35%
(a) 10 82.51% 84.82% 91.76% 95.48% 78.35% 79.95% 96.86%1 79.38%
(a) 11 90.05% 77.72% 85.17% 72.21%1 98.62% 67.32% 92.85% 74.88%
(a) 13 84.55% 83.85% 70.89% 80.44% 59.91% 78.01% 82.39% 90.12%
(a) 14 86.31% 80.83% 89.38% 81.10% 85.73% 91.32% 79.11% 95.33%
(a) 16 67.92% 87.96% 81.27% 89.76% 68.39% 90.73% 74.96% 89.73%
(a) 17 79.41% 94.24% 77.71% 92.27% 75.17% 87.10% 85.06% 91.11%
(a) 18 72.43% 91.68% 74.07% 83.39% 77.11% 85.00% 83.25% 91.76%
(a) 19 94.76% 95.02% 86.81% 96.56% 87.52% 93.01% 85.36% 95.54%
(a) 20 75.15% 88.61% 62.26% 88.24% 76.50% 94.52% 72.51% 96.16%
(a) 21 89.58% 94.15% 76.02% 93.23% 83.69% 89.05% 64.18% 90.74%
(a) 22 76.03% 95.68% 81.87% 93.97% 75.75% 86.86% 71.89% 86.69%
(a) 23 77.92% 90.67% 76.48% 88.54% 85.17% 91.56% 89.27% 95.35%
(b) 6 36.58% 74.49% 27.86% 74.71% 44.99% 73.39% 74.95% 78.11%
(b) 12 48.53% 74.19% 28.20%1 73.60% 38.36% 72.45% 60.28% 75.48%
(b) 15 39.32% 81.16% 44.95% 82.19% 83.21% 81.13% N/A2 N/A2

(c) 24 96.61% 90.89% 89.28% 80.94% 85.19% 92.66% 81.24% 90.42%
N/A N/A 30.07% 85.64% 27.56% 75.00% 29.51% 83.90% N/A2 N/A2

ha uns quants models que mostren una millora d’un 10%
en alguna de les dues classes mentre mantenen o redueixen
lleugerament l’altra.

Dins el grup (b), els models entrenats amb només els ca-
nals C3 i C4 obtenen puntuacions superiors (entre un 10% i
un 45%) a la mitjana de tots els canals.

Finalment, els models entrenats a partir de les transfor-
mades de Fourier dels canals C3-C4 han millorat general-
ment la puntuació d’una classe mentre que l’altra ha empit-
jorat, deixant la mateixa mitjana més o menys en la puntua-
ció general del model. Així i tot, els models que pertanyen
al grup (b) han millorat encara més la puntuació obtingu-
da anteriorment arribant a obtenir fins a un 50% més que la
versió amb la transformada de la mitjana.

Casos especials inclouen els n. 10, 11 i 12, on alguna
iteració d’algun model no ha retornat alguna sortida i, per
tant, la puntuació assolida pot ser una mica diferent de la
real; i el pacient n. 15 i el model generalitzat on per a la
transformada dels canals C3 i C4 no els hem pogut entrenar
perquè el hardware no tenia prou memòria tot i ser el més
potent orientat als consumidors.

7 CONCLUSIONS

En aquest treball s’ha analitzat el rendiment de les xarxes
neuronals de tipus transformer aplicades a la classificació
de senyals neuràlgiques aconseguides a través d’un elec-
troencefalograma, per a la detecció de períodes epilèptics.
Les dades utilitzades s’han passat tal qual i amb processa-
ment per avaluar l’efecte del processat, més concretament

la transformada de Fourier, en el rendiment de les xarxes.
També s’ha analitzat el funcionament dels transformers i
s’ha generat un model que s’ha entrenat per cada cas expli-
cat en aquest treball.

A partir de l’anàlisi de les dades hem pogut identificar
tres grups de patrons i així poder classificar inicialment els
pacients. Un cop analitzats els resultats obtinguts hem com-
provat que efectivament hi ha molta diferència en entrenar
els pacients d’un grup a un altre. Per exemple, en el grup
(b) on les diferències entre pacients vistes en la figura 6 són
mínimes hem vist que el model és bastant dolent en detec-
tar períodes d’activitat normal mentre que en seleccionar
només uns canals determinats (C3 i C4) i aplicar la trans-
formada el resultat ha millorat considerablement.

Amb això deduïm que alguns pacients tenen atacs epilèp-
tics amb patrons que afecten generalment a tot el cervell, i
que en aquests casos el model bàsic ja és suficient. També
hi ha altres casos on l’atac està més concentrat en només
una part del cervell, mentre que la resta segueix activitat
relativament normal i per això en generar models amb la
mitjana la xarxa té dificultats en distingir els períodes d’ac-
tivitat normal dels atacs epilèptics.

A més a més, en aplicar la transformada de Fourier cal
tenir en compte quines dades estem passant. D’entre tots
els models entrenats amb la transformada, els que s’han fet
a partir de la mitjana han obtingut majoritàriament una pun-
tuació inferior que la resta. Això és causat perquè cada ca-
nal pot tenir les seves freqüències i patrons específics i en
ajuntar-los tots, tot i que continuen estant tots els patrons,
aquests estan molt més diluïts i és més difícil de detectar-los
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amb les mides de les finestres actuals.
Creiem que el transformer és un tipus de xarxa neuro-

nal que s’adapta bé a aquest problema, a condició que es
vulgui diferenciar només entre si hi ha o no un atac epi-
lèptic, i sense entrar en si comença o acaba aquest mateix.
El processament de dades pot ajudar bastant sobretot en els
models on les dades originals no assoleixen un mínim d’en-
certs. Qualsevol model on es vulgui un mínim de rendiment
ha de ser personalitzat per cada pacient.

8 TREBALL FUTUR

Queda per a un futur l’anàlisi del rendiment d’aquests ti-
pus de xarxes aplicades a la predicció d’atacs epilèptics, a
diferència de la classificació analitzada en aquest treball.

A més a més queda també l’anàlisi de diferents configu-
racions del model de transformer on, per exemple, es re-
dueixi la mida de la capa de l’embedding, que és la que té
la gran majoria de les neurones, i s’incrementi el nombre
de capes o neurones internes del transformer per a inten-
tar amplificar l’efecte que té aquest tipus de xarxa neuronal
respecte les clàssiques.

Finalment, també queda ajustar les transformades de
Fourier analitzades a les freqüències trobades habitualment
en senyals d’EEG. Aquí entra també ajustar el nombre de
paraules i la mida d’aquestes per a no fraccionar les parau-
les en diverses transformades independents.
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ANNEX 1 - RENDIMENT DELS MODELS

TAULA 4: Taula de resultats amb la mitjana de tots els canals. Veure la secció de resultats per a una explicació més detallada.

Grup Num. Dades originals Finestres de Fourier
patr. paci. Normal Inici Tot Final Atac Normal Inici Tot Final Atac
(a) 1 90.78% 12.82% 27.20% 4.99% 90.39% 80.32% 12.04% 25.33% 4.80% 80.23%
(a) 2 72.67% 72.43% 69.70% 62.77% 95.40% 70.69% 65.07% 52.36% 56.98% 90.94%
(a) 3 74.80% 21.77% 40.02% 17.34% 89.68% 68.90% 21.72% 34.26% 20.12% 85.37%
(a) 4 82.67% 26.73% 35.70% 36.84% 90.94% 85.45% 37.31% 33.02% 35.74% 89.54%
(a) 5 84.18% 2.05% 56.38% 1.44% 93.15% 81.11% 0.61% 36.31% 4.47% 85.56%
(a) 7 89.09% 38.93% 54.00% 43.23% 93.71% 91.11% 47.19% 42.53% 52.36% 92.60%
(a) 8 76.18% 2.14% 24.69% 15.58% 89.84% 81.54% 5.24% 28.33% 15.33% 81.38%
(a) 9 93.58% 40.73% 60.40% 50.04% 94.41% 94.16% 54.86% 45.46% 58.34% 87.64%
(a) 10 82.51% 20.15% 40.28% 10.40% 84.82% 91.76% 24.43% 44.04% 18.38% 95.48%
(a) 11 90.05% 1.76% 38.00% 4.20% 77.72% 85.17% 3.65% 28.28% 1.23%1 72.21%1

(a) 13 84.55% 10.64% 33.03% 12.67% 83.85% 70.89% 5.94% 30.00% 11.80% 80.44%
(a) 14 86.31% 23.49% 37.50% 24.09% 80.83% 89.38% 22.25% 30.69% 26.23% 81.10%
(a) 16 67.92% 25.31% 38.94% 30.57% 87.96% 81.27% 29.87% 40.80% 40.87% 89.76%
(a) 17 79.41% 50.72% 51.30% 56.72% 94.24% 77.71% 58.66% 46.47% 51.70% 92.27%
(a) 18 72.43% 20.12% 50.22% 20.14% 91.68% 74.07% 23.25% 35.54% 23.12% 83.39%
(a) 19 94.76% 64.95% 59.09% 62.24% 95.02% 86.81% 60.96% 44.89% 70.95% 96.56%
(a) 20 75.15% 17.82% 40.54% 27.56% 88.61% 62.26% 21.30% 29.76% 34.02% 88.24%
(a) 21 89.58% 33.44% 65.46% 32.38% 94.15% 76.02% 37.09% 55.18% 34.72% 93.23%
(a) 22 76.03% 61.00% 76.24% 59.40% 95.68% 81.87% 68.00% 65.03% 72.39% 93.97%
(a) 23 77.92% 17.56% 36.13% 9.28% 90.67% 76.48% 20.83% 33.51% 12.66% 88.54%
(b) 6 36.58% 14.82% 31.62% 14.54% 74.49% 27.86% 20.59% 36.86% 14.74% 74.71%
(b) 12 48.53% 22.26% 21.86% 19.83% 74.19% 28.20%1 20.93% 22.69% 28.51% 73.60%
(b) 15 39.32% 33.21% 22.96% 21.29% 81.16% 44.95% 28.07% 23.07% 34.28% 82.19%
(c) 24 96.61% 16.21% 22.39% 23.62% 90.89% 89.28% 16.65% 25.47% 18.32% 80.94%

N/A N/A 30.07% 47.46% 45.76% 34.30% 85.64% 27.56% 29.65% 38.91% 18.41% 75.00%

1Un o més epochs no ha retornat resultats a alguns valors. Aquests valors s’han calculat com a inexistents, i per tant la puntuació mostrada pot ser lleugerament diferent a la real.
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TAULA 5: Taula de resultats amb els canals C3 i C4. Veure la secció de resultats per a una explicació més detallada.

Grup Num. Dades originals Finestres de Fourier
patr. paci. Normal Inici Total Final Atac Normal Inici Total Final Atac
(a) 1 82.49% 23.13% 27.93% 15.24% 97.82% 88.97% 44.22% 33.96% 21.20% 97.63%
(a) 2 61.46% 61.02% 55.86% 57.66% 82.15% 65.94% 73.11% 48.92% 73.50% 88.84%
(a) 3 75.43% 26.15% 34.81% 18.81% 86.91% 87.73% 24.69% 36.22% 24.59% 86.97%
(a) 4 80.76% 20.85% 29.17% 38.93% 81.15% 92.43% 31.26% 28.98% 31.48% 77.75%
(a) 5 55.26% 2.65% 33.63% 2.06% 77.88% 86.18% 5.36% 57.43% 2.11% 89.54%
(a) 7 93.45% 41.39% 43.38% 42.90% 87.88% 95.24% 56.98% 38.91% 55.72% 89.94%
(a) 8 70.18% 0.52% 22.71% 5.57% 77.18% 95.17% 5.66% 31.24% 1.36% 77.70%
(a) 9 85.14% 52.88% 45.33% 59.05% 85.69% 91.40% 48.09% 57.05% 63.73% 91.35%
(a) 10 78.35% 19.05% 31.56% 9.04% 79.95% 96.86%1 23.59% 32.47% 7.96% 79.38%
(a) 11 98.62% 4.98% 28.04% 2.05% 67.32% 92.85% 6.40% 32.09% 6.72% 74.88%
(a) 13 59.91% 10.32% 27.96% 13.26% 78.01% 82.39% 10.83% 32.06% 11.17% 90.12%
(a) 14 85.73% 31.77% 40.65% 38.54% 91.32% 79.11% 42.76% 38.64% 43.86% 95.33%
(a) 16 68.39% 25.55% 36.62% 35.28% 90.73% 74.96% 28.15% 24.54% 30.18% 89.73%
(a) 17 75.17% 49.65% 44.66% 48.96% 87.10% 85.06% 48.37% 45.70% 63.09% 91.11%
(a) 18 77.11% 19.95% 42.50% 27.10% 85.00% 83.25% 26.36% 40.88% 27.21% 91.76%
(a) 19 87.52% 63.50% 52.73% 60.63% 93.01% 85.36% 66.55% 52.42% 67.99% 95.54%
(a) 20 76.50% 28.40% 41.68% 34.83% 94.52% 72.51% 31.28% 37.26% 41.13% 96.16%
(a) 21 83.69% 43.41% 50.48% 47.37% 89.05% 64.18% 51.79% 43.75% 40.83% 90.74%
(a) 22 75.75% 53.91% 51.91% 62.68% 86.86% 71.89% 47.15% 39.23% 54.07% 86.69%
(a) 23 85.17% 29.85% 33.77% 13.63% 91.56% 89.27% 40.03% 35.51% 16.87% 95.35%
(b) 6 44.99% 15.84% 32.02% 12.69% 73.39% 74.95% 24.87% 35.24% 18.75% 78.11%
(b) 12 38.36% 18.27% 23.34% 19.93% 72.45% 60.28% 15.66% 26.09% 21.94% 75.48%
(b) 15 83.21% 26.39% 26.14% 24.69% 81.13% N/A2 N/A2 N/A2 N/A2 N/A2

(c) 24 85.19% 13.71% 21.24% 17.64% 92.66% 81.24% 15.28% 26.82% 22.72% 90.42%
N/A N/A 29.51% 35.53% 40.49% 35.55% 83.90% N/A2 N/A2 N/A2 N/A2 N/A2

1Un o més epochs no ha retornat resultats a alguns valors. Aquests valors s’han calculat com a inexistents, i per tant la puntuació mostrada pot ser lleugerament diferent a la real.
2El model ha resultat ser massa gran com per entrenar-lo en la màquina proporcionada, i per tant no tenim resultats sobre aquest.
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ANNEX 2 - EXEMPLE DE CONFIGURACIÓ

! DynamicModel

params :
− &s o u r c e _ v o c a b _ l e n 5120 # 512 * 5
− &embedding_ len 30
− &num_heads 2
− &h i d d e n _ s i z e 16
− &d r o p o u t 0 . 3
− &num_laye r s 3

l a y e r s :
− ! DynamicModel . Layer : L i n e a r &embedding
name : Embedding
kwargs :

i n _ f e a t u r e s : * s o u r c e _ v o c a b _ l e n
o u t _ f e a t u r e s : 153600 # s o u r c e _ v o c a b _ l e n * embedding_ len

− ! DynamicModel . Layer : t r a n s f o r m e r . py / P o s i t i o n a l E n c o d i n g &p o s i t i o n a l E n c o d i n g
name : P o s i t i o n a l E n c o d i n g
kwargs :

d_model : * embedding_ len
max_len : * s o u r c e _ v o c a b _ l e n

− ! DynamicModel . Layer : T r a n s f o r m e r E n c o d e r &t r a n s f o r m e r E n c o d e r
name : T r a n s f o r m e r E n c o d e r
kwargs :

e n c o d e r _ l a y e r : ! DynamicModel . Module : T r a n s f o r m e r E n c o d e r L a y e r
kwargs :

d_model : * embedding_ len
nhead : * num_heads
d i m _ f e e d f o r w a r d : * h i d d e n _ s i z e
d r o p o u t : * d r o p o u t

num_laye r s : * num_laye r s

− ! DynamicModel . Layer : L i n e a r &d e n s e O u t p u t
name : DenseOutput
kwargs :

i n _ f e a t u r e s : 153600
o u t _ f e a t u r e s : 4

− ! DynamicModel . Layer : LogSoftmax &d e n s e P o s t
name : DensePos t
kwargs :

dim : −1

a c t i o n s :
− * embedding
− ! DynamicModel . A c t i o n : ? . view
a r g s : [ −1 , * s o u r c e _ v o c a b _ l e n , * embedding_ len ]

− * p o s i t i o n a l E n c o d i n g
− * t r a n s f o r m e r E n c o d e r

− ! DynamicModel . A c t i o n : ? . view
a r g s : [ −1 , 153600]
− * d e n s e O u t p u t
− * d e n s e P o s t

t r a i n : t r a n s f o r m e r . py / t r a i n
c o n f i g :

l e a r n i n g _ r a t e : 0 .0001
b a t c h _ s i z e : 64


