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Analisi del percentatge de tweets negatius en
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perfils de Twitter

Mateu Serra Fernandez

Resum— Les xarxes socials s'han convertit en una forma molt popular de comunicaci6 i interacci6 social en linia, i cada dia
milions d'usuaris publiquen i comparteixen contingut en Twitter. No obstant aix0, |'aparicié de comentaris negatius o ofensius en
les publicacions s'ha convertit en un problema comu en les xarxes socials, la qual cosa pot generar un ambient toxic i afectar
negativament I'experiéncia dels usuaris.

Per aquest motiu, s'ha desenvolupat un sistema automatitzat per a la deteccié de comentaris negatius en Twitter mitjancant
técniques de processament de llenguatge natural i aprenentatge automatic. L'objectiu principal d'aquest treball és veure els
comentaris negatius dins un perfil de Twitter.

Paraules clau— Xarxa social, Twitter, tweet, processament del llenguatge natural, aprenentatge automatic, analisi de
sentiments, extraccio de caracteristiques, deteccio, classificacid, sistema automatitzat.

Abstract— Social media has become a very popular form of online communication and social interaction, and every day
millions of users post and share content on Twitter. However, the appearance of negative or offensive comments on posts has
become a common problem on social media, which can create a toxic environment and negatively impact the user experience.

For this reason, an automated system has been developed for the detection of negative comments on Twitter using natural
language processing and machine learning techniques. The main objective of this work is to see the negative comments within
a Twitter profile.

Index Terms—Social network, Twitter, tweet, natural language processing, machine learning, sentiment analysis, feature
extraction, detection, classification, automated system.

INTRODUCCIO - CONTEXT DEL TREBALL

VUI en dia, les xarxes socials sén una de les formes
A més populars de comunicacio i interaccié social en
linia. Twitter, una de les xarxes socials més utilitzades
a tot el mén, compta amb milions d'usuaris que
publiquen i comparteixen contingut diariament. No
obstant aixd, amb l'augment de 1'as de les xarxes so-
cials també ha sorgit un problema com: l'aparici6é de
comentaris negatius o ofensius en les publicacions
(tweets), la qual cosa pot generar un ambient toxic i
afectar negativament l'experiéncia dels usuaris.

En aquest context, la detecci6 automatitzada de
comentaris negatius a Twitter s'ha convertit en un te-
ma d'interés pels investigadors en l'area d'enginyeria
de dades. En aquest treball de fi de grau, es proposa el
desenvolupament d'un sistema automatitzat per a la
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deteccié de comentaris negatius a Twitter, utilitzant
técniques de processament de llenguatge natural i
aprenentatge automatic.

Quan ens referim a la influéncia dels comentaris nega-
tius estem parlant de l'impacte que aquests tenen en
els tweets i en la percepcié global d'un contingut en
concret. Els comentaris negatius potencials poden ser
despectius, ofensius, insults o contingut que fomenti
l'odi. Aquest tipus de comentaris poden generar més
interés en una publicacid, fer créixer la participacio
dels usuaris i crear un ambient hostil en linia.

Per quantificar la popularitat dels comentaris negatius,
podem considerar l'estudi de la seva freqiiencia.
Segons estudis com [1], aproximadament el 30% de les
publicacions a Twitter contenen algun tipus de comen-
tari negatiu. Aquesta estadistica posa en manifest la
rellevancia del problema i la necessitat d'abordar-lo
per a millorar l'experiencia dels usuaris i promoure
una comunitat en linia més positiva.
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Amb aquest treball de fi de grau, es busca desenvo-
lupar una solucié que permeti detectar automatica-
ment aquests comentaris negatius en Twitter, utilitzant
dades de publicacions. Mitjancant 'analisi de senti-
ments, l'extraccié de caracteristiques i la classificacié
amb models d'aprenentatge automatic, s'intenta identi-
ficar i filtrar aquests comentaris amb precisi6 per a mil-
lorar 'entorn digital de Twitter.

L'objectiu principal d'aquest treball és veure la quanti-
tat de comentaris negatius dins de diversos perfils, la
qual cosa contribuira a veure quin tipus de perfils son
tendencia a les xarxes socials.

2 OBJECTIUS

Després d’analitzar el cas d’estudi, es defineixen un se-
guit d’objectius a complir, per concloure la investigaci6
amb exit:
. Proporcionar als usuaris i administradors de
Twitter un mitja per a la deteccié de comen-
taris negatius a les publicacions (tweets).

. Analitzar I'impacte dels comentaris negatius
en la popularitat de les publicacions a Twit-
ter.

. Ajudar als usuaris i responsables de la plata-
forma a netejar la xarxa.

. Contribuir a la creacié6 d’'un ambient més se-

gur i no toxic.

Per aconseguir aquests objectius, es proposa desenvolu-
par un sistema automatitzat capag de detectar comentaris
negatius a Twitter, tot i que se’n pot fer s a qualsevol
xarxa social que utilitzi text, fent s de técniques de pro-
cessament de llenguatge natural i aprenentatge automa-
tic.

El sistema ha de ser capag d'analitzar el text de les publi-
cacions de la xarxa social i determinar si sén negatius o
no per a la resta d'usuaris.

Per assolir-ho, es duran a terme els segtients passos:

En primer lloc, es buscaran bases de dades on hi hagi
comentaris ja etiquetats com a negatius o positius. Una
vegada es disposi de la informaci6, es netejaran i proces-
saran les dades per eliminar informacié irrellevant com
els caracters especials, normalitzar alguns comentaris com
els que estan completament en majascules, eliminar les
stop words i altres. A més, es revisara que existeixi una
correcta etiquetacio.

A continuacio, es realitzara la transformacio de les dades
mitjancant tecniques de vectoritzacié de text, que conver-
teixen els comentaris en vectors numerics que poden ser

utilitzats pel model d'aprenentatge automatic. Aixo es fa
fent as de tecniques com TF-IDF (Freqiiéncia de Terme -
Freqtiencia Inversa de Document) o Word Embeddings,
que representen les paraules i frases en un espai vectorial.

Després de processar les dades, es fara una extraccié de
caracteristiques, un exemple seria: detectar 1'ds de majts-
cules o I'tis de paraules normalment fetes servir per ofen-
dre. Aquests factors serviran per entrenar millor el model
de deteccid.

A continuacio, es dividiran les dades en conjunts d'entre-
nament i prova, i se'ls hi passara a diversos models de
classificacié per entrenar-los en la deteccié de comentaris
negatius i veure quin té un millor resultat.

Finalment, es fara una avaluacié del model de classifica-
ci6 fent servir metriques com la accuracy, la precisié, la
recall i I'F1-score. En aquest treball es realitzaran proves
amb 3 models diferents, un SVM, un Decision Tree i un
LSTM, tal i com s’aprecia a la [Figura 1].

S'espera que els sistemes automatitzats desenvolupats en
aquest treball de fi de grau siguin un mitja per ajudar els
usuaris i administradors de Twitter a detectar i eliminar
texts negatius, i contribuir aixi a crear un entorn més
segur i respectuds a la plataforma. A més, d'estudiar el
percentatge de tweets negatius de diferents perfils a la
xarxa social.

Fig. 1: Diagrama de flux del projecte
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3 ESTAT DE L’ART

La detecci6 de comentaris negatius en xarxes socials ha
estat un tema de recerca en els dltims anys. Diversos au-
tors han proposat models d'aprenentatge profund per a
abordar aquesta tasca.

Per exemple, Ramakrishna et al. [2] introdueixen un nou
conjunt de dades de benchmark anomenat "HateXplain" i
presenten un model explicatiu per a la deteccié de discur-
sos d'odi. Yang et al. [3] proposen una xarxa d'atencié
jerarquica (HAN) per a la detecci6 de comentaris nega-
tius. Zampieri et al. [4] presenten un model que combina
xarxes neuronals convolucionals (CNN) i unitats recur-
rents gatejades (GRU) per a la deteccié de discursos d'odi
en Twitter.

Finalment, Badjatiya et al. [5] realitzen un estudi exhaus-
tiu de diversos models d'aprenentatge profund per a la
detecci6é de discursos d'odi. A més, aquests models [2-5]
han estat avaluats en diferents conjunts de dades de
benchmark que aborden diferents tipus de discurs d'odi i
llenguatge ofensiu, incloent-hi comentaris de fonts com
Twitter, Reddit i Gab.

Els seus resultats indiquen que la deteccié de comentaris
negatius en xarxes socials és una tasca important que pot
abordar-se mitjancant diverses técniques d'aprenentatge
automatic.

No obstant aixo, malgrat els avangos en aquesta area,
encara existeixen desafiaments per abordar, com la detec-
ci6 de comentaris negatius en idiomes diferents de l'an-
gles i la interpretacié dels models d'aprenentatge profund
per a explicar com prenen les seves decisions.

En resum, la deteccié6 de comentaris negatius en xarxes
socials és un camp de recerca rellevant i en constant evo-
lucié que es beneficia del desenvolupament de models
d'aprenentatge profund i de la disponibilitat de conjunts
de dades de benchmark per a l'avaluacié.

4 METODOLOGIA | PLANIFICACIO

La metodologia que es seguira per a tal d’acomplir els
objectius proposats es basa en la metodologia Scrum.
Aquesta és una metodologia agil que es basa en sprints.

Cadascun tindra una durada de dues setmanes, o més, en
funcié de la dificultat de la tasca, coincidint també amb la
reunié de tutoratge on s’exposaran els resultats de cada
Sprint.

TAULA 1: PLANIFICACIO DEL PROJECTE EN SPRINTS

SPRINT . Tria d’una Base de Dades
1 apte pel projecte.

. Identificacié de les caracte-
ristiques rellevants per a la
deteccié de comentaris ne-
gatius.

SPRINT . Implementaci6é de les técni-
2 ques de preprocessament de
dades.

. Analisi exploratoria de les
dades de comentaris pre-
processats.

SPRINT . Primer disseny de models
3 d'aprenentatge automatic.

SPRINT J
4 )

Disseny final dels models
Entrenament dels diferents
models amb un dataset re-
duit.

J Primera validaci6 dels resul-
tats i ajust dels parametres.

SPRINT . Avaluacié dels models d'a-
5 prenentatge automatic i se-
lecci6 del millor model.
. Entrenament del model
LSTM
SPRINT . Prova del model en un con-
6 junt de dades no vistes per a
avaluar la seva capacitat de
generalitzacio.
. Analisi de resultats i millora
del model si és possible.

Per a la planificacié , seguiment i control del projecte
s’'utilitzara 'eina de Microsoft Teams. S'utilitza 1’entorn
de col 1laboracié de Microsoft Teams com a eina de comu-
nicacio.

4.1 Minimum Viable Product (MVP)

Seguint la metodologia Scrum, el desenvolupament del
projecte s’ha de dur a terme de manera incremental. Fs a
dir, I'objectiu és arribar al menys a un producte minim
viable (MVP).

En aquest cas, 'MVP requeriria els segiients elements:

e Una base de dades amb comentaris ja etiquetats
com a negatius o no.

e Un model d'aprenentatge automatic que pugui
classificar els comentaris ingressats en la base de
dades en negatius o no negatius i amb un rendi-
ment superior a la ‘random baseline’.

e Un script que pugui processar els comentaris o
tweets de Twitter i aplicar el model per a classi-
ficar els comentaris en temps real.
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5 ARQUITECTURA

Per la soluci6 del problema plantejat es proposa el segiient
model que es veu a la figura 2:

] [ Deta Feature Extract
Dataset Pre-processing

Matching Learning Algorithm

[ SVM ] [Decesmntree] [ LSTM ]

Sentiment Classification

\

Study the influence of
negative comments

&

Show results

Fig 2: Proposta de disseny

5.1 Base de dades

El conjunt de dades Sentiment140 [6] és una col lecci6 de
tweets en anglés extrets de Twitter que han estat etiquetats
amb un sentiment positiu o negatiu. El conjunt de dades
conté 1,6 milions de tweets en total, 800.000 d'ells etiquetats
com a positius i 800.000 com a negatius.

Cada tweet esta identificat per un ID tnic i consisteix en un
missatge de fins a 140 caracters de longitud. El conjunt de
dades va ser creat per 1'equip de la Universitat de Stanford
com a part d'un projecte de recerca sobre 1'analisi del sen-
timent en els mitjans socials.

Els tweets es van recopilar el febrer de 2009 utilitzant I' API
de cerca de Twitter i van ser etiquetats per un grup
d'anotadors humans mitjancant una plataforma de
‘crowdsourcing’. A més, del text del tweet i l'etiqueta de
sentiment, el conjunt de dades també inclou una altra in-
formaci6, com la data en que es va publicar el tweet, l'iden-
tificador d'usuari de la persona que el va publicar i el nom

d'usuari associat a aquest ID.

No obstant aixo, cal tenir en compte que aquest conjunt de
dades es va recopilar fa més d'una decada, i és possible que

hi hagin noves maneres d'ofendre no detectades a aquest
dataset.

El model es podria fer servir en altres xarxes socials, sem-
pre que els missatges o comentaris a la xarxa social siguin
breus textos que expressen el sentiment de 'usuari que el
va enregistrar, al veure un text o imatge. Amb el que seria
possible aplicar una transferencia d’aprenentatge, donat a
que el model ja té una comprensié del llenguatge i dels
patrons de sentiments.

5.2 Preprocessat

El preprocessats de les dades es fara tenint en compta que
els tweets estan escrits en anglés, per tant s’aplicara tot
sobre aquest idioma.

Abans de comengar a netejar els 1.6 milions de comentaris,
s’ha de eliminar i mapejar la informacié correctament. Aixi
doncs, s’han eliminat totes les columnes que no tenien
informaci6 rellevant, deixant el text i la classificacié del
sentiment que pot ser 0 si és negatiu o 4 si és positiu. Tam-
bé s’ha mapejat la columna que conté la polaritat del tweet,
per posar el valor 4 com un 1.

Acte seguit, s’han fet les segtients tasques:

- Eliminacié de soroll: S’han eliminat totes les frac-
cions de text dins el comentaris que contenien en-
llagos, ndmeros consecutius, ellipsis, noms

d’usuari, text entre claudators, espais en blanc ad-

dicionals i signes de puntuacio.
- Eliminaci6é de paraules buides: Existeixen paraules
que no aporten informacié rellevant, com "the",

non

"to", "an", etc. Aquestes paraules es coneixen com
a paraules buides o "stop words". Es deuen elimi-
nar per a reduir el soroll i millorar la qualitat de
les dades.

- Stemming i lematitzaci6: Totes dues técniques
permeten reduir les paraules a la seva forma base
o arrel, per a poder agrupar-les i analitzar-les de
manera més eficient. El stemming consisteix a tal-
lar les paraules fins a la seva arrel, mentre que la
lematitzaci6 busca la forma base de la paraula
segons el seu s en el context.

- Us de majtscules: S'ha convertit el text de tots els
comentaris a mindscules per tal de normalitzar les
dades i reduir la dimensionalitat del vocabulari.

- Tokenitzaci6: La tokenitzacié és el procés de

descomposar el text en unitats més petites anome-

nades "tokens", és un pas necessari per a poder en-

trenar els models d’aprenentatge.
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5.3 Feature Extract

Per a determinar les millors funcions per a extreure per a
un model de classificacié, s’utilitzen tecniques com la
seleccié de funcions o la reduccié de la dimensionalitat.

En el cas de les dades de text, es fan servir técniques com
Term Frequency-Inverse Document Frequency (TF-IDF) o
Bag of Words (BoW) per a extreure caracteristiques.
Aquestes técniques representen les dades del text com
una matriu de freqiiencies de paraules, on cada fila cor-
respon a un document (per exemple, un comentari) i cada
columna correspon a una paraula en el vocabulari.

Les caracteristiques rellevants per a l'analisi de senti-
ments en xarxes socials son:

- Emoticones: algunes emoticones com :) o :( po-
den ser bons indicadors de sentiment en els co-
mentaris de les xarxes socials, entre molts altres.

- Hashtags: els hashtags s'utilitzen sovint per a ex-
pressar opinions o emocions.

- Argot i llenguatge informal: els comentaris en les
xarxes socials sovint usen argot i llenguatge in-
formal, que poden ser bons indicadors de senti-
ment, perd també poden ser sorollosos.

- Adjectius i adverbis: les paraules que expressen
opinions i emocions com "amazing", "terrible",
"really", "very", etc. poden ser rellevants per a
l'analisi de sentiments.

També, cal tenir en conta que els models d’aprenentatge
automatic no necessiten una extraccié de caracteristiques
manual, siné que ells mateixos mitjancant iteracions
aprenen i detecten patrons rellevants pel seu entrena-
ment.

5.4 Models

Un cop s’han preprocessats les dades s’han d’entrenar els
diferents models d’aprenentatge, com s’ha mencionat a la
[Figura 2] es fara tis de un SVM, un Decision Tree i una
xarxa neuronal LSTM.

Cada model requereix certs parametres d’entrada per op-
timitzar el seu entrenament, a més de laplicacié de
técniques per a passar els tokens a representacions que el
model entengui. El entrenament d'un model consisteix en
la divisi6 de dades, que implica separar el conjunt de dades
en dues parts: entrenament (train) i prova (test).

La part d'entrenament s'utilitza per ajustar el model a les
dades, mentre que la part de prova s'utilitza per avaluar el
rendiment del model en dades no vistes anteriorment.
Aquesta divisi6 és essencial per evitar el sobre ajustament i
proporcionar una estimacié realista del rendiment del
model en dades noves.

5.4.1 SVM
Un SVM (Support Vector Machine) és un algorisme d'a-
prenentatge automatic utilitzat en I'ambit de l'analisi de
sentiments.

Es un model que intenta aprendre a classificar les dades
de text en dues categories principals: positiu i negatiu.
Utilitza un enfocament de classificacié binaria, on intenta
trobar un hiperpla que separa les dades d'entrada en dos
conjunts, un per a cada classe. Aquest hiperpla s'ajusta de
manera Optima als punts de dades més propers, anome-
nats vectors de suport.

Per a aquest model s’ha hagut d’aplicar la tecnica de TF-
IDF sobre el text tokenitzat, ja que és el parametre
d’entrada necessari per a entrenar el model. També, s’ha
fet s del parametre C en el model SVM, el qual controla
la flexibilitat del model i la penalitzacié per a l'error de
classificacié. Un valor més gran de C permet un ajust més
fort als punts de dades d'entrenament, mentre que un
valor més petit de C prioritza la capacitat de generalitza-
ci6 del model.

La selecci6 del valor adequat de C és crucial per obtenir
un bon rendiment i una bona capacitat de generalitzaci6
del model SVM.

5.4.2 Decision Tree
Un Decision Tree (Arbre de Decisi6) també és un algo-
risme amplament utilitzat en 'analisi de sentiments.

Es un model que pren decisions basades en les caracteris-
tiques del text. Comenga amb un node arrel que represen-
ta la caracteristica més important per a la classificaci6. A
mesura que es recorre 'arbre, cada node intern representa
una caracteristica addicional, i les branques sén les dife-
rents opcions o valors d'aquesta caracteristica. Finalment,
les fulles de l'arbre contenen les etiquetes de classificacio,
com positiu o negatiu, segons les caracteristiques obser-
vades.

Per a aquest model s’ha hagut d’aplicar la técnica de TF-
IDF sobre el text tokenitzat, ja que és el parametre
d’entrada necessari per a entrenar el model. En aquest
cas, no s’ha fet Gs de cap parametre concret per regular
I'entrenament.
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5.4.3 LSTM

Un LSTM (Long Short-Term Memory) és un tipus d'ar-
quitectura de xarxa neuronal recurrent (RNN) utilitzada
per a l'analisi de sentiments. Les RNN sén adequades per
a dades seqiiencials com el text, ja que tenen memoria
interna per processar seqiiéncies llargues.

L'LSTM és especialment eficag perque supera el problema
de desaparici6 de gradients en les RNN tradicionals.
Permeten capturar i recordar patrons de llarg abast en les
dades seqiiencials, com ara el sentiment en un text. Aixd
els permet analitzar i comprendre millor les dependeéncies
i les relacions de llarg termini entre les paraules del text
per a l'analisi de sentiments.

Per a aquest model s’han hagut d‘aplicar embeddings de
paraules (word embedding). Es una técnica que s'utilitza
per representar paraules o tokens en forma de vectors
numeérics en un espai vectorial. Aquesta representacié
vectorial permet capturar relacions semantiques entre les
paraules durant el procés d’entrenament.

La xarxa neuronal consta de les segiients capes:

- Capa d'entrada: Aquesta capa rep les dades d'en-
trada, que poden ser seqiiéncies de paraules o
vectors de caracteristiques.

- Capa de Embedding: S'utilitza per a aprendre
representacions de paraules o caracteristiques a
partir de les dades d'entrada. Ajuda a capturar la
semantica i les relacions entre les paraules o ca-
racteristiques.

- Capa de Spatial Dropout: Serveix per a regularit-
zar la xarxa neuronal i evitar el sobre ajustament.
El Spatial Dropout apaga aleatoriament un con-
junt de caracteristiques durant l'entrenament, la
qual cosa ajuda a prevenir la dependéncia exces-
siva de caracteristiques especifiques.

- Capa de ConvlD: Aquesta utilitza filtres convo-
lucionals unidimensionals per a extreure caracte-
ristiques locals de les seqtiencies d'entrada. Pot
ajudar a capturar patrons i relacions entre les pa-
raules en el context.

- Capa de LSTM Bidireccional: Aquesta capa uti-
litza unitats LSTM (Long Short-Term Memory)
bidireccionals per a processar seqiiencies d'en-
trada en totes dues direccions de temps. Permet
capturar tant la informacié contextual anterior
com posterior a una posici6 donada en la se-
qliéncia.

- Capa de Dense i Dropout: La capa dense (total-
ment connectada) s'utilitza per a transformar les

caracteristiques extretes en una representaci6
més compacta i realitzar operacions lineals en
elles. La capa Dropout s'utilitza per a regularitzar
la xarxa i evitar el sobreajustament.

- Capa de Sortida: Aquesta capa representa la capa
final de la xarxa neuronal i genera les sortides
desitjades, com les etiquetes de classificaci6 o les
probabilitats de les diferents classes.

6 RESULTATS DELS MODELS

L'eficacia dels models de classificacié es mesura utilitzant
diverses metriques: el F1-score, la precisi6, la recall i 'accu-
racy.

El F1-score és una mesura que combina la precisi6 i la re-
call per proporcionar una visié global del rendiment del
model. Mesura l'equilibri entre la precisi6 (la capacitat de
classificar correctament les mostres positives) i la recall (la
capacitat de trobar totes les mostres positives).

L'accuracy és una mesura simple que calcula la proporcié
de prediccions correctes respecte al total de mostres. No té
en compte els falsos positius o falsos negatius i pot ser
enganyosa en conjunts de dades desbalancejats.

Utilitzar aquestes metriques ens permet avaluar 1'eficacia
dels models de classificacié i prendre decisions basades en
el seu rendiment.

Els benchmarks en sentiment analysis [8] [9] mostren que
els resultats considerats bons varien segons el conjunt de
dades utilitzat i el context especific. No obstant aix0, en
general, es considera que els resultats optims en sentiment
analysis s'acosten al 80% o més en termes de precisio, recall
i Fl-score.

Aquestes xifres poden variar en funcié de la complexitat
dels problemes de sentiment analysis i de la qualitat del
conjunt de dades utilitzat. Algunes tasques de sentiment
analysis més desafiants, com la deteccié6 de sentiments
subtils o la classificaci6 de tweets amb expressions molt
breus, poden tenir resultats lleugerament inferiors.

TAULA 2: RESULTATS AMB DATASET REDUIT

Model F1- Score | Precision | Recall Accuracy
SVM 0.755 0.76 0.76 0.76
DT 0.705 0.70 0.70 0.70
LSTM 0.77 0.76 0.76 0.76

Com s’aprecia a la [Taula 2], s'ha fet una comparativa dels
diferents models utilitzant una reduccié del dataset, en
concret 400.000 dades de train i 25.000 de test. Aixo és
degut al fet que entrenar els models amb totes les dades
requereix una gran capacitat de comput i temps, i per se-
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leccionar el millor model no és necessari gastar tants recur-
S0S.

Els resultats s’acosten al considerat valid segons la comuni-
tat cientifica pel model SVM i LSTM. No obstant aixo, el
model final que es fara servir és el LSTM ja que té una
major escalabilitat si ens referim a les metriques, amb el
que si I'entrenem amb totes les dades s’obtindran millors
resultats que en el cas del SVM. A més, conta amb un mil-
lor F1-Score.

Un cop seleccionat el model, 'entrenem amb totes les
dades, obtenint les métriques segiients:
Metriques finals del train (1.500.000 dades):

- Accuracy: 0.78

- Precision: 0.78

- Recall: 0.78

- AUC:0.78

- F1-Score: 0.78
Metriques finals del test (100.000 dades):

- Accuracy: 0.77

- Precision: 0.77

- Recall: 0.80

- AUC: 085

- F1-Score: 0.78
Es considera un model correcte, ja que s’aproxima molt
properament als valors aprovats per la comunitat i a més
supera la ‘random baseline’. Aquesta, es refereix a si el
model realitza una prediccié aleatoria quins resultats acon-
seguiria. S'utilitza com a comparaci6 per a determinar si el
model és capag de superar les prediccions a l'atzar, és una
manera simple d'establir un nivell minim de rendiment
que el model ha de superar per a demostrar la seva capaci-
tat d'aprenentatge i generalitzacio.

En el nostre cas, la random baseline s’estableix amb un
accuracy de 0.5, ja que s’han fet servir 1.600.000, on cada
meitat de les dades pertany a una classe (classificacié
binaria).

7 ANALISI AMB DADES REALS

Ara que ja comptem amb un model entrenat correctament i
amb un resultat optim, podem agafar les dades reals de
Twitter.

Agafarem els dltims 3.200 tweets de diferents usuaris de la
xarxa, en concret de 10 contes publiques, com son: Ken
Wheeler, Ryan Reynolds, Chris Prat, Wiz Khalifa, Mr
Beast, That Dude Taco, Daily Loud, Donald Trump , Elon
Musk, Marcus Rushford. Shan seleccionat perfils amb

diferents seguidors i entorns per descartar que un ambient
concret sigui més negatiu a I'hora de publicar contingut.

Els tweets s’han extret fent s de [10], una eina gratuita que
permet extreure un arxiu Excel amb els tltims 3200 tweets
aproximadament de qualsevol usuari public. Un cop
obtingudes les dades s’han realitzat els segtients passos:
1. Netejar els datasets de valors NULL.
2. Llegir I'arxiu Excel.
3. Aplicar el preprocessat, no sense abans quedanr-
nos només amb la columna de text (tweet).
4. Aplicar el word embedding per tal que el model
LSTM pugui treballar amb les dades.
5. Un cop fet tot aquest preproces, s’han introduit les
dades al model.
El model ens retorna un llistat de prediccions, que son
valors entre 0 i 1, aproximant-se més a la classe a qui per-
tany aquell comentari/tweet, recordem que els valor 0 és
un comentari negatiu i el valor 1 és un comentari positiu.

8 RESULTATS

Per a classificar els tweets com a positius o negatius es
podria considerar que els comentaris predits entre 0 i 0.5
son negatius i els superiors o iguals a 0.5 son positius. No
obstant aixo, amb els estudiis préviament mencionats s’ha
vist que cal fixar un threshold per marcar la barrera entre
positiu i negatiu.

Com busquem un resultat proper a la realitat, ajustarem
el threshold a 0.35, el que equivaldria a dir que els comen-
taris per sota d’aquest valor o iguals son considerats ne-
gatius i tota la resta com a positius. Aquest threshold és
d’utilitat donat que ens estalvia de falsos positius i fa que
el model sigui més estricte.

TAULA 3: PERCENTATGE DE COMENTARIS NEGATI-

US I NUMERO DE SEGUIDORS
Usuari Seguidors % tweets negatius
Daily Loud 2 Milions 35 %
Donald Trump 86.7 Milions 32 %
Ryan Reynolds 21.4 Milions 29 %
Mr Beast 20.8 Milions 28 %
Chris Prat 8.4 Milions 28 %
Wiz Khalifa 36.3 Milions 27 %
Ken Wheeler 40.3 Mil 26 %
Elon Musk 143.9 Milions 25 %
Marcus Rashford 6.7 Milions 24 %
That Dude Taco 1.6 Mil 23 %
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A continuacié veurem 4 exemples de comentaris prepro-
cessats detectats com Positiu, Negatiu i Fals Posi-
tiu/Negatiu:

- Positiu: “watch friend eat chicken mash”.

- Negatiu: “till tonight stupid aussi tv”.

- Fals Positiu: “play basketbal year old unfit”.

- Fals Negatiu: “time sleep everybodi let start dre-

amland zzz”.

9 CONCLUSIONS

En aquest estudi sobre la influéncia dels tweets negatius
en la popularitat d'un perfil de Twitter, es van analitzar
deu comptes amb diferent quantitat de seguidors.

L'objectiu principal d'aquest estudi va ser determinar el
model més efectiu per a classificar el sentiment del text en
els tweets. Per a aix0, es van estudiar diversos models de
classificaci6 de sentiments, seleccionant finalment el
LSTM, el qual va ser entrenat previament amb un conjunt
de dades adequat. Una vegada entrenat, es va aplicar
aquest model per a calcular les prediccions dels senti-
ments en el tweets reals. Posteriorment, amb el resultat es
va calcular el percentatge de comentaris negatius en ca-
dascuna dels comptes analitzats, utilitzant un llindar de
0.35 per a classificar un comentari com a negatiu.

Els resultats van revelar que el percentatge de comentaris
negatius varia entre el 23% i el 35% en els diferents comp-
tes analitzats. Alguns comptes amb una gran quantitat de
seguidors presenten percentatges més baixos de comenta-
ris negatius en comparaci6 amb comptes amb menys
seguidors.

Es important destacar que la popularitat d'un perfil en
Twitter no es determina tnicament pel nombre de segui-
dors, siné també per la percepcié general del compte, la
interacci6 amb els seguidors i la rellevancia del contingut
publicat. Els comentaris negatius poden influir en la repu-
tacié d'un perfil, pero el seu impacte dependra de diver-
sos factors.

En conclusi6, aquest estudi ressalta la importancia d'ana-
litzar el sentiment dels comentaris en les xarxes socials i
les seves possibles aplicacions a casos reals.

Finalment, esmentar que tot el codi del treball es pot tro-
bar al Github [7].

10 MILLORES

En aquest apartat s’exposen les millores pensades per
aquest treball. Es podria considerar la inclusié d’altres
idiomes, com l'espanyol en el model de classificacié de
comentaris en xarxes socials, pero abans seria necessaria
una base de dades en espanyol.

A més, seria d'utilitat comprovar I'origen de les publica-
cions de Twitter, ja que seria interessant veure si un perfil

amb molts comentaris negatius ja era toxic o si ja anava
amb un objectiu de generar odi.

Es podria considerar ampliar a més dades d’entrenament
per tal de tenir un major coneixement.

Finalment, es podrien explorar altres técniques de proces-
sament de llenguatge natural i models d'aprenentatge
automatic per a millorar la precisié del model de classifi-
cacié de comentaris. S’ha pensat en un Conditional Ran-
dom Field (CRF).

Aquestes millores estarien subjectes a la disponibilitat de
temps i recursos.
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