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Resumen– La computación de alto rendimiento (HPC) es la práctica en los que se utilizan clúste-
res de procesadores, este conjunto trabajan en paralelo para procesar datos y realizar cálculos
complejos a velocidades altas. Para poder hacer uso de los recursos que nos ofrecen estos
clústeres, disponemos de modelos de programación como OpenMP, OpenACC, CUDA y OpenMP
con descarga en GPU. Este conjunto nos puede permitir ejecutar de forma eficiente. A lo largo
de este artı́culo, se comparará el rendimiento de una GPU cuando se programa para diferentes
modelos de programación de computación paralela (OpenMP, OpenACC o CUDA) ya conocidos.
En la programación de OpenMP, se implementará la opción de descargar código en GPU incluida
a partir de la versión 4.0 de OpenMP. Se realizará un estudio exhaustivo de las opciones que nos
permite implementar ası́ como las más eficientes para cada uno de los escenarios y, de tal forma,
poder realizar una implementación eficiente. Con el fin de llevar a cabo los análisis del rendimiento
para cada versión, haremos uso de un programa que contiene un conjunto de kernels programados
en lenguaje C. Finalmente, con los resultados obtenidos podremos comparar los diferentes modelos
y ası́ obtener unas conclusiones basadas.

Palabras clave– Computación paralela, HPC, OpenMP, OpenACC, CUDA, GPU, HPC, des-
carga OpenMP.

Abstract– High-Performance Computing (HPC) is the practice in which computer clusters are
utilized, and this ensemble operates in parallel to process data and perform complex calculations at
high speeds. To harness the resources offered by these clusters, we have programming models such
as OpenMP, OpenACC, CUDA, and OpenMP with GPU offloading. This set can enable us to execute
efficiently. Throughout this article, we will compare the performance of a GPU when programmed
using different known parallel computing programming models (OpenMP, OpenACC, or CUDA). In
OpenMP programming, the option to offload code to the GPU will be implemented, a feature included
from version 4.0 onwards. A thorough study of the available implementation options and the most
efficient ones for each scenario will be conducted, aiming to achieve an efficient implementation. In
order to carry out performance analyses for each version, we will use a program containing a set
of kernels programmed in the C language. Finally, with the obtained results, we can compare the
different models and draw conclusions based on them.

Keywords– Parallel computing, HPC, OpenMP, OpenACC, CUDA, GPU, HPC, OpenMP of-
floading.
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1 INTRODUCCIÓN - CONTEXTO DEL TRA-
BAJO

ACTUALMENTE, por la necesidad de procesar canti-
dades de datos/volúmenes cada vez más grandes,
necesitamos computadoras que difieran de las con-

vencionales, estas tienen recursos limitados como pueden
ser velocidad, escalabilidad, precisión o productividad en-
tre otros. Es para esto, que existe la computación de alto
rendimiento (HPC). HPC[1] del inglés High Performance
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Computing utiliza gran cantidad de clústeres que trabajan
entre sı́ para lograr procesar grandes cantidades de datos
de forma paralela y poder resolver problemas en un tiempo
mucho menor. Una de las soluciones de HPC son los su-
percomputadores. Los supercomputadores[2], son un nexo
de múltiples procesadores que trabajan juntos y de forma
paralela para realizar cálculos intensivos, con unas capaci-
dades muy superiores a las computadoras de uso domésti-
co. Estos sistemas están compuestos por diferentes tipos de
procesadores y unidades de procesamiento gráfico para ası́
lograr máquinas extremadamente potentes, esta diversidad
de hardware es conocida como sistemas heterogéneos. Pa-
ra aprovechar los recursos disponibles, es necesario que los
programas estén altamente paralelizados. En lugar de se-
guir una secuencia lineal estricta de instrucciones, los pro-
gramas paralelizados pueden ejecutar diferentes partes del
código de manera concurrente. Esto significa que una tarea
que normalmente llevarı́a mucho tiempo en un programa
secuencial puede completarse mucho más rápido cuando se
distribuye entre múltiples unidades de procesamiento. La
ejecución de estos programas permite aprovechar al máxi-
mo los recursos de hardware, acelerando significativamente
el procesamiento y mejorando la eficiencia.

En la HPC nos encontramos dos grandes arquitecturas
que son muy importantes para la paralelización y su ejecu-
ción, el primero son los sistemas de memoria compartida
donde todos los procesadores comparten el mismo espacio
de memoria, el segundo son los sistemas de memoria dis-
tribuida, donde la memoria no es accesible por todos los
nodos del sistema, esta memoria está distribuida en diferen-
tes partes del conjunto. Cada una de las arquitecturas tie-
ne sus ventajas y desventajas. En los sistemas de memoria
compartida, encontramos que nuestro sistema es más efi-
ciente en aplicaciones donde la comunicación es constante
entre procesadores, existe también una mayor coherencia de
los datos debido a que todos los procesadores comparten el
mismo espacio de memoria. De forma opuesta, observamos
que presentan una escalabilidad mucho más reducida, lle-
gando a ser el acceso a memoria un gran cuello de botella.
Por otra parte, los sistemas de memoria distribuida presen-
tan una gran escalabilidad, facilitando la inclusión de nodos
de cómputo y memoria; esto da como resultado poder abor-
dar problemas más grandes y complejos. Por último, pode-
mos indicar que son sistemas con tolerancia a fallos debido
a su gran cantidad de nodos y distribución de la memoria.

Estos sistemas también pueden presentar limitaciones:
son sistemas que pueden ser muy caros de construir y man-
tener, la integración total resulta mucho más complicada,
debido a la comunicación continua entre todos los nodos,
puede introducir latencia de red reduciendo el rendimiento
considerablemente. Los modelos de programación explican
de la forma que se ejecutará un programa, está constituido
por una serie de reglas y convenciones para desarrollar apli-
caciones. Define como deben estructurarse los programas y
como se organizan los datos. A continuación, se presentarán
tres modelos de programación que se usan ampliamente en
HPC para conseguir el máximo rendimiento a nuestras apli-
caciones:

OpenMP[3] es una API de código libre para memoria
compartida en C, C++ y Fortran; se basa en directivas
de compilación y pragmas en el código fuente con tal

de indicar que secciones del código deben ser parale-
lizadas. El concepto de multithreading también apare-
ce ya que en este método de paralelización un thread
máster, que serı́a el único hilo dentro de un programa
secuencial, se bifurca en un número previamente es-
pecificado de threads “esclavos”, estos serán creados
cada vez que una sección paralela entre en escena.

OpenACC[4] es un estándar de programación que fa-
cilita la programación paralela en sistemas con acele-
radores. Con la aparición de las GPUs[4] y sistemas
con many—core, era necesario simplificar la progra-
mación en sistemas hı́bridos con CPU y GPU. Fun-
ciona de una forma similar a OpenMP, haciendo uso
de directivas. Inicialmente, su ejecución será en CPU
del anfitrión, la cual después puede trasladar esta eje-
cución a una unidad de procesamiento gráfico. Existen
cuatro niveles de paralelismo: thread, gang, worker y
vector.

CUDA[5], cuyo significado es Compute Unified De-
vice Architecture (Arquitectura de Dispositivo Unifi-
cado de Cómputo), hace referencia al modelo de pro-
gramación desarrollado por NVIDIA® para conseguir
el máximo rendimiento de las GPUs de NVIDIA® en
HPC. CUDA se centra en proporcionar a los desarro-
lladores un control directo y detallado sobre las GPUs,
lo que permite un alto grado de optimización y parale-
lismo. A diferencia de OpenACC, que ofrece un nivel
de abstracción más alto, CUDA es una API de bajo ni-
vel que requiere que los desarrolladores escriban códi-
go especı́fico para GPUs de NVIDIA.

Desde nuestro grupo de investigación, HPCA4SE[6], cen-
tramos nuestro objetivo en la investigación y el desarro-
llo de los sistemas de computación de altas prestaciones.
Se realizan estudios exhaustivos de aplicaciones paralelas,
ası́ como modelos de programación óptimos en HPC. Re-
cientemente, estamos enfocando nuestros esfuerzos en la
exploración de las posibilidades que las Unidades de Pro-
cesamiento Gráfico (GPU) pueden ofrecer en este contexto,
gracias a su alto grado de paralelismo y a su menor costo
en comparación con los superordenadores tradicionales, re-
sulta muy interesante que oportunidades nos puede ofrecer
y como será su evolución en el tiempo.

Para abordar esta cuestión, hemos iniciado un proyecto
de investigación centrado en la descarga de OpenMP sobre
GPU. Nuestra intención es investigar cómo podemos utili-
zar la programación paralela de OpenMP en combinación
con el poder de cómputo de las GPUs para mejorar el ren-
dimiento y la eficiencia de nuestras aplicaciones. Para lle-
var a cabo este proyecto, hemos desarrollado junto con la
colaboración de Suren Harutyunyan, estudiante de doctora-
do que está llevando a cabo su tesis doctoral en el grupo
de investigación, un conjunto de kernels que actúan como
benchmark. Estos kernels, elaborados en lenguaje C, están
diseñados especı́ficamente para medir y evaluar el rendi-
miento de diferentes funciones o componentes de nuestro
sistema. Estos kernels se han adaptado a tres modelos de
programación diferentes: OpenMP, OpenACC y CUDA.



SERGIO LÓPEZ SEVILLA: DESCARGA DE KERNELS DESDE LA CPU A LA GPU 3

2 OBJETIVOS

El primer objetivo por asumir es realizar un estudio de la
ejecución serie y del conjunto de modelos de programación
paralela ya definidos: OpenMP, OpenACC y CUDA para
ası́ poder realizar un análisis exhaustivo de productividad y
resolver con que modelos obtenemos mejores resultados.

Una vez logrado el primer objetivo, nos focalizaremos en
como descargar un conjunto de kernels desarrollados con
OpenMP para CPU en GPU, realizando las modificaciones
pertinentes. Realizando un análisis de las caracterı́sticas ne-
cesarias para llevar a cabo este cometido, documentando la
información necesaria para un correcto funcionamiento de
OpenMP sobre GPUs.

La siguiente meta, y después de concretar todo lo necesa-
rio para el correcto funcionamiento, será modificar el pro-
grama adaptado en OpenMP, y con su ejecución en CPU,
para poder realizar la descarga de los kernels en la GPU.

Finalmente, realizaremos un análisis de los resultados
obtenidos para poder comparar y concluir las ejecuciones
empleadas en serie y en los cuatro modelos de programa-
ción paralela (OpenMP, OpenACC, CUDA y OpenMP con
descarga en GPU).

3 METODOLOGÍA

Uno de los aspectos más importantes a la hora de reali-
zar un proyecto es su metodologı́a. Existen una gran varie-
dad de estas, pero nosotros deseábamos que la metodologı́a
empleada tuviera propuestas flexibles, pudiéndose adaptar
a diferentes situaciones. Por esto, decidimos decantarnos
por las metodologı́as Agile[7]. Las metodologı́as Agile se
caracterizan por dividir el proyecto en secciones más pe-
queñas para ası́ conseguir que el proceso de entrega de un
proyecto sea más eficiente. Dentro de las familias de las me-
todologı́as Agile, encontramos que la metodologı́a que me-
jor se adapta a nuestro propósito es Scrum[8]. Aquı́ nos en-
contramos que la división del trabajo se realiza en Sprints,
con una fecha lı́mite y un trabajo previamente determinado.
Esta metodologı́a es flexible a cambios en el flujo de tra-
bajo, permitiendo cambios sin que estos sean crı́ticos. En
la figura 1 podemos observar el esquema de etapas que si-
gue la metodologı́a. Normalmente en este tipo de metodo-
logı́a, se mantienen reuniones diarias conocidas como Daily
Scrums, en nuestro caso, lo hemos adaptado y estas reunio-
nes se realizarán de forma semanal. En cada una de estas
reuniones se comparten resultados y dudas con un grupo de
estudiantes formado por alumnos y se intentarán resolver
problemas que vayan surgiendo. Asimismo, estas reuniones
también servirán como sesión de valoración cuando se lle-
gue a la fecha lı́mite de cada uno de los Sprints detallados.

4 DESARROLLO

Para poder realizar el trabajo de investigación previsto,
trabajaremos con un programa extenso proporcionado por
el estudiante Suren Harutyunyan. Dicho programa está di-
señado para lograr estudiar la ejecución de un conjunto de
kernels, variados entre sı́, en serie y en diferentes modelos
de programación paralela: OpenMP, OpenACC y CUDA.
Para ello, en esta sección se verá reflejado el entorno de
programación en el que se llevará a cabo todo el conjunto

de pruebas, también detallaremos la estructura, el código y
una explicación extensa del mismo, ası́ como de sus opcio-
nes de ejecución y sus resultados.

4.1. Entorno de trabajo
El entorno de trabajo tenı́a que cumplir con una serie de

requisitos indispensables; es por ello, que decidimos utili-
zar el clúster Aolin, propio del Departamento De Arquitec-
tura de Computadores y Sistemas Operativos de la Escuela
de Ingenierı́a. Cada uno de los nodos está integrado por un
procesador Intel® Core™ i5-12400 @2.50 GHz, compues-
to por 12 núcleos y dos hilos por núcleo. Esto quiere decir,
que podemos emplear hasta 24 hilos en paralelo. También
disponemos de 48 GB de memoria RAM. Entre el conjunto
de nodos de Aolin disponemos de la cola de trabajos cu-
da.q, caracterizados por ser nodos con dispositivos GPUs.
Se trata de los nodos aolin-gpu1, aolin-gpu2 y aolin-gpu3.
Cada uno de ellos está compuesto por dos GPUs, los dos
primeros, disponen de Geforce RTX®3080. Mientras que
el tercer nodo cuenta con Geforce RTX®2070 como tarjeta
gráfica principal. Para poder trabajar en este tipo de entor-
nos, donde la cantidad de trabajos puede ser muy grande, es
necesario disponer de herramientas que establezcan méto-
dos justos para determinar cuál es el siguiente trabajo en
ser seleccionado y ejecutado. En el caso de Aolin dispo-
nemos de SLURM[9] (Simple Linux Utility for Resources
Managment), se trata de un sistema de colas que se encarga
de distribuir y seleccionar los trabajos siguiendo polı́ticas
de prioridad y recursos disponibles.

4.2. Entorno de programación
A continuación, se dará a conocer el conjunto de kernels

que forman el banco de pruebas, se presentan en su versión
base. Posteriormente, se detallarán aspectos clave para todo
el conjunto de modelos para HPC que ya introducimos.

4.2.1. Código base

Copia

La función de este kernel es muy simple, únicamente co-
pia el contenido de un vector a otro, siendo ambos de un
tamaño definido por una variable.

c2 [ j ] = b2 [ j ] ;

Escalar

De forma parecida al kernel definido en el punto anterior,
pero multiplicando cada valor de un vector por una variable
y almacenando el resultado en otro vector.

c2 [ j ] = s c a l a r * b2 [ j ] ;

Suma

El siguiente de los kernels, realiza la suma de dos vecto-
res y el resultado se almacena en un tercero.

f3 [ j ] = d3 [ j ] + e3 [ j ] ;
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Triad

Combina los dos kernels anteriores, multiplicando un
vector por una variable y, posteriormente, sumando a otro
vector y almacenando en un tercero.

f3 [ j ] = d3 [ j ] + s c a l a r * e3 [ j ] ;

Reducción

Realiza una reducción de un vector sobre una variable
definida. Finalmente actualiza otra variable con el módulo
de la reducción anterior y un valor muy grande; es decir, el
valor será el mismo que en la reducción.

r e d u c += a1 [ j ] ;

2P Stencil

2P Stencil se refiere a un patrón de acceso a datos, donde
se toma el contenido de las dos posiciones adyacentes a j,
la posición j-1, y j+1, y se calcula la media. Finalmente, se
almacena el resultado en la posición j de un vector diferen-
te.

c2 [ j ] = ( b2 [ j −1]+ b2 [ j + 1 ] ) * 0 , 5 ;

2D 4P Stencil

A diferencia del kernel anterior, tratamos con una matriz
bidimensional donde se almacena en la posición j de una
matriz la media de los cuatro vecinos, tanto de la fila como
de la columna.

c2 [ j *n+ i ] = ( b2 [ j *n+ i −1]+ b2 [ j *n+ i +1] \
+b2 [ ( j −1)* n+ i ]+ b2 [ ( j +1)* n+ i ] ) * 0 , 2 5 ;

Matriz por vector

Multiplica una matriz bidimensional por un vector alma-
cenando el resultado en otro vector.

vxmo [ i ]=vxmo [ i ]+ m a t a t a x [ i *n+ j ]* vxmi [ j ] ;

Matriz por matriz

Realiza la multiplicación de dos matrices bidimensiona-
les almacenando el resultado en una tercera.

d3 [ i *n+ j ] += e3 [ i *n+z ]* f3 [ j *n+z ] ;

Conjunto de kernels con patrón stride

En la ejecución de cuatro kernels, se utiliza un patrón
similar, calculando un ı́ndice y dado este almacenando el
valor de un vector en otro. Los patrones tipo stride se ca-
racterizan por el espaciamiento entre los accesos para un
vector. En nuestro caso, tenemos acceso realizando saltos
de 2, 4, 16 y 64.

i n d e x = ( i n d e x +( i n d e x / N2)) %N2 ;
c2 [ i n d e x ] = b2 [ i n d e x ] ;

Replicación de una matriz

Copia el contenido de una matriz en otra recorriendo
estás con dos bucles anidados, de tal forma, recorremos tan-
to las columnas como las filas.

c2 [ i *n+ j ] = b2 [ i *n+ j ] ;

Multiplicación de matrices

Multiplica dos matrices bidimensionales, el resultado es
almacenado en otra matriz.

d3 [ i *n+ j ] += e3 [ i *n+z ]* f3 [ z *n+ j ]

Stencil matrices tridimensionales

Se implementa un stencil tridimensional, es decir, matri-
ces tridimensionales. El resultado de este stencil se alma-
cena en otra matriz tridimensional. La figura 2, muestra la
operación básica.

Fig. 1: Operación básica stencil matrices tridimensionales

4.2.2. OpenMP

En esta sección, se explicará la versión del programa ya
implementada para OpenMP, a diferencia del punto anterior
se ha realizado una agrupación del conjunto de kernels para
lograr una abstracción mayor, ya que todos presentan una
implementación muy similar. A continuación, se presen-
tarán dos ejemplos para lograr entender el funcionamiento:

El ejemplo de la figura 3 muestra el kernel MatxVec,
incluye una única directiva OpenMP que es empleada
para indicar que el bucle siguiente debe ejecutarse en
paralelo distribuyendo el trabajo entre el conjunto de
hilos definidos. Además, se agrega la opción private()
indicando que la variable contenida será privada para
cada hilo, evitando ası́ concurrencia y asegurando la
independencia entre hilos.

Fig. 2: Kernel MatxVec para OpenMP

Finalmente, en la figura 4 se muestra el kernel Reduc-
tion este ejemplo plasma una nueva opción en la di-
rectiva #pragma de OpenMP, esta es la utilización de
reduction(operación:variable). De tal forma, asegura-
mos la consistencia y evitamos problemas de concu-
rrencia al realizar la operación de suma en paralelo.
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Fig. 3: Kernel Reduction en OpenMP

4.2.3. OpenACC

De forma similar a la sección anterior, se reflejará el con-
junto total de kernels en dos ejemplos, para lograr una ma-
yor comprensión, utilizaremos los mismos kernels que para
OpenMP:

El primer ejemplo, como se muestra en la figura 17,
implementa una única directiva #pragma donde le in-
dicamos al compilador que el bucle for debe ser eje-
cutado en paralelo en GPU. Asimismo, con la opción
present() indicamos que el contenido debe estar pre-
sente en GPU, finalmente con vector length indicamos
el tamaño del vector a reservar para la región paralela.

Fig. 4: Kernel MatxVec para OpenACC

El segundo caso muestra el kernel Reduction, en la di-
rectiva pragma, observamos una nueva opción, reduc-
tion().

Fig. 5: Kernel Reduction para OpenACC

4.2.4. CUDA

Para la ejecución en CUDA, únicamente mostraremos un
ejemplo, todos los kernels difieren entre sı́, siendo imposi-
ble realizar un análisis en profundidad para todos ellos.

Kernel Copy para CUDA, a diferencia de los modelos
anteriores, es necesario dividir la definición e invoca-
ción del kernel en dos partes. Como se observa en la

figura 7, inicialmente se define el kernel de CUDA, que
será ejecutado de forma paralela en GPU. Finalmente,
la función Kernel Copy() se encarga de configurar y
lanzar el kernel.

Fig. 6: Kernel Copy en CUDA

5 DESARROLLO - OPENMP EN GPU

En anteriores secciones introducimos los diferentes mo-
delos de programación que utilizaremos como banco de
pruebas, estos son modelo serie, OpenMP, OpenACC y CU-
DA, siendo estos dos últimos los que hacen uso de la GPU
para ejecutar los kernels. El siguiente paso era ir más allá
con OpenMP y, con esto, lograr descargar la totalidad de
los kernels en GPU.

5.1. Introducción a OpenMP y la descarga en
GPU

Desde la versión 4.0, OpenMP tiene capacidad para tra-
bajar con sistemas heterogéneos, caracterizados por estar
compuestos por el host y un dispositivo como una tarjeta
gráfica.

Para indicar que se desea descargar parte de la ejecución
desde el host a la GPU, se usa el constructor TARGET.
Como conocemos, CPU y GPU usan espacios de memoria
diferentes, no tienen espacio compartido; por eso es vital
realizar un buen manejo de los datos, para paliar al máximo
cuellos de botella y minimizar la latencia.

Es por esto, que debemos aprovechar la memoria dedica-
da que tiene la tarjeta gráfica (VRAM) y ası́ evitar tener que
acceder a la memoria principal de la CPU.

El modelo de ejecución empleado es bastante similar
al que encontramos con OpenACC donde, inicialmente, el
host crea el entorno de trabajo que será empleado por la
GPU. A continuación, se mapean los datos con el entorno
de datos de la tarjeta gráfica, posteriormente, el host envı́a
las regiones que deben ser ejecutadas. Una vez que la GPU
haya realizado todo su trabajo, el host recupera los datos y,
finalmente, elimina el entorno creado en GPU.

5.2. Programa de prueba
Conociendo ya el entorno que nos servirá como banco

de trabajo, es hora de realizar pruebas en el mismo. Para
ello, se ha diseñado un programa base que nos servirá para
poder verificar el rendimiento, la eficiencia y la capacidad
de procesamiento del clúster.
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5.2.1. Ejemplo implementado con OpenMP

Para esta primera situación, se ha creado un pequeño pro-
grama que realiza una suma de dos vectores y el resultado
se almacena en un tercero. El modelo de programación em-
pleado es OpenMP; de esta forma, lograremos aprovechar
la paralelización. El programa que se muestra en la figura 8,
ejecuta una suma de dos vectores de mil elementos, alma-
cenando el resultado en un tercer vector. Utiliza el mode-
lo de programación OpenMP, permitiendo la paralelización
del proceso. De tal forma que se distribuye eficientemen-
te la carga de trabajo entre múltiples hilos de ejecución; la
configuración de los hilos se llevará a cabo en el script que
posteriormente será comentado.

Fig. 7: Programa de prueba para OpenMP

5.2.2. Modificaciones para descarga en GPU

Tras haber logrado compilar y, posteriormente, ejecutar
el programa base que realiza la suma de dos vectores de
forma iterativa en OpenMP, ahora implementaremos las op-
ciones de descarga para ası́ aprovechar los recursos que nos
ofrece una GPU (Figura 9).

Fig. 8: Código base modelo OpenMP + GPU

Para empezar, ya podemos observar que defini-
mos una nueva variable con el contenido negado de
omp is initial device, es una función de OpenMP que de-
vuelve un valor distinto de cero si se está ejecutando en el
dispositivo principal (CPU). Si devuelve cero, significa que
el código está siendo ejecutado en un dispositivo secunda-
rio, como una GPU. En nuestro caso, la definiremos con el
valor complementario, al que retorna la función, retornando
esta, el valor de 0 en su definición. A continuación, comen-
taremos los pragmas necesarios para indicar al compilador

el área de código para la ejecución en GPU. La primera
opción del primer pragma, target, indica lo anterior comen-
tado. Ahora, con el uso de map indicaremos que datos son
necesarios mover entre CPU y GPU antes y después de la
región paralela ejecutada en el dispositivo.

Es crucial gestionar la transferencia de datos entre me-
morias para ası́ utilizar estos dispositivos de forma eficiente;
para ello, tenemos la cláusula map(), esta nos proporciona
opciones para poder controlar la transferencia de los datos
entre CPU y GPU. Algunas de las opciones más utilizadas
son:

1. to(): La variable que se especifica debe copiarse desde
la memoria de CPU a la memoria de la GPU previa-
mente a su ejecución.

2. from(): Realiza totalmente lo contrario a la opción an-
terior, copia la variable desde la memoria de la GPU a
la CPU posterior a la ejecución de la región paralela.

3. tofrom(): Combina las dos opciones anteriores, copia
la variable contenida desde la CPU a la GPU previa-
mente a la ejecución, para, una vez ejecutada la región
paralela en GPU, retornar dicha variable a la memoria
principal de la CPU.

Dentro de esta región objetiva, el pragma anidado crea equi-
pos de hilos para distribuir el bucle iterativo de forma efec-
tiva. Dentro del bucle, nos encontramos con una cláusula
condicional que emplea la función omp get team num(),
determina si el hilo actual se encuentra en el equipo cuyo
identificador es el número 0. Si esto se cumple, la variable
dev se actualizará. Si la ejecución está siendo en GPU, la
función retornará 0, pero al aplicar la negación lógica, el
valor que se asignará a dev será 1.

Finalmente, y ya fuera de todo bucle, imprimiremos por
pantalla el valor booleano de dev, si la ejecución se realizó
en GPU, retornará ‘Sı́’. En cambio, si esta se realizó en el
host, su valor será ’No’.

5.3. Implementación OpenMP sobre GPU
para el conjunto de kernels

Para implementar esta descarga de kernels, partiremos de
la versión original de OpenMP. Se han modificado los die-
ciséis kernels para conseguir nuestro propósito. De esta for-
ma, conseguimos descargar todo el trabajo en GPU liberan-
do a la CPU de realizar estas tareas.

La explicación y argumentación de la implementación de
los kernels estará dividida en tres secciones, cada una de es-
tas está compuesta por un conjunto de kernels con aspectos
de implementación similares.

Kernels con implementación simple

La primera sección está compuesta por un conjunto
de nueve kernels, estos son: kernel copy(), kernel add(),
kernel triad(), kernel scale(), kernel 2PStencil(), ker-
nel Stride2(), kernel Stride4(), kernel Stride16() y ker-
nel Stride64().

Todo este conjunto presenta una implementación muy si-
milar, por lo tanto, ejemplarizaremos el conjunto con una
única muestra, que será suficiente para representar su tota-
lidad. El kernel que se presentará es kernel Triad().
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Inicialmente, partiremos de la versión ya implementada
de OpenMP, ya que su estructura comparte una cierta simi-
litud. La figura 20, muestra la versión inicial diseñada para
OpenMP.

Fig. 9: Kernel triad para OpenMP

Considerando esto como punto de partida, es necesario
implementar un seguido de cambiar para lograr que cada
uno de los kernels se ejecuten de forma ı́ntegra en la GPU.

Para lograr entender si el kernel se está ejecutando en
su totalidad en GPU, en la figura 11 observamos que
definimos la variable pdevice triad inicializando su con-
tenido al valor complementario que retorna la función
omp is initial device(). Esta función nos devuelve true si
la sección del código es ejecutada en el anfitrión, y false
cuando es ejecutado en un dispositivo secundario, como por
ejemplo, una GPU. Como esta sección del kernel es ejecu-
tada por el host, su valor será false, ya que almacenamos
el valor complementario. De forma similar a otros mode-
los, debemos delimitar la sección del código que enviará el
host a la GPU; esto se hace con la siguiente directiva donde
detallaremos cada una de las opciones de este pragma:

# pragma omp t a r g e t map ( from : x ) map ( t o : y )

1. target: Esta directiva le indica al compilador que se
define una región “objetivo” a ser descargada en GPU.

2. map(from: x): Especificamos los datos de la variable
x que serán copiados desde la memoria de la tarjeta
gráfica al host al finalizar la región paralela. Esto in-
dica que cualquier cambio realizado en el dispositivo
durante la ejecución del bloque será transferido a la
CPU.

3. map(to: y): A diferencia de la cláusula anterior, esta
nos dice que los datos de la variable y se copiarán des-
de la memoria del host a la GPU justo al inicio de la
región.

Fig. 10: Kernel Triad con OpenMP y GPU

El segundo de los pragmas que se observa en la figura 11, y
ya dentro de la región que será enviada para su ejecución en
GPU, crea el paralelismo en la tarjeta gráfica. A continua-
ción, detallaremos este pragma y sus opciones empleadas:

# pragma omp teams d i s t r i b u t e p a r a l l e l f o r

1. teams: Con esta opción, creamos una colección de
equipos de hilos. El hilo maestro de cada uno de es-
tos equipos ejecuta la región propia de estos.

2. distribute: Como bien dice su nombre, esta directiva
se utiliza para distribuir las iteraciones de uno o más
bucles a través de los equipos.

3. parallel for: Nos indica que las iteraciones del bucle
for ejecutadas por cada hilo pueden ejecutarse de for-
ma concurrente, consiguiendo ası́ el paralelismo.

Dentro de cada iteración del bucle for, verificamos si se está
ejecutando en CPU o GPU modificando, para este caso, el
valor de la variable pdevice triad. Finalmente, mostraremos
por pantalla si la ejecución se realiza en el host o en la tar-
jeta gráfica.

Kernel Reduction

Este kernel implementa una operación de reducción en
paralelo, para la versión simple de OpenMP, utilizamos la
opción reduction(operación:variable) como se observa en
la figura 12.

La cláusula reduction() nos habilita las operaciones de re-
ducción en paralelo, todos los hilos realizan una operación
especı́fica en una variable privada y luego esta es combina-
da en una variable compartida.

Fig. 11: Kernel Reduction en OpenMP

De forma similar a la versión original, la versión con
GPU utiliza la misma opción en el pragma, indicando tam-
bién que la variable reduc se utilizará para combinar los
resultados de todos los hilos.

En la figura 13, se muestra la versión con descarga en
GPU, se ha incluido la opción simd indicando al compila-
dor que las iteraciones del bucle pueden ejecutarse de for-
ma concurrente utilizando instrucciones del tipo SIMD. Por
último, también podemos destacar el mapeo de datos del ti-
po tofrom, este indica que la variable reduc será transferido
a GPU para que, finalmente y al acabar la región, vuelva a
ser transferido a la memoria principal de la CPU.
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Fig. 12: Kernel Reduction en OpenMP + GPU

Kernels con múltiples bucles for anidados

La tercera, y última de las secciones, está compuesta por
el resto de kernels. En esta sección, comentaremos en pro-
fundidad uno de ellos.

Kernel MatxVec() será el kernel presentado. En la ver-
sión original para OpenMP, como muestra la figura 14, el
doble bucle for anidado es utilizado para poder recorrer al
completo la matriz, utilizando la variable i para las filas, y
la variable j para las columnas.

El vector vxmo almacenará el vector resultante de la mul-
tiplicación entre la matriz mat atax y el vector vxmi.

Fig. 13: Kernel MatxVec para OpenMP

A continuación, mostraremos las modificaciones para lo-
grar una implementación más eficiente juntamente con la
adición para su descarga en GPU.

La implementación de la cláusula collapse() exige que
los bucles estén perfectamente anidados, sin secciones de
código entre ambos bucles, para lograr esto, se incluyó la
lı́nea del código dentro del bucle más interno realizando una
condición simple. De esta manera, conseguimos bucles for
perfectamente anidados, permitiendo, ahora sı́, el poder usar
la cláusula collapse(). (Ver figura 15):

Fig. 14: Kernel MatxVec para OpenMP + GPU

6 RESULTADOS

Después de elaborar un análisis e implementación de los
kernels para su descarga en GPU, es el momento de obte-
ner resultados y realizar un análisis en comparación a los
modelos de HPC ya implementados.

6.1. Entorno de ejecución
Para lograr ejecutar nuestro programa, y ası́ conseguir ob-

tener los resultados, necesitamos de un entorno de ejecución
conveniente a nuestras necesidades. Como mencionamos en
el apartado 4.1, haremos uso del clúster Aolin y sus opcio-
nes que nos ofrece para lograr ejecutar de forma paralela
haciendo uso de GPUs.

Todos los trabajos HPC que se ejecuten deben ser ejecu-
tados mediante el envı́o de scripts al gestor de colas Slurm.
A continuación, veremos en detalle algunos aspectos a tener
en cuenta en la elaboración de este script, comentando los
más importantes para su correcta compilación y ejecución
(Ver figura 28).

Fig. 15: Script para OpenMP + GPU
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1. Configuración para gestor de colas SLURM: El
conjunto de entradas que comienzan #sbatch son di-
rectivas para SLURM. Estas lı́neas especifican el nom-
bre del trabajo, el número de nodos a utilizar, la cola
sobre la que se depositará el programa, el tipo de GPU
requerida y el nombre que recibirá el archivo de texto
generado en la salida.

2. Compilación: Para la compilación, utilizaremos el
compilador de NVIDIA HPC (nvc) cargado con el
módulo nvhpc, utilizamos la opción -mp=gpu para ha-
bilitar la descarga de OpenMP sobre GPU.

A continuación, se definirán un conjunto de flags, entre
los que destacar el nivel de optimización del compila-
dor con -O2 y la definición de un conjunto de macros
que serán empleadas en el programa, estás son: N con
el con el tamaño del programa, NTIMES con el valor
10 y PROFILE.

Utilizamos -Minfo=mp para habilitar al compilador la
generación de mensajes informativos durante la com-
pilación realizado por las directivas de OpenMP en el
programa. Finalmente, indicamos el nombre del archi-
vo de salida ejecutable con la opción -o.

3. Ejecución y perfilado: Finalmente, empleamos nsys
nvprof para invocar el perfilador Nsight de NVIDIA.
Esta herramienta nos brinda la capacidad de examinar
a fondo la ejecución en la GPU y genera un informe
detallado del perfilado.

Dentro de este informe, se proporciona un resumen
exhaustivo del rendimiento de la aplicación en la tarje-
ta gráfica, ası́ como detalles especı́ficos sobre cómo el
programa aprovecha la GPU.

6.2. Experimentación
En esta sección, procedemos a analizar los resultados ob-

tenidos de la ejecución del script enviado al clúster Aolin,
tal como se detalló en la sección anterior.

Para los modelos con GPU, disponemos de la herramien-
ta de perfilado nsys (Nsight Systems) y nvprof, gracias a
esto, logramos obtener información detallada de como in-
teractúa la CPU con la GPU, y la dedicación de esta última
a cada kernel de forma individual.

6.2.1. Detección cuello de botella

Gracias a esta herramienta logramos mejorar considera-
blemente nuestro programa detectando un cuello de botella
en un conjunto de kernels representando casi un 80 % del
tiempo de ejecución para todos los kernels. Observando la
tabla de la figura 29, nos damos cuenta de que todas estas
funciones cumplı́an un mismo patrón, la anidación de bu-
cles.

Time( %) Time (ns) Name
40,0 4.351.991 Kernel MatMult
39,0 4.244.595 Kernel MatMultNoOpt
11,0 1.227.791 Kernel Stencil

Dado esto, se optó por implementar la opción collapse()
en los pragmas del kernel. Con esta opción, logramos tratar

múltiples bucles anidados como uno solo. Posteriormente a
la implementación de estas modificaciones, obtuvimos los
siguientes resultados.

Time( %) Time (ns) Name
12,0 110.399 Kernel Stencil
11,0 101.730 Kernel Reduction
8,0 76.992 Kernel MatMultNoOpt

6.2.2. Tiempos para OpenMP + GPU

Una vez familiarizados con la herramienta de perfilado,
es hora de plasmar los resultados para poder realizar la pos-
terior discusión entre los diferentes modelos.

Para poder realizar estas comprobaciones, decidimos tra-
bajar con cuatro tamaños diferentes de N, para ası́ poder
abarcar un conjunto más amplio, los valores de N serán los
siguientes: 391680, 524288, 917504 y 1310720.

En la figura 29 se muestra una de las tablas generada por
el perfilador para un tamaño N de 391680. Nos muestra todo
tipo de datos relevantes en referencia al tiempo para cada
uno de los kernels del conjunto.

Fig. 16: Script para OpenMP + GPU

6.3. Discusión
Para lograr una comprensión de los resultados para todos

los modelos, decidimos diseñar un conjunto de tablas Excel
con cada uno de los resultados obtenidos en los diferentes
perfilados. Observando la figura X, vemos el gráfico de ba-
rras representando la tabla de tiempos para N = 391680.
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Fig. 17: Comparación modelos

Esta tabla nos aporta información muy interesante, dos
tipos de ejecución difieren mucho del resto, provocando la
dificultad de comprensión. Estos dos modelos son ejecución
serie y OpenMP; resulta interesante también mencionar que
son los dos únicos modelos con ejecución integra en Host,
sin hacer uso de GPU.

Debido a esto, se decide eliminar estas dos entradas de
la tabla, para ası́ lograr obtener una comprensión mayor de
únicamente los modelos que aprovechan el recurso de la
GPU.

Fig. 18: Comparación modelos GPU

Respecto a la versión serie, obtenemos un speedup de:

Speedup =
0, 078442s

0, 01822924s
= 4.3030866893x

Ahora, podemos extraer unas mejores conclusiones, se-
guimos observando que la versión de OpenMP con GPU
presenta rendimiento menor respecto a sus modelos com-
petentes para GPU; esto, puede servir para lı́neas futuras,
implementar mejoras que se aproximen o mejoren a Ope-
nACC y CUDA.

7 CONCLUSIONES

En este trabajo estamos estudiando en profundidad las
posibilidades que nos ofrece OpenMP y su descarga en

GPU, partiendo únicamente de OpenMP, su funcionalidad
es la programación paralela en el host haciendo uso de hilos
para repartir el trabajo. Pues ahora, y gracias a las tarjetas
gráficas, podemos ir mucho más allá.

Se ha conseguido plasmar el potencial de OpenMP con-
juntamente a GPU para mejorar el rendimiento y las opcio-
nes que este nos ofrece. Con la optimización continua y la
experimentación, esperamos ver mejoras aún mayores en el
rendimiento para el futuro.

Quedo satisfecho pudiendo cumplir todos los objetivos
que definimos inicialmente, pese a los cambios sufridos.

A nivel más personal, he aprendido mucho realizando es-
te proyecto, ya no únicamente a nivel académico, sino que
también la importancia de, por ejemplo, tener buena plani-
ficación durante todo el proyecto y el trabajo constante.

Para finalizar, querı́a destacar la gratitud que me ha ge-
nerado poder realizar este trabajo, y ver que soy capaz de
poder llegar a esto yo solo gracias a todo lo aprendido du-
rante todo el grado.
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APÉNDICE

A.1. Tablas con tiempos para cada modelo

Fig. 19: Tiempo en segundos para N 391680

Fig. 20: Tiempo en segundos para N 524288



12 EE/UAB TFG INFORMÀTICA: DESCARGA DE KERNELS DESDE LA CPU A LA GPU

Fig. 21: Tiempo en segundos para N 917504

Fig. 22: Tiempo en segundos para N 1310720
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A.2. Gráficas representativas para el resto de tamaños

Fig. 23: Tabla gráfica para N 524288

Fig. 24: Tabla gráfica para N 917504

Fig. 25: Tabla gráfica para N 1310720


