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Predicción de la enfermedad de caries en 
niños y adolescentes utilizando modelos de 

aprendizaje automático 
Fabián Méndez 

Resumen — La caries dental es la enfermedad no infecciosa más prevalente en el mundo. Para la evaluación del riesgo de 

caries se utilizan diversos modelos. En los últimos años se han reportado avances en la utilización de algoritmos de machine 

learning (ML) en el diagnóstico y pronóstico de la caries dental. Este trabajo utilizó 8 modelos de ML, empleando los datos de la 

Encuesta Nacional de Salud de la Infancia de los Estados Unidos (2018, 2019 y 2020), para predecir la presencia de caries. Se 

propone un modelo con el mejor desempeño y se seleccionan características potencialmente disponibles en un entorno sanitario 

real. El modelo seleccionado es XGBoost, con un desempeño en el área bajo la curva ROC (AUCROC) de 0,74 en población de 

1-17 años y 24 características, y un mayor rendimiento en el grupo de 1-5 años, obteniendo un AUCROC de 0,83 y 27 

características, validado con los datos de la encuesta 2020. Las características de mayor relevancia tienen relación con la edad, 

nivel socioeconómico y acceso a atención dental. Los resultados se encuentran alineados con la evidencia disponible y dan 

cuenta del potencial que tienen los modelos de predicción basados en ML en la detección temprana de la enfermedad y como 

apoyo en la entrega de atención dental más personalizada. 

Palabras clave —Aprendizaje automático, inteligencia artificial, predicción, caries dental, adolescencia, infancia, Encuesta 

Nacional de Salud de la Infancia 

Abstract— Dental caries is the most prevalent non-communicable disease worldwide. Various standarized caries risk 

assessment models are actually used. In recent years, advances have been reported in the use of machine learning (ML) 

algorithms in the diagnosis and prognosis of dental caries. This study used 8 ML models, employing data from the National Survey 

of Children's Health of the United States (2018, 2019 and 2020), to predict the presence of caries. A model with the best 

performance is proposed, and potentially available features in a real healthcare setting are selected. The selected model is 

XGBoost, with an area under the receiver operating characteristic curve (AUCROC) performance of 0.74 in 1-17 years group with 

24 features, and it performs even better in the 1-5 years group, obtaining an AUCROC of 0.83 with 27 features, validated with the 

2020 survey data. The most relevant features are related to age, socioeconomic status, and access to dental care. These results 

are consistent with existing evidence and illustrate the potential of ML-based prediction models in the early detection of the disease 

and their contribution to providing more personalized dental care. 

Index Terms—Machine learning, artificial intelligence, prediction, dental caries, adolescence, childhood, National Survey of 

Children’s Health 

——————————   ◆   —————————— 

1 INTRODUCCIÓN 

La caries dental es la enfermedad no infecciosa más pre-
valente en el mundo. Las lesiones de caries no tratadas en 
dientes permanentes fueron la enfermedad más prevalente 
durante 2010 y 2015 [1, 2]. La caries dental es entendida 
como una enfermedad crónica y acumulativa a lo largo de 
la vida, en la cual los niveles de caries en los individuos 
son predecibles en el tiempo, cuando las condiciones am-
bientales son estables y las intervenciones no son efectivas. 
Es determinada por un solo factor crucial, que en la prác-
tica es el azúcar [3]. Las condiciones socioeconómicas se re-
lacionan con la experiencia o historia de caries, con mayor 
prevalencia asociada a un bajo nivel educativo y una posi-
ción socioeconómica más baja. El costo de tratamiento 

implica una gran carga para las familias y el sistema de sa-
lud [4]. 

El mayor predictor para determinar el riesgo de caries 
corresponde a la presencia de lesiones de caries y la expe-
riencia pasada de caries [5, 6]. Para predecir el riesgo de 
caries existen instrumentos reportados internacional-
mente, pero cuentan con evidencia limitada [6]. 

Si las lesiones de caries son detectadas en etapas tem-
pranas, las personas tienen la oportunidad de recibir op-
ciones de tratamientos preventivos y restauradores. Para 
ello se recomienda la asistencia a controles periódicos con 
el dentista. Sin embargo, por limitaciones como las finan-
cieras, la prevención o evaluación se descuidan hasta el co-
mienzo de los síntomas. Contar con una predicción de la 
enfermedad de caries dental puede servir como base para 
desarrollar un plan preventivo individual [7]. 

El aprendizaje automático (machine learning) es un sub-
dominio de la inteligencia artificial, en el que se aplican 
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algoritmos para aprender los patrones intrínsecos de los 
datos, con la finalidad de hacer predicciones, siendo útil y 
confiable en ámbitos como el diagnóstico de enfermedades 
orales y la toma de decisiones clínicas [8, 9]. Pudiendo ayu-
dar en la clasificación de los pacientes de alto riesgo, para 
que puedan recibir un diagnóstico adecuado y el trata-
miento requerido. Adicionalmente, si el modelo predictivo 
puede identificar factores que tienen una influencia consi-
derable en el desarrollo de la caries, la prevención puede 
dirigirse mediante el manejo de esos factores [7]. 

2 OBJETIVOS 

• Desarrollar un modelo de predicción de la enfer-
medad de caries en niños y adolescentes (de 1 a 17 años), 
basado en algoritmos de machine learning, mediante el 
procesamiento de información disponible en la Encuesta 
Nacional de Salud de la Infancia de los Estados Unidos, de 
los años 2018-2019. 

• Seleccionar características que puedan obtenerse 
desde el registro clínico o mediante información que pu-
diera estar disponible en centros de salud. 

• Identificar las diferencias en el desempeño del 
modelo en 3 grupos etarios incluidos en la encuesta. 

• Seleccionar un modelo y realizar una prueba pros-
pectiva de validación, con la información disponible en el 
dataset de la encuesta 2020. 

• Analizar los resultados y compararlos con la evi-
dencia reportada en publicaciones científicas relacionadas 
con el ámbito de investigación propuesto. 

3 ESTADO DEL ARTE 

Para la evaluación del riesgo de caries se utilizan am-
pliamente cuatro modelos estandarizados: el de la Asocia-
ción Dental Americana (ADA), Caries-Risk Assessment 
Tool (CAT), Caries Management by Risk Assessment 
(CAMBRA), el Cariograma, National University of Singa-
pore Caries Risk Assessment (NUS-CRA) y PreViser. Utili-
zan variables sociodemográficas, del comportamiento, clí-
nicas (índice de placa bacteriana, experiencia de caries, 
presencia de lesiones, defectos de esmalte, salud sistémica, 
consumo de medicamentos), microbiológicas y salivales 
(número de Streptococcus mutans, Lactobacillus, flujo sa-
lival y la capacidad de tampón de la saliva). El cariograma 
parece ser el más avanzado y preciso de todos los modelos 
y es el que cuenta con más evidencia, aunque esta última 
no es suficiente para señalar que el modelo es efectivo en 
la evaluación y predicción de la caries dental. La sensibili-
dad del Cariograma varía de 0,41 al 0,75 y la especificidad 
varía de 0,66 al 0,88 [6]. Mientras que el área bajo la curva 
ROC (AUCROC) reportada por Naichuan et al. en 2021 fue 
de 0,78, en un meta-análisis que consideró población de ni-
ños hasta personas mayores [10]. 

En los últimos años se han reportado avances en la uti-
lización de algoritmos de machine learning (ML) en el 
diagnóstico y pronóstico de la caries dental. En estudios 
diagnósticos, lo más común es la aplicación sobre imáge-
nes fotográficas y radiográficas. Los estudios de predicción 
pronóstica, ya sea con datos de corte transversal o prospec-
tivos obtenidos de registros médicos y dentales de 

diferentes poblaciones (preescolares, adultos y personas 
mayores), han utilizado regresión logística y otros algorit-
mos como los de boosting, super vector machines, k-nea-
rest neighbors, métodos de ensemble y redes neuronales 
artificiales. Con métricas de desempeño en sensibilidad 
que van de 0,00 a 0,97 (media de 0,67 y desviación estándar 
de 0,42), y la especificidad con resultados que van desde 
0,68 a 0,99 (media 0,87 y desviación estándar de 0,12). La 
mayoría de los estudios consideran reportar el área bajo la 
curva (AUC), aunque también se reporta la sensibilidad y 
especificidad. Los mejores resultados, en términos de sen-
sibilidad los obtienen los algoritmos no lineales. Sin em-
bargo, los estudios son escasos [11].  

Kang et al. en 2022 empleó distintos algoritmos de ML 
para la predicción de caries dental en niños de 12 años, uti-
lizando los datos de la Encuesta de Salud Oral de la Infan-
cia de Korea 2018. Los modelos usados fueron Random Fo-
rest (RF), Redes Neuronales Artificiales (ANN), Redes 
Neuronales Convolucionales (CNN), XGBoost, Support 
Vector Machines (SVM), Regresión Logística (LR) y Long 
Short-Term Memory (LSTM). El dataset contenía 22.288 
instancias y 16 atributos. Las métricas reportadas fueron 
accuracy (rango 0,75 a 0,92), F1-score (rango de 0,74 a 0,91), 
precisión (rango de 0,74 a 0,94) y sensibilidad (rango de 
0,74 a 0,88) [12]. 

Park et al. en 2021 reportó la utilización de los algorit-
mos XGBoost, RF, LightGBM y LR, para predecir caries 
dental en niños de 1 a 5 años, usando datos de la Encuesta 
Nacional de Examen de Salud y Nutrición de Korea (2007-
2018); dataset con 5.137 instancias y 10 atributos (variables 
socioeconómicas, demográficas, higiene dental y experien-
cia de caries), seleccionando características (modelos con 5 
y 4 características). Reportó métricas como el área bajo la 
curva ROC – AUCROC (rango de 0,77 a 0,79), 1-accuracy 
(rango de 0,23 a 0,25), sensibilidad (rango de 0,76 a 0,80) y 
especificidad (rango de 0,40 a 0,58) [13]. 

Ramos-Gómez et al. en 2021 utilizaron el algoritmo RF 
para la predicción de caries activa y experiencia de caries 
en niños de 2 a 7 años, con una muestra de 182 casos y 34 
atributos (variables demográficas, composición del hogar, 
reporte del estado de salud oral, características de los dien-
tes y encías, acceso a atención dental y experiencia de ca-
ries). Utilizaron 2 umbrales con la finalidad de obtener el 
mejor equilibrio entre sensibilidad y especificidad (0,08 y 
0,36). Las métricas de ambos modelos fueron accuracy 
(0,62 y 0,73), sensibilidad (0,57 y 0,92) y especificidad (0,63 
y 0,55) [14].  

4 MATERIAL Y MÉTODOS 

4.1 Dataset 

El dataset utilizado fue el de la Encuesta Nacional de 
Salud de la Infancia de los Estados Unidos (NSCH), que 
contiene los datos de las encuestas del 2018 y 2019, desti-
nada a niños de 3 grupos etarios: 0-5 años, 6-11 años y 12-
17 años. La encuesta aborda las siguientes secciones: ámbi-
tos demográficos, estado de salud del niño, el niño cuando 
era bebé, servicios de atención médica, experiencia con los 
proveedores de atención médica, cobertura de seguro mé-
dico, provisión para el cuidado de salud (gasto de bolsillo 
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para atención sanitaria, tiempo destinado al cuidado de la 
salud); aprendizaje del niño, la educación y las actividades; 
acerca del tutor y el niño (residencia en el país, hábitos de 
sueño, comunicación, rol parental), de su familia y hogar 
(dinámica y riesgos), cuidadores, información del hogar 
(ingreso, subsidios). Posee 59.963 registros y 833 atributos. 
Contiene atributos imputados directamente desde las res-
puestas entregadas por los tutores y otros que se calculan 
a partir de los primeros (recodificados). 16.750 registros co-
rresponden a niños de 0 a 5 años; 18.396 a niños de 6 a 11 
años y 24.817 a adolescentes de 12 a 17 años.  

La encuesta considera tres variables específicas sobre el 
estado de salud oral de los niños y adolescentes en los úl-
timos 12 meses (autorreporte de los tutores): dolor denta-
rio, sangrado de encías y presencia de caries. Esta última 
corresponde a la variable objetivo a predecir.  

 
4.2 Programas informáticos 

Para el desarrollo del trabajo, se utilizó Python v.3.9.13, 
en Jupyter Notebook (Anaconda 3), en el Sistema Opera-
tivo Windows 11, empleando las librerías Pandas, Numpy, 
Matplotlib, Seaborn, Bokeh, Sklearn, Imblearn, xgboost y 
Tensorflow. También se utilizó Microsoft Excel 365. 

 
 4.3 Preprocesado de los datos 

Los registros con valores perdidos codificados en la va-
riable caries fueron eliminados (293 registros), porque no 
es posible comparar la predicción sobre esos casos y por-
que representan el 0,5% de los registros. Posteriormente se 
eliminaron los registros que correspondieron a niños(as) 
menores de 1 año (1.901 que registraban edad 0), ya que no 
fue posible obtener la edad de esos niños en meses, consi-
derando que los dientes temporales comienzan su erup-
ción aproximadamente a los 6 meses de edad. Resultando 
un dataset con 57.769 instancias. Aquellos atributos que es-
tuvieran representados en más de un 30% por valores per-
didos codificados también fueron eliminados (7 atributos), 
debido a que introducen sesgo en los datos. También fue-
ron eliminadas aquellas variables administrativas como el 
ID del hogar, peso estadístico, año de la encuesta (6 atribu-
tos), porque no aportan información para este estudio. Se 
eliminó una variable que no fue encontrada en ambos años 
de aplicación de la encuesta, ya que introduce sesgo en los 
datos. Se eliminaron las variables recodificadas que contu-
vieran dentro de su fórmula a la variable objetivo (3 atri-
butos), porque mediante el uso de esas variables es posible 
predecir la presencia o ausencia de caries. La variable dolor 
dentario fue eliminada, ya que corresponde a un síntoma 
frecuente de caries dental en los niños, mediante la cual es 
posible inferir la presencia de caries dental. Además, fue-
ron eliminadas las que recodifican sólo a una variable de la 
encuesta, conteniendo la misma información (80 atribu-
tos), pues la multicolinealidad es una situación que puede 
afectar a los modelos lineales y porque eliminar esas varia-
bles no altera la información que ya se encuentra en el atri-
buto original.  

El dataset resultante contó con 735 atributos. Se identi-
ficaron 39 variables numéricas y 696 categóricas (incluida 
la variable objetivo). 

Se encontraron 38 pares de variables numéricas con una 
correlación de 0,8 o más entre sí. El dataset se encontraba 
desbalanceado, con un 90% de registros sin caries y 10% 
con presencia de caries (Figura N°1).  

Las variables categóricas fueron transformadas a varia-
bles dummy, generando un dataset final con 3.219 atribu-
tos, que contenía las variables numéricas, categóricas y la 
objetivo. Posteriormente, las variables numéricas fueron 
normalizadas, utilizando el algoritmo StandarScaler, obte-
niendo un conjunto de datos que contenía variables numé-
ricas normalizadas y las categóricas. El dataset fue divi-
dido en un subconjunto de entrenamiento y de prueba 
(80% y 20% respectivamente). Se estimó que el volumen de 
registros para el conjunto de prueba fue suficiente (11.553 
registros). 

El desbalance de las clases fue abordado a través de dos 
estrategias: mediante modelos que permitieran ajustar pa-
rámetros para enfrentar el desbalance de clases y la gene-
ración de muestras sintéticas, mediante el algoritmo Synt-
hetic Minority Over-sampling Technique (SMOTE) for No-
minal and Continuous (SMOTENC), que permite trabajar 
con datasets que contienen variables numéricas y categóri-
cas. SMOTENC utiliza el algoritmo SMOTE, realizando un 
sobremuestreo de la clase minoritaria, mediante el algo-
ritmo k-nearest neighbor, basándose en los ejemplos veci-
nos para generar muestras sintéticas. La implementación 
original utiliza 5 vecinos más cercanos (como la usada en 
este caso) [15]. En este trabajo, la clase minoritaria se sobre-
muestreó para igualar a la mayoritaria. 

 

Figura N°1: Número de casos y proporción de clases, da-
taset NSCH 2018-2019. 

 
La clase 1 corresponde a la presencia de caries y la 2, a au-

sencia de caries. 

 

4.4 Modelos que permiten abordar el desbalance de 
clases, mediante hiperparámetros 

Los modelos supervisados utilizados fueron los de En-
semble: Balanced Random Forest (BRF), Random Forest 
(RF) y el hiperparámetro Class Weight (balanced y balan-
ced_subsample). Modelos Boosting: Random under-sam-
pling Boost Classifier (RUSBC), Extreme Gradient 
Boosting (XGBoost) mediante el hiperparámetro 
class_pos_weight. Regresión Logística (LR) y Redes 
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Neuronales Artificiales (ANN), mediante el hiperparáme-
tro class_weight. A todos los modelos se les aplicó valida-
ción cruzada para evaluar el desempeño frente a distintos 
subconjuntos de datos de entrenamiento y validación, a 
través del cual es posible estimar el potencial de generali-
zación de los modelos al enfrentarse a datos nuevos, luego 
ajustarlo a todo el conjunto de entrenamiento y obtener un 
resultado final con el conjunto de prueba. Para las ANN 
fue implementado el EarlyStopping, monitoreando la fun-
ción de pérdida y con paciencia de 20, para seleccionar mo-
delos cuya época obtuviera el menor error en la predicción 
(Tabla N°1). ANN cuenta con 10 capas ocultas, las 3 prime-
ras con dropout, función de activación relu y capa de sa-
lida, sigmoide. 

 
4.5 Modelos aplicados sobre el dataset con balance 
sintético de las clases 

Los modelos supervisados usados fueron los de Ensem-
ble: RF. Modelos Boosting: AdaBoost, Gradient Boosting 
Classifier (GBC). LR y ANN. A todos los modelos se les 
aplicó validación cruzada. Para ANN se utilizó la misma 
modalidad de EarlyStopping anteriormente mencionada 
(Tabla N°2). ANN cuenta con las mismas capas ocultas, 
dropout y funciones de activación. 
 
4.6 Métricas de evaluación 

Las métricas de evaluación seleccionadas fueron: área 
bajo la curva ROC (AUCROC), sensibilidad, F1 score y es-
pecificidad. El AUCROC se consideró la métrica más im-
portante, porque da cuenta de la capacidad del modelo 
para discriminar ambas clases. 
 

4.7 Selección de características 

Las 735 variables disponibles en el dataset no serán po-
sibles de obtener en un entorno clínico real, requiriendo la 
selección de características. Utilizando los modelos con 
mejor desempeño, como ayuda para la selección de carac-
terísticas se aplicó el algoritmo Recursive Feature Elimina-
tion (RFE), a través del cual se seleccionaron 40 caracterís-
ticas y luego se eligieron aquellas que pudieran ser obteni-
das desde el registro clínico o mediante información que 
pudiera estar disponible en centros de salud. Posterior-
mente los modelos seleccionados fueron comparados, para 
elegir el que tuviera mejor desempeño en el AUCROC. El 
método de eliminación recursiva de características utiliza 
un modelo que realiza múltiples iteraciones de entrena-
miento. Utiliza la exactitud (accuracy) del modelo para 
identificar qué atributos (y combinaciones de ellos) contri-
buyen más a la predicción [16]. 

 

Tabla N°1: Modelos utilizados y sus hiperparámetros 
(desbalance de clases). 

Algoritmo Parámetros Descripción 

RF (1) 

n_estimator: 300 
max_depth: 10 

class_weight: balan-
ced 

Class weight como "balanced" 
ajusta automáticamente los pesos 
inversamente proporcionales a las 
frecuencias de cada una de las cla-
ses.  

RF (2) 

n_estimator: 70 
max_depth: 8 

class_weight: balan-
ced_subsample 

Class weight como "balanced_sub-
sample" es similar a "balanced"; di-
fiere en que los pesos se calculan en 
base a la muestra de arranque para 
cada árbol.  

BRF 
n_estimator: 500 
max_depth: 20 

Es similar al algoritmo RF, la diferen-
cia está dada porque BRF realiza un 
submuestreo aleatorio, para que 
cada muestra recibida por un árbol 
esté balanceada en ambas clases.  

RUSBC 
n_estimator: 70 

learning_rate: 0,9 

Realiza un submuestro aleatorio, in-
tegrado en el aprendizaje de Ada-
Boost. 

XGBoost 

n_estimator: 12 
max_depth: 4 

learning_rate: 0,3 
scale_pos_weight: 

8,9 

Learning rate (tasa de aprendizaje) 
tiene relación con el peso que tiene 
el resultado de cada clasificador, 
que será corregido en el clasificador 
siguiente. Mientras menor sea la 
tasa, más iteraciones requerirá el al-
goritmo para ajustar los errores de 
los clasificadores. Scale_pos_weight 
pondera el balance de la clase posi-
tiva. 

LR 

class_weight:  
{0: 0.1, 1: 1} 

solver: liblinear 
Penalty: l1 

C: 0,1 

Class_weight permite ponderar el 
balance de ambas clases. Solver li-
blinear es un algoritmo que resuelve 
la optimización del modelo. Penalty 
L1 es la regularización LASSO, que li-
mita el sobreajuste del modelo y es 
útil para abordar la colinealidad, 
permitiendo selección de caracterís-
ticas. C se refiere a la magnitud de la 
regularización. 

ANN 

class_weight:  
{0: 0,56, 1: 4,99} 

learning_rate: 0,001 
dropout: 0,2 

batch_size: 512 
epochs: 11 

patience: 20 

El learning rate tiene relación con la 
fuerza con la cual se ajustan los pe-
sos de la red. A mayor tasa, la red se 
ajustará más rápido a los datos de 
entrenamiento.   

 
4.8 Prueba prospectiva 

Se utilizó el dataset de la encuesta 2020, que contiene 
41.380 registros de niños de 1 a 17 años y 831 variables. Al 
modelo seleccionado y entrenado se aplicó una prueba 
prospectiva de validación, con la información disponible 
en el dataset de la encuesta 2020, para evaluar su desem-
peño. 

 
4.9 Desempeño de los modelos en los 3 grupos eta-
rios 

El algoritmo seleccionado fue testeado con los subcon-
juntos del dataset de niños de 1-5 años, 6-11 y 12-17 años 
(2018-2019), identificando los parámetros que obtuvieran 
la mayor AUCROC. Se seleccionaron características con la 
metodología anteriormente señalada y también fue reali-
zada una prueba de validación prospectiva con el dataset 
2020. 

 
Tabla N°2: Modelos utilizados y sus hiperparámetros (ba-

lance sintético). 
Algoritmo Parámetros 

RF 
n_estimator: 800 
max_depth: 15 
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AdaBoost 
n_estimator: 8 

learning_rate: 0,9 

GBC 
n_estimator: 5 

learning_rate: 0,5 

XGBoost 
n_estimator: 12 

max_depth:  
learning_rate: 0,1 

LR 
solver: liblinear 

penalty: l2 
C: 0,005 

ANN 

learning_rate: 0,001 
dropout: 0,2 

batch_size: 512 
epochs: 4 

patience: 20 

 
RF y BRF son modelos de árboles de decisión que fun-

cionan paralelamente, para luego tomar una decisión en 
conjunto. AdaBoost, GBC, RUSBC y XGBoost son algorit-
mos de boosting, cuyos conjuntos de árboles no funcionan 
de manera paralela, sino secuencial, donde un clasificador 
intentará corregir el error cometido por el anterior. LR es 
un clasificador lineal que, mediante una función sigmoide, 
es capaz de discriminar frente a dos clases. ANN son algo-
ritmos que emulan a las neuronas cerebrales, mediante 
funciones de combinación y de activación, para interpretar 
los datos, interconectando neuronas artificiales dispuestas 

en capas. Cuando las redes neuronales tienen más de una 
capa oculta, se les denomina redes neuronales profundas 
(Deep learning). 

 
4.10 Análisis de agrupamiento (clustering) 

Es necesario profundizar en el entendimiento del mo-
delo, intentando comprender cómo las características se-
leccionadas pueden orientar hacia la clasificación de pre-
sencia o ausencia de caries. Para ello, se realizó un análisis 
de clustering, mediante el algoritmo K-means, eligiendo 
clústeres y utilizando las características seleccionadas. K-
means es un método no supervisado iterativo que identi-
fica la división natural de los datos en clústeres, basándose 
en la distancia de las muestras, con el objetivo de agrupar-
las alrededor de lo que se denomina un centroide, de ma-
nera que cada observación pertenezca a un grupo y que 
cada grupo se diferencie de los demás [17]. 

5 RESULTADOS 

La distribución de los niños, según edad, es mayor para 
el grupo de adolescentes y menor para los niños de 1 y 6-8 
años. La distribución, según sexo, es balanceada para todas 
las edades (Figura N°2). Según los grupos etarios conside-
rados en la encuesta, el mayor aumento en la prevalencia 

Tabla N°3: Resultados de los modelos, dataset 2018-2019. 

1. Modelos que permiten abordar el desbalance de clases, mediante hiperparámetros 

Algoritmo 
AUCROC 

CV 
AUCROC CV desv. 

Est. 
Sensibilidad 

CV 
Sensibilidad CV 

desv.est. 
AUCROC 

test 
Sensibilidad 

test 
F1 score 

test 
Especificidad 

test 

RF (1) 0,72 0,00 0,54 0,02 0,73 0,58 0,29 0,74 

RF (2) 0,72 0,00 0,63 0,00 0,72 0,65 0,28 0,66 

BRF 0,74 0,00 0,70 0,01 0,74 0,73 0,29 0,63 

RUSBC 0,70 0,01 0,71 0,01 0,71 0,59 0,27 0,70 

XGBoost 0,74 0,01 0,65 0,01 0,76 0,68 0,31 0,70 

LR 0,75 0,01 0,70 0,01 0,76 0,73 0,30 0,66 

ANN 0,65 0,01 0,55 0,09 0,65 0,51 0,30 0,79 
 

2. Modelos aplicados sobre el dataset con balance sintético de las clases 

Algoritmo 
AUCROC 

CV 
AUCROC CV desv. 

Est. 
Sensibilidad 

CV 
Sensibilidad CV 

desv.est. 
AUCROC 

test 
Sensibilidad 

test 
F1 score 

test 
Especificidad 

test 

RF 0,96 0,08 0,89 0,21 0,67 0,09 0,12 0,96 

AdaBoost 0,81 0,06 0,81 0,11 0,64 0,52 0,23 0,66 

GBC 0,91 0,08 0,88 0,20 0,57 0,20 0,17 0,87 

XGBoost 0,94 0,08 0,85 0,19 0,68 0,20 0,20 0,92 

LR 0,75 0,01 0,05 0,00 0,76 0,04 0,08 1,00 

ANN 0,52 0,04 0,05 0,09 0,51 0,03 0,05 1,00 

CV: resultado de la métrica mediante validación cruzada. Desv.est: desviación estándar del resultado de la métrica mediante validación cruzada. Test: 
resultado de la métrica en los datos de prueba.  
En la tabla superior se observan los resultados de los modelos que permitieron abordar el desbalance de clases. Se observa que en la validación cruzada 
presentan una baja variabilidad de los resultados, con AUCROC en el conjunto de prueba muy cercanos a los obtenidos en la CV. Los mayores desempeños 
en el AUCROC correspondieron a los modelos XGBoost y LR. El menor resultado lo obtuvieron las ANN.  
En la tabla inferior se observan los resultados de los modelos aplicados al dataset con muestras sintéticas. El mayor resultado en AUCROC fue para la LR. 
En la validación cruzada se observa una mayor variabilidad en los resultados del AUCROC y sensibilidad, con diferencias notorias con el resultado en el 
conjunto de prueba, que hacen presumir sobre el riesgo de presentar un desempeño muy variable en un entorno real. En el caso de LR y ANN, los resultados 
en el AUCROC fueron similares a lo obtenido en la CV, aunque con muy bajo desempeño en la sensibilidad y F1 score. 
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de caries se observó en el grupo de 1 a 5 años, pasando de 
0,7% al año, 4,6% a los 3 años y 12,6% a los 5 años. Para el 
grupo de 6 a 11 años, la prevalencia disminuye al aumentar 
la edad, iniciando con 17,4%, 14,2% a los 9 años y 11% a los 
11 años. En el grupo de 12 a 17 años, la prevalencia pre-
senta una menor variación, con un 9,8% a los 12 años, 8,7% 
a los 15 años y 8,7% a los 17 años. 
 
Figura N°2: N° de personas encuestadas en la NSCH 2018-
2019, según edad y sexo (M: mujer, H: hombre). 

5.1 Modelos que permiten abordar el desbalance de 
clases, mediante hiperparámetros 

Se realizó una prueba de validación cruzada con 5 y 10 
fold. Al evaluar el resultado promedio en AUCROC, ambos 
obtenían desempeños similares, razón por la cual fue selec-
cionado un k de 5, que tiene la ventaja de requerir un menor 
tiempo de cómputo. Además, el volumen de casos en cada 
pliegue se consideró adecuado (más de 9 mil registros por 
pliegue). El mejor desempeño en AUCROC fue obtenido 
con LR y XGBoost (0,76). Ambos modelos fueron selecciona-
dos (Tabla N°3). 

 
 

 

5.2 Modelos aplicados sobre el dataset con balance 
sintético de las clases 

La LR obtuvo el mejor desempeño en AUCROC. No 
obstante, la sensibilidad obtuvo un muy bajo desempeño 
(0,04). Todos los modelos presentaron una muy baja sensi-
bilidad (Tabla N° 3), razón por la cual ninguno fue selec-
cionado. 

 
5.3 Selección de características (dos modelos se-

leccionados) 

XGBoost otorgó importancia a 109 características y LR, 
a 335. Utilizando RFE, luego de seleccionar 40 característi-
cas en ambos modelos, el mejor resultado lo obtuvo la LR. 
Al seleccionar las características que pudieran ser obteni-
das desde el registro clínico o mediante información dis-
ponible en centros de salud, para XGBoost fueron seleccio-
nadas 24 características y para LR, 20 (Tabla N°4). El mejor 
resultado en AUCROC lo obtuvo XGBoost (0,74); modelo 
que finalmente fue seleccionado (modelo general). 

Las 24 características seleccionadas tienen relación con 
ayudas económicas y situación socioeconómica (Food-
Cash, FOODSIT), experiencias adversas durante la infan-
cia (ACE2more, ACE1, K11Q62), acceso a servicios médi-
cos y dentales (sys0to11care2, K4Q27, K4Q30_R, DENTAL-
SERV1, sealant_1819), dificultades funcionales 
(Diff2more), situación de salud (A1_PHYSHEALTH, STO-
MACH, GUMBLEED), relacionadas con inmigración 
(HHLANGUAGE, raceASIA_1819), edad 
(SC_AGE_YEARS), desempeño escolar (SchlEn-
gage_1819), exposición al humo del tabaco en el hogar 
(K9Q40), nivel educacional de los tutores (HI-
GRADE_TVIS), edad de término de amamantamiento 
(BREASTFEDEND_MO_S), conflictos (K8Q34) y relaciona-
das con hábitos y tiempo de sueño (BEDTIME, 
HrsSleep_1819). Las características con mayor importancia 
se presentan en la figura N°3 (modelo general). 

 

5.4 Prueba prospectiva 

El resultado del modelo XGBoost, utilizando las 24 carac-
terísticas seleccionadas en el dataset 2020, es similar a lo ob-
tenido con el dataset 2018-2019, en todas las métricas (Tabla 
N°5, 1-17 años). 

Tabla N°4: Resultados de los modelos posterior a la selección de características, dataset 2018-2019. 

Modelos con 40 características 

Algoritmo Características AUCROC CV 
AUCROC CV 

desv. Est. 
Sensibilidad 

CV 
Sensibilidad CV 

desv.est. 
AUCROC 

test 
Sensibili-
dad test 

F1 score 
test 

Especifici-
dad test 

XGBoost 40 0,74 0,01 0,65 0,01 0,75 0,67 0,31 0,70 

LR 40 0,75 0,01 0,70 0,01 0,76 0,73 0,29 0,64 

Modelos con características seleccionadas 

Algoritmo Características AUCROC CV 
AUCROC CV 

desv. Est. 
Sensibilidad 

CV 
Sensibilidad CV 

desv.est. 
AUCROC 

test 
Sensibili-
dad test 

F1 score 
test 

Especifici-
dad test 

XGBoost 24 0,73 0,01 0,64 0,01 0,74 0,65 0,30 0,70 

LR 20 0,72 0,01 0,68 0,01 0,73 0,69 0,27 0,63 

El desempeño con 40 características seleccionadas es mayor en LR, tanto en la CV como en el conjunto de prueba. Luego de seleccionar características 
que pudieran estar disponibles en un entorno real, la LR obtuvo un menor número de características, situación que explica el menor rendimiento en 
comparación con XGBoost, que permitió seleccionar mayor número de características potencialmente disponibles en un entorno sanitario real. 
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Tabla N°5: Resultado prueba prospectiva del modelo 

XGboost con dataset 2020. 

Grupo eta-
rio 

AUCROC 
test 

Sensibilidad 
test 

F1 score 
test 

Especificidad 
test 

1-17 años 0,74 0,65 0,30 0,70 

1-5 años 0,83 0,73 0,25 0,76 

Se observa un mayor desempeño en el modelo aplicado al grupo de niños de 

1-5 años. 

5.5 Desempeño de modelos en los 3 grupos etarios 

El modelo XGBoost obtuvo un desempeño ampliamente 
superior en el grupo de 1 a 5 años, con un AUCROC de 0,83 
(Tabla N°6). Para los demás grupos, el resultado fue menor 
(AUCROC de 0,71 y 0,72 respectivamente).  

Para el modelo aplicado a niños de 1 a 5 años, fueron se-
leccionadas 27 características (a partir de las 40 iniciales), ob-
teniendo un desempeño similar al modelo que utilizó las 40 
características (Tabla N°7). El orden de importancia de las 
características difiere de lo observado en el modelo general 
(Figura N°3). 

Las 27 características seleccionadas tienen relación con 
edad (SC_AGE_YEARS), acceso a visitas al dentista (DEN-
TISTVISIT, K4Q30_R, DENTALSERV1, DENTALSERV6, 
sealant_1819), nivel educacional de los tutores (HI-
GRADE_TVIS, A2_GRADE), ayudas económicas y situa-
ción socioeconómica (FoodCash, FPL_I2, FPL_I5, K11Q62), 
hábitos y tiempo de sueño (BEDTIME, HrsSleep_1819, HO 

URSLEEP05), relacionada con inmigración (HHLAN-
GUAGE), salud y discapacidad (K2Q01, STOMACH, 
GUMBLEED, IntDisSev_1819, Diff2more_1819), edad de 
término de amamantamiento e inicio de fórmula 
(BREASTFEDEND_MO_S, FRSTFORMULA_MO_S), cam-
bios de domicilio (K11Q43R), cuidados por alguien dis-
tinto a los tutores (K6Q20), nacimiento antes de la fecha 
prevista (K2Q05) y tiempo de exposición a pantallas 
(SCREENTIME). 

Al evaluar el desempeño del modelo en el dataset 2020, 
el resultado fue similar en cuanto al AUCROC (0,83), al com-
parar el resultado con el desempeño del modelo sobre el da-
taset 2018-2019 (Tabla N°5). Aunque logra una mayor sensi-
bilidad y menor especificidad y F1 score con el dataset 2020. 

Se obtuvo un mayor desempeño en sensibilidad, al dis-
minuir el umbral a 0,44 (0,80 en 2018-1019 y 0,81 en 2020), 
manteniendo una especificidad mayor a 0,66 (0,67 en 2018-
2019 y 0,70 en 2020) (Tabla N°8). 
 

5.6 Análisis de agrupamiento 

El análisis consideró las 27 características seleccionadas 
para el modelo aplicado en el grupo de niños de 1-5 años 
(dataset 2018-2019). El resultado del coeficiente de silueta 
fue similar para 2, 3 y 4 clústeres (0,16, 0,15 y 0,16 respecti-
vamente). Fueron analizadas las tres opciones. Con tres clús-
teres se obtuvo la mayor diferencia entre los grupos. Las di-
ferencias más notorias se observaron en las variables que tie-
nen relación con nivel socioeconómico. El clúster 3 es el que 
presenta menor nivel socioeconómico, menor nivel educa-
cional de padres o tutores, recibiendo mayor ayuda en 
cuanto a alimentación gratuita o a bajo costo en la escuela y 
con mayor prevalencia de niños con caries. Al contrario, el 
clúster 1 es el que presenta mayor nivel socioeconómico, ma-
yor nivel educacional de los padres y mayor acceso a aten-
ción dental. El clúster 2 es el grupo de menor edad, que no 
ha accedido a atención dental, presenta la menor prevalen-
cia de niños con caries y es el grupo con más horas de sueño 
(Tabla N°9). 

6 DISCUSIÓN 

En este trabajo se aplicaron métodos de aprendizaje au-
tomático supervisado y no supervisado, con la finalidad de 
predecir la presencia de caries dental en población de 1 a 17 
años (utilizando la NSCH 2018-2019) y analizar los resulta-
dos. En los métodos supervisados, 8 algoritmos fueron apli-
cados, de los cuales LR y XGBoost obtuvieron el 

Figura N°3: Importancia de las características XGBoost modelo general y en niños de 1-5 años, dataset 2018-
2019. 

1.Modelo general seleccionado (10 variables con mayor 
importancia) 

2. Modelo aplicado a niños de 1 a 5 años, dataset 2018-19 
(10 variables con mayor importancia) 

  

Se observan diferencias notorias en la importancia de las características. En el modelo general (niños de 1-17 años) la mayor importancia la tiene una 

variable relacionada con soporte económico (FoodCash), mientras que en modelo aplicado a niños de 1-5 años, la mayor importancia es para la edad 

(SC_AGE_YEARS), seguido de variables relacionadas con acceso a atención dental. En el modelo general, le sigue una variable relacionada con experien-

cias adversas durante la infancia y acceso al sistema de salud general. 
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rendimiento más alto en el AUCROC. Luego de la selección 
de características, XGBoost obtuvo el mejor desempeño en 
AUCROC, F1 score y especificidad, y LR sólo en sensibili-
dad. Seleccionando finalmente el modelo XGBoost.  

Luego de la prueba prospectiva con los datos de la NSCH 
2020, el resultado en sensibilidad es bajo, aunque se encuen-
tra dentro del rango reportado en estudios prospectivos, re-
trospectivos o de corte transversal para evaluar el Cario-
grama; modelo ampliamente utilizado y que cuenta con la 
mayor evidencia disponible [6]. La especificidad del modelo 
XGBoost es adecuada, considerando el problema de salud 
expuesto. Al evaluar prospectivamente el modelo, con los 
datos 2020, el resultado fue validado. El AUCROC del mo-
delo es moderado. 

El Cariograma evalúa 9 factores: dieta, exposición a fluo-
ruros, higiene oral, experiencia de caries, enfermedades sis-
témicas, flujo salival y su capacidad tampón, recuento de 
Streptococcus mutans y Lacobacillus [6]. Si bien existen es-
tudios que han demostrado su capacidad predictiva, otros 
no lo han logrado. Situación que podría ser explicada por la 
naturaleza multifactorial de la caries dental y por el rol que 
pueden tener factores socioeconómicos y de etnicidad, que 
no son valorados en el Cariograma [18]. 

Durante esta investigación, el modelo aplicado a toda la 
muestra 2018-2019 seleccionada (1-5 años) y su posterior 
prueba prospectiva con el dataset 2020, a pesar de haber uti-
lizado variables socioeconómicas, familiares, comunitarias, 
de inmigración, de salud y escolares, no obtuvo un desem-
peño destacado. 

Sin embargo, al utilizar el modelo XGBoost sobre los dis-
tintos grupos etarios, se obtuvo un buen desempeño en el 

grupo de 1-5 años, tanto en el dataset 2018-2019 como en la 
validación con el dataset 2020. Resultando un AUCROC ma-
yor al modelo de LR propuesto en el estudio de Park et al. 
2021, quien también utilizó una población de niños de 1 a 5 
años, utilizando 5 variables: edad, ingreso económico, fre-
cuencia de cepillado, edad de la madre al momento del na-
cimiento del niño y el número de dientes con historia de ca-
ries [13]. La sensibilidad del modelo XGBoost en el grupo de 
1-5 años se encuentra en el rango reportado en el estudio 
mencionado, mientras que la especificidad es mayor. El es-
tudio señalado no reportó modificaciones del umbral.  

En este trabajo, se disminuyó el umbral, obteniendo una 
mayor sensibilidad (0,80 o más) y una especificididad acep-
table (mayor a 0,66). 

Gao et al. en 2013 aplicó el Cariograma en una población 
de 485 niños de 3 años (estudio de cohorte prospectivo de 
un año), obteniendo un AUCROC de 0,78 [19]. Birpou et al. 
en 2019 lo aplicó en una población de 140 niños de 2 a 5 años 
(estudio de cohorte retrospectivo de dos años) y obtuvo un 
AUCROC de 0,65 [20]. El resultado del modelo XGBoost 
aplicado a la población de niños de 1-5 años, obtuvo un re-
sultado mayor. 

En el presente trabajo fueron consideradas las variables 
como estilos de vida y socioeconómicas, que no pudieron 
ser abordadas en los estudios de Gao 2013 y Birpou 2019, 
porque tales variables no son consideradas en el Cario-
grama. Esta diferencia en las características incluidas puede 
ayudar a explicar la diferencia en el desempeño de los mo-
delos. 

Las características seleccionadas difieren en el modelo ge-
neral y el de niños de 1-5 años (Figura N°3). En el primero 

Tabla N°6: Resultados de los modelos basados en el algoritmo XGBoost, según grupo etario, dataset 2018-

2019. 

Grupo 
etario 

Parámetros 
AUCROC 

CV 
AUCROC CV 

desv. Est. 
Sensibili-
dad CV 

Sensibilidad CV 
desv.est. 

AUCROC 
test 

Sensibili-
dad test 

F1 score 
test 

Especifici-
dad test 

1- 5 

n_estimator: 200 
max_depth: 2 

learning_rate: 0,1 
scale_pos_weight: 

15,4 

0,82 0,02 0,69 0,04 0,83 0,71 0,29 0,79 

6-11 

n_estimator: 100 
max_depth: 2 

learning_rate: 0,1 
scale_pos_weight: 5,9 

0,70 0,01 0,58 0,01 0,71 0,58 0,38 0,73 

12-17 

n_estimator: 50 
max_depth: 2 

learning_rate: 0,3 
scale_pos_weight: 

10.1 

0,70 0,01 0,54 0,02 0,72 0,57 0,28 0,75 

Se observan los modelos utilizados y sus hiperparámetros. El mejor resultado se obtuvo en el modelo aplicado al grupo de 1-5 años. 

Tabla N°7: Resultados del modelo XGBoost aplicado a la muestra de niños de 1 a 5 años, posterior a la selec-

ción de características, dataset 2018-2019. 

Características 
AUCROC 

CV 
AUCROC CV desv. 

Est. 
Sensibilidad 

CV 
Sensibilidad CV 

desv.est. 
AUCROC 

test 
Sensibilidad 

test 
F1 score 

test 
Especificidad 

test 

40 0,83 0,02 0,76 0,04 0,84 0,76 0,29 0,77 

27 0,81 0,02 0,73 0,04 0,82 0,76 0,26 0,73 

Se observa que con la selección de 27 características potencialmente disponibles en un entorno sanitario real, el desempeño del modelo es similar al 

resultado con 40 características. 
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tienen mucha relevancia no haber recibido asistencia econó-
mica en efectivo o en alimentos, las experiencias adversas 
durante la infancia, acceso a atención médica y dental, difi-
cultades funcionales, desempeño escolar, la edad y el san-
grado de las encías. Mientras que en el segundo, tienen ma-
yor relevancia la edad, las visitas o controles dentales, la 
educación de los tutores, seguido por la asistencia econó-
mica en efectivo o en alimentos, las horas de sueño y aspec-
tos de inmigración. Sin embargo, en las características selec-
cionadas (24 y 27 respectivamente), ambos modelos compar-
ten variables socioeconómicas, nivel educacional de los tu-
tores, la edad del niño, acceso a visitas dentales y trata-
miento preventivo, edad de término de amamantamiento, 
inmigración, hábitos y horas de sueño, y estado de salud.  

Como resultado del análisis de clustering con las 27 va-
riables seleccionadas (modelo 1-5 años), las mayores dife-
rencias entre los grupos tienen relación con variables so-
cioeconómicas y con mayor acceso a atención dental. El 
grupo con mayor presencia de caries dental presenta un 
adecuado acceso a atención con dentista, mientras que el 
grupo con menor presencia de caries presenta un muy bajo 
acceso a atención con dentista. Esta situación puede tener 
relación con potenciales dificultades de acceso y posterga-
ción de controles preventivos, descuidando la asistencia a 
controles, hasta la evidente presencia de lesiones de caries 
o síntomas.  

En relación con los factores de riesgo, los determinantes 
sociales impactan en la salud bucal de los niños. Los gru-
pos de la población más desfavorecidos socioeconómica-
mente son los que presentan menor nivel educacional de 
los padres, menor acceso a tratamientos preventivos, con 

una pobre dieta y malos hábitos de higiene bucal [21]. Con-
siderando que la enfermedad de caries es un proceso acu-
mulativo, aspectos como la erupción del primer diente 
temporal y la experiencia de caries en dientes primarios 
deben considerarse como indicadores de riesgo de caries 
dental en la adolescencia [22]. La edad en los niños au-
menta la probabilidad de presentar placa bacteriana mo-
derada a severa [23]. 

Un factor que influye en la presencia de caries en la infan-
cia es la presencia de dificultades funcionales. Las personas 
con discapacidades intelectuales y del desarrollo presenta-
rían un peor estado de salud general y también de salud oral 
[24]. 

El clúster con mayor prevalencia de caries es el que pre-

sentó una mayor proporción de hogares donde el idioma 

principal es el español, orientando respecto a la influencia 

de la inmigración en el resultado. Laniado et al. (2021) su-

gieren que el apoyo social estructural es protector contra la 

experiencia de caries dental entre inmigrantes recientes de 

origen hispano/latino que residen en los Estados Unidos, y 

que esta asociación puede reflejar la importancia del apoyo 

social y el acceso a la atención dental [25]. En el clúster 

mencionado, si bien existe mayor prevalencia de caries, 

también se observa un adecuado acceso a atención dental, 

a pesar de ser el grupo con menor nivel socioeconómico. 

En el análisis de clustering, una diferencia entre los gru-
pos tiene relación con las horas de sueño. El clúster 2 (me-
nor presencia de caries) presenta la mayor proporción de 
niños que duermen 12 horas o más, en comparación con el 

Tabla N°9: N° de registros y valores promedio de las variables en los clústeres (aprendizaje no supervisado). 

Variable Descripción Clúster 1 Clúster 2 Clúster 3 

N° de registros Número de niños en cada clúster              6.594               4.366               3.809  

SC_AGE_YEARS Edad en años 3,60 2,11 3,36 

FPL_I2 Nivel socioeconómico 360,10 316,43 125,08 

HHLANGUAGE_2 Español como idioma principal en el hogar 0,01 0,02 0,09 

HIGRADE_TVIS_2 Nivel educacional de los padres/tutores: secundaria 0,03 0,07 0,29 

HIGRADE_TVIS_4 Nivel educacional de los padres/tutores: grado universitario 0,84 0,72 0,25 

HOURSLEEP05_7 12 o más horas de sueño (incluidas las siestas)                0,20  0,44 0,16 

FoodCash_1819_2 Ha recibido asistencia económica o comida en los últimos 12 meses 0,05 0,12 0,53 

K4Q30_R_1 Visita con dentista en los últimos 12 meses 0,99 0,03 0,74 

K11Q62_1 Ha recibido alimentación gratuita o de bajo costo en la escuela, en los últimos 12 meses. 0,03 0,04 0,38 

Caries Presencia de lesiones de caries en los últimos 12 meses 0,07 0,01 0,11 
 

Tabla N°8: Matriz de confusión sobre los datos de prueba del modelo XGBoost y variación del umbral 

Grupo etario Umbral Dataset Verdaderos positivos Verdaderos negativos Falsos positivos Falsos negativos 

Todos 0,50 2018-2019                  747               7.313               3.095                   399  

1-5 años 0,50 2018-2019                  141               2.024                   745                     44  

1-5 años 0,50 2020                  500               8.675               2.745                   187  

1-5 años 0,44 2018-2019                  148               1.858                   911                     37  

1-5 años 0,44 2020                  559               8.034               3.386                   128  

A partir de la matriz de confusión es posible calcular las métricas de rendimiento. 
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clúster 3, que tiene la menor proporción. Asaka et al. 
(2020), en un estudio realizado en 1.699 niños de 6-12 años, 
señala que la larga duración del uso de dispositivos multi-
media (mayor a 1 hora por día) y la corta duración del 
sueño (menor a 8 horas) se asociaron con la caries dental 
(presencia de 3 o más dientes tratados). Al respecto, la au-
tora señala que establecer un estilo de vida saludable es ne-
cesario para prevenir la caries dental en los niños [26]. 

Según el consenso de la Academia Americana de Medi-
cina del Sueño, los niños de 1 a 2 años deberían dormir 11 
a 14 horas por día, y niños de 3 a 5 años, 10-13 horas por 
día (incluidas las siestas), como base para promover una 
salud óptima [27]. 

La variable con mayor importancia en el modelo apli-
cado a casos de niños de 1 a 5 años fue la edad, mientras 
que en el modelo general esta variable tuvo una importan-
cia menor. Al evaluar la prevalencia de caries, en el grupo 
de 1-5 años aumentó significativamente con la edad, en el 
de 6-11 disminuye y en el grupo de 12-17 la variación es 
mínima. Esta diferencia en la prevalencia de caries en los 
distintos grupos explica que el modelo haya otorgado la 
mayor importancia a la edad en el grupo de 1-5 años y que 
su importancia sea menor al considerar toda la muestra. 

En relación con la progresión de una lesión de caries, el 
esmalte en dientes temporales es mucho más delgado y po-
roso que los dientes permanentes, siendo menos resistente 
frente a la enfermedad [28]. En población con nivel socio-
económico bajo, se ha descrito que se requieren 0,8 años 
para que una lesión de caries pase de la parte externa del 
esmalte de un diente temporal hacia la parte interna [29]. 
Mientras que en los primeros molares permanentes (que 
erupcionan a los 6 años proximadamente), la progresión 
de la caries es lenta en los primeros 3 años y posterior-
mente su avance es más veloz [30]. La rápida progresión 
de la caries en dientes temporales, determinada por facto-
res morfológicos y modulada por factores ambientales, 
puede ayudar a explicar el resultado del modelo. Una ven-
tana de tiempo menor a un año podría permitir recoger in-
formación relacionada con factores de riesgo que interac-
cionaron en el momento de inicio de la enfermedad en ni-
ños de 1-5 años, haciendo posible el desarrollo de un mo-
delo de predicción de caries que obtenga un buen rendi-
miento.  

En el caso de niños de 6 años en adelante, al iniciar la 
erupción de los dientes permanentes, esta ventana de 
tiempo podría ampliarse a 3 años o más. Al detectar una 
lesión de caries en dientes permanentes, los factores de 
riesgo que interaccionaron en el inicio de la enfermedad 
podrían ser distintos a los recabados al momento de reali-
zar encuesta. Es decir, en niños con presencia de caries en 
dientes permanentes, la recogida de información puede 
ocurrir años posteriores al inicio de la enfermedad, dificul-
tando el rendimiento de un modelo de predicción, en cuyo 
desarrollo no se haya abordado este escenario. 

Este estudio demuestra el potencial que tienen los mo-
delos de predicción basados en ML, para identificar patro-
nes que puedan estar relacionados con factores de riesgo y 
protectores, pudiendo ser útil en la detección temprana de 
la enfermedad de caries dental, permitiendo tomar las me-
didas promocionales o preventivas de manera más 

oportuna, dirigidas individualmente o a grupos de la po-
blación. Las características a las cuales el modelo otorgó 
mayor importancia tienen coherencia con lo reportado en 
diversas investigaciones.  

7 Conclusión 

La caries dental es una enfermedad multifactorial y acu-
mulativa; por lo tanto, es difícil de abordar y predecir. Pro-
fundizar en el estudio de los factores de riesgo, utilizando 
cantidades moderadas y grandes de datos, apoyándose en 
herramientas como el ML, puede facilitar el descubrimiento 
de patrones que podrían no ser identificados en estudios ha-
bituales y así dar origen a nuevas investigaciones.  

En este trabajo, se seleccionó el algoritmo XGBoost que, 
dentro de sus ventajas, permite obtener la importancia de las 
características, ayudando a comprender y explicar el funcio-
namiento del modelo de predicción. Su mayor desempeño 
se encontró en la población de niños de 1-5 años, utilizando 
variables demográficas, socioeconómicas, de estilos de vida, 
de salud, entre otras. Los hallazgos obtenidos a partir de los 
resultados se encuentran alineados con la evidencia dispo-
nible. 

La utilización de modelos predictivos basados en ML 
puede ayudar a los clínicos a detectar personas con riesgo 
de presentar caries, identificar los factores de riesgo y for-
mular planes preventivos y de tratamiento personalizados. 
A la vez que podría facilitar el acceso a atención dental y ac-
ciones de promoción y prevención de la salud oral, dirigidas 
a las poblaciones de mayor riesgo. 

Una limitación de este estudio es que la variable objetivo 
es un autorreporte de los padres o tutores. Sin embargo, los 
hallazgos son consistentes con lo observado en otros estu-
dios epidemiológicos y aquellos que utilizaron algoritmos 
de ML. Además, los resultados de este modelo fueron vali-
dados con el dataset de la NSCH 2020. 

8 LÍNEAS ABIERTAS 

Este trabajo permite identificar patrones que pueden 
ayudar a identificar nuevas características, analizarlas y pro-
fundizar las ya identificadas en la literatura. 

La interacción entre factores de riesgo y protectores varía 
en las diferentes poblaciones. Por lo tanto, la experiencia 
puede ser replicada a nivel local, pudiendo identificar dis-
tintos patrones y características. 

Contar con grandes volúmenes de datos que puedan ser 
extraídos de los registros clínicos, junto con información so-
cioeconómica, del ambiente familiar y comunitario, pueden 
ayudar a encontrar patrones que faciliten la predicción de la 
enfermedad. Contar con datos adecuados desde el origen es 
fundamental para el desarrollo de buenos modelos de pre-
dicción. 

Un trabajo futuro puede ser enfocado en evaluar el im-
pacto que tienen las características seleccionadas, para pro-
fundizar en la explicabilidad del modelo y en las diferencias 
en el rendimiento observadas en los distintos grupos etarios, 
e incluir otras variables como calidad y frecuencia de la ali-
mentación, y frecuencia de cepillado. Y que frente a un des-
balance de clases, probar distintos métodos para aumentar 
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sintéticamente la clase minoritaria. Como también conside-
rar un diseño que contemple el seguimiento a una muestra. 
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